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Resumo
Neste trabalho foram estudados os fundamentos de redes adaptativas (ANs - Adaptive

Networks) distribuídas síncronas e assíncronas, aplicadas aos problemas de identificação

de sistemas e de equalização. No caso supervisionado, foi utilizado o algoritmo Least

Mean Squares (LMS), enquanto que, para o caso não-supervisionado, foram analisados

os algoritmos Constant Modulus Algorithm (CMA) e, como uma proposta desse trabalho,

o Single Channel ICA (SCICA) em ANs. Todos os algoritmos foram implementados no

modo de difusão Adapt Then Combine (ATC). As simulações computacionais mostraram

as vantagens do aprendizado cooperativo das ANs, quando comparadas com os resultados

de redes não-cooperativas (agentes isolados) para os problemas estudados, bem como a

aplicabilidade do SCICA em redes adaptativas.

Palavras-chave: Redes Adaptativas Síncronas, Redes Adaptativas Assíncronas, Equaliza-

ção, Identificação de Sistemas.
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1 Introdução

As redes adaptativas (ANs - Adaptive Networks) representam um conjunto de agen-

tes que interagem e cooperam entre si para resolução de um problema. Na configuração

distribuída, cada nó da rede (agente) realiza o processamento dos dados localmente consi-

derando, também, as informações de seus nós vizinhos (SAMUEL BATISTA, 2014). Tais

arquiteturas são implementadas com o objetivo de melhorar a capacidade de aprendizado

de cada agente, a partir da troca de informações com a rede, tornar o sistema mais robusto

contra falhas, bem como em situações onde o processamento centralizado não seja possível.

Em geral, os agentes possuem capacidade computacional limitada, e as características

do problema podem mudar com o tempo, fazendo-se necessárias técnicas adaptativas de

aprendizado. Exemplos de aplicações de ANs incluem: monitoramento de grandezas físicas

como temperatura, pressão, velocidade do vento e umidade, redes de sensores sísmicos,

entre outras (LOPES; NASCIMENTO; CHAMON, 2023).

A topologia da rede define as conexões entre os seus diferentes nós, e representa

a maneira pela qual os agentes da rede trocam informações entre si. No caso de redes

adaptativas síncronas, considera-se que os dados chegam no mesmo instante para todos

os agentes, e que os parâmetros são atualizados de maneira síncrona (SAYED, 2014).

Nesse caso, as possíveis variabilidades nas conexões da rede não são modeladas. Nas redes

assíncronas, por sua vez, são representadas aleatoriedades. Tanto a taxa de atualização

para cada agente como as conexões da rede podem ser tomadas como eventos aleatórios, de

maneira a representar, por exemplo, falhas nas comunicações entre os nós e agentes sendo

desligados em determinados instantes para redução do consumo de energia (SAYED, 2014).

Nas ANs (síncronas ou assíncronas) podem ser representadas independências temporais

e espaciais dos dados disponíveis para cada agente, e também, dependendo do tipo de

problema no qual a rede é aplicada, diferentes níveis de ruído experimentado em cada nó

(SAYED, 2014).

Dentro do contexto supervisionado, dois problemas de interesse são o de estimativa

de sistemas e de equalização. Nesse contexto, técnicas de filtragem adaptativa podem ser

aplicadas para estimar um vetor de parâmetros que melhor representam o comportamento

de interesse dado o sistema, em geral, dentro da premissa de linearidade (SAYED, 2014).
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Esses parâmetros são estimados a partir da resposta observada na saída do sistema para

um sinal conhecido aplicado como entrada. Em identificação de sistemas, deseja-se estimar

a função de transferência do sistema de maneira que o filtro reproduza seu comportamento.

Já na equalização supervisionada, supõe-se que o sinal de interesse (conhecido) tenha sido

modificado pelo sistema e estima-se um filtro que permita recuperar o sinal original. Este

filtro idealmente corresponde, portanto, ao inverso do sistema em questão.

Este trabalho também abordará a equalização cega (ou não-supervisionada). Neste

caso, também deseja-se estimar um filtro que corresponda ao inverso do sistema que

modificou o sinal de interesse; contudo, este sinal não é conhecido a priori. O algoritmo de

filtragem adaptativa a ser aplicado neste problema deve, portanto, estimar o filtro a partir

do conhecimento de determinadas propriedades do sinal de entrada, como módulo ou suas

características estatísticas.

Neste trabalho, foram implementadas ANs distribuídas síncronas e assíncronas

para identificação de sistemas, em equalização supervisionada e equalização cega, com a

finalidade de avaliar suas propriedades de convergência e também seu desempenho, quando

comparado à abordagem de agentes não-cooperativos. Para tanto, foram consideradas

redes cujos agentes implementam o algoritmo Least Mean Square (LMS) (HAYKIN, 1996),

ANs-LMS, (PAULA; PANAZIO, 2016), redes com o Constant Modulus Algorithm (CMA)

(HAYKIN, 1996), redes ANs-CMA (FÁBIO FERREIRA, 2018), e as ANs-SCICA cujos

agentes utilizam o Single Channel ICA (SCICA) (MIKE; CHRISTOPHER, 2007). O uso do

SCICA em redes adaptativas é uma proposta desse trabalho. A escolha por estes algoritmos

se justifica pela sua baixa complexidade computacional que os torna aplicáveis em situações

onde os agentes possuem capacidade limitada de processamento e um algoritmo mais

simples é requerido, bem como a possibilidade de realizar a estimativa estocástica (on-line)

dos parâmetros. As redes ANs-LMS serão implementadas no contexto supervisionado

de identificação de sistemas e equalização, enquanto as ANs-CMA e ANs-SCICA serão

aplicadas ao problema de equalização cega.

A cooperação entre os agentes nas redes é obtida a partir da combinação ponderada

e atualização dos parâmetros entre os agentes através da técnica de difusão Adapt Then

Combine (ATC). As topologias cooperativas implementadas nesse trabalho que definem

as conexões entre os agentes para trocarem informações são a em anel e em estrela, e a

topologia não-cooperativa. Os valores dos coeficientes que representam o peso das conexões
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entre os agentes foram definidos a partir da regra de Metropolis (SAYED, 2014). Uma

das questões de interesse, também discutida em (LOPES; NASCIMENTO; CHAMON,

2023), é se todos os agentes da rede se beneficiam do aprendizado cooperativo. Não é

garantido, por exemplo, que o agente na situação de SNR mais favorável não irá ter seu

desempenho degradado ao trocar informação com outros agentes com menor relação sinal-

ruído. Contudo, conforme será apresentado nos resultados de simulação desse trabalho,

para a maioria dos casos considerados, todos os agentes se beneficiaram do aprendizado

cooperativo, ou pelo menos, tiveram um desempenho igual aos seus similares atuando de

maneira isolada.
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2 Filtragem Adaptativa

Os filtros adaptativos lineares possuem um conjunto de parâmetros variáveis que

podem ser ajustados de acordo com o problema de otimização que se deseja resolver,

assumindo a premissa de linearidade do sistema. As técnicas de filtragem adaptativa são

aplicadas em problemas onde os parâmetros do filtro que desempenha uma tarefa de

interesse não são conhecidos antecipadamente, por exemplo, em sistemas que mudam com

o tempo e que requerem um aprendizado on-line. Nesse caso, o filtro também precisa ser

capaz de acompanhar as mudanças do sistema, de maneira que a adaptação pode ser feita

em tempo real. Nesse trabalho são considerados apenas filtros adaptativos causais com

resposta ao impulso finitas (FIR - Finite Impulse Response) e reais, por serem os mais

simples para tratamento matemático, e garantidamente estáveis (HAYKIN, 1996).

2.1 Identificação de Sistemas

Em problemas de identificação de sistemas, é estimado um filtro que reproduza o

comportamento de um sistema de interesse a partir da observação dos sinais de entrada e de

saída nesse sistema (HAYKIN, 1996). A resposta ao impulso desse filtro será representada

pelo conjunto de parâmetros w e sua função de transferência por W(z). Já o sistema de

interesse será representado por c = (c0, ..., cM ′−1)T , o vetor da resposta ao impulso com

M ′ amostras, e sua transformada Z, por C(z).

A Fig. 1 apresenta um esquemático para o problema de identificação de sistemas.

O filtro W(z) é obtido de maneira a representar o sistema C(z) com o menor erro possível,

Figura 1 – Identificação de sistemas.

dentro de algum critério pré-definido. Para tanto, aplica-se um mesmo sinal conhecido



Capítulo 2. Filtragem Adaptativa 5

u(n) na entrada do sistema e do filtro. A saída do sistema é representada por d(n)

d(n) = cT u(n) + v(n), (2.1)

em que u(n) representa a janela de dados com uma quantidade de amostras compatíveis

com o número de coeficientes do sistema, e v(n) é um ruído aditivo. A saída do filtro é

dada por

y(n) = wT u(n). (2.2)

Assumindo que o filtro w tenha M coeficientes, i.e., w = (w0, ..., wM−1)T , a janela de

dados é dada por

u(n) = (u(n), u(n− 1), ..., u(n−M + 1))T . (2.3)

O sinal de erro resultante,

e(n) = d(n)− y(n), (2.4)

entre a resposta desejada e a saída do filtro, deve ser minimizado segundo alguma função

custo. Adotando como função custo o erro quadrático médio J ,

J = E{e2(n)}, (2.5)

a solução ótima que minimiza o erro médio quadrático é dada pela equação de Wiener–Hopf

wot = R−1
u pud, (2.6)

sendo R−1
u a inversa da matriz de autocorrelação de ordem M do sinal de entrada, e pud

é o vetor de correlação cruzada entre o sinal de entrada e o sinal desejado. A solução

ótima de Wiener wot pode ser obtida quando as estatísticas de primeira e segunda ordem

dos sinais são conhecidas. Considerando que C(z) seja do tipo FIR e que o número de

coeficientes M de W(z) seja maior ou igual ao de C(z), é possível obter a solução exata

para o problema de maneira que a variância do erro seja a menor possível, se igualando

à variância do ruído v(n) (HAYKIN, 1996). Nesse trabalho, contudo, será utilizado o

algoritmo LMS que minimiza o erro quadrático pelo método do gradiente estocástico. Esse

algoritmo será discutido mais adiante na Seção 2.4.

2.2 Equalização Supervisionada

A Fig. 2 representa o problema de equalização supervisionada. Nesse problema, um

sinal de interesse u(n) é transmitido por um canal cujos efeitos são modelados por um
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filtro linear. Em seguida, é adicionado um ruído AWGN (Additive White Gaussian Noise)

a este sinal de saída.

Figura 2 – Esquemático da equalização supervisionada.

O filtro do equalizador, representado no domínio da transformada Z por W(z),

deve ser capaz de estimar o sistema inverso de C(z), de maneira que o sinal na saída do

filtro seja igual, ou aproximadamente igual, ao sinal desejado na entrada do canal. O sinal

observado pelo sistema equalizador é o x(n), que é obtido por uma filtragem e pela adição

de um ruído AWGN (HAYKIN, 1996), sendo dado por

x(n) = cT u(n) + v(n). (2.7)

A saída y(n) do filtro é dada por

y(n) = wT x(n), (2.8)

em que x(n) corresponde à janela de dados do sinal de entrada do equalizador,

x(n) = (x(n), x(n− 1), ..., x(n−M + 1))T . (2.9)

Seguindo as propriedades de sistemas LIT e a propriedade da conexão de filtros

em série, a equalização é obtida quando a convolução do canal com o filtro

Λ = c ∗w, (2.10)

tem como resultado um vetor Λ com um único elemento diferente de zero. Caso o canal

admita inversa, o filtro estimado no domínio da transformada Z é dado por W(z) = 1
C(z) .

Neste caso, é possível verificar que se C(z) for do tipo FIR, o sistema inverso deve ser do

tipo IIR. Como o equalizador considerado também é do tipo FIR, apenas será possível

encontrar uma aproximação para o problema. Sendo assim, quanto maior o número de

coeficientes de w (maior o filtro) idealmente menor será o erro de equalização.
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O erro da equalização supervisionada (e(n)) também é dado pela Eq. 2.4 (HAYKIN,

1996). A função custo a ser minimizada, neste problema, pode ser o erro médio quadrático,

conforme a Eq. 2.11, uma vez que se trata do contexto supervisionado,

Jeq.
k = E{e2(n)}. (2.11)

Conhecendo as estatísticas de primeira e segunda ordem dos sinais e a fase do canal

também é possível obter a solução ótima que minimiza o erro médio quadrático através

da equação de Wiener–Hopf (Eq. 2.6). Contudo, para a equalização, R−1
x corresponde à

inversa da matriz de autocorrelação de ordem M do sinal de entrada x(n) do filtro, e pxd é

o vetor de correlação cruzada entre o sinal de entrada do filtro x(n) e o sinal desejado para

um determinado atraso d(n). Para o problema de equalização supervisionada também será

considerada uma aproximação estocástica através do algoritmo LMS.

2.3 Equalização Cega

A equalização cega se dá no contexto não-supervisionado, onde o sinal de entrada

u(n) do sistema não é conhecido. O filtro W(z) deve ser estimado a partir do sinal observado

x(n) (Eq. 2.7) e do conhecimento de determinadas propriedades do sinal desejado u(n),

que devem aparecer também na saída do filtro y(n) (Eq. 2.8). A Eq. 2.12 é uma abordagem

do método de gradiente para atualização dos parâmetros do filtro dado uma função custo

F , que captura alguma característica do sinal de entrada que o sinal de saída y(n) também

deve apresentar (HAYKIN, 1996).

w← w +△w, onde △w ∝ F ′(y(n)). (2.12)

A Fig. 3 apresenta o esquemático da equalização cega com ruído aditivo na saída

do canal. Diferentemente do caso supervisionado, os coeficientes do filtro W(Z) não são

ajustados de acordo com o sinal do erro em relação ao sinal desejado, como na Eq. 2.4,

mas de acordo com alguma informação extraída da saída y(n). Nesse trabalho serão

considerados dois algoritmos para a equalização não-supervisionada, o CMA que é baseado

no conhecimento do módulo do sinal desejado, e o SCICA que é baseado na propriedade

da independência estatística de suas amostras (MIKE; CHRISTOPHER, 2007). Esses

algoritmos serão apresentados respectivamente nas Seções 2.5 e 2.6.
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Figura 3 – Esquemático da equalização não-supervisionada (cega).

2.4 Algoritmo LMS - Least Mean Square

Dentro do contexto de filtragem adaptativa, o algoritmo Least Mean Square (LMS)

representa uma versão estocástica para a estimativa linear de um conjunto de parâmetros. O

LMS pode ser obtido a partir do algoritmo Steepest Descent (SD). Este último corresponde

à solução ótima de Wiener obtida de maneira iterativa pelo método do gradiente, quando

as estatísticas dos sinais de entrada e saída do sistema envolvido são conhecidas. O SD

encontra o ponto de mínimo da função Eq. 2.5 considerando que o gradiente em relação

aos coeficientes de w deve ser igual a zero.

w(n + 1) = w(n) + µ[pud −R−1
u w(n)]. (2.13)

Após algumas manipulações matemáticas na Eq. 2.13, e efetuando-se uma aproximação

estocástica, o algoritmo LMS pode ser encontrado como na Eq. 2.14:

w(n + 1) = w(n) + µe(n)u(n), (2.14)

onde e(n) é o mesmo erro da Eq. 2.4. O passo de adaptação µ, pelo critério de convergência

na média quadrática, deve estar no intervalo (HAYKIN, 1996):

0 < µmáx. <
1

Mr(0) (2.15)

tomando r(0) como a autocorrelação de ordem zero do sinal de entrada do filtro.

2.5 Algoritmo CMA - Constant Modulus Algorithm

O algoritmo Constant Modulus Algorithm (CMA) é baseado no método do gradiente

e pode ser aplicado no contexto de equalização cega. Para o CMA, assume-se que o módulo

do sinal de entrada seja constante, como ocorre nas modulações QPSK (Quadrature Phase-

shift keying), por exemplo. A Eq. 2.16 apresenta a função custo do algoritmo, onde y(n) é

dada por Eq. 2.2. Na Eq. 2.17, Rp captura propriedades estatísticas do sinal desejado u(n).
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Neste trabalho, em especial, será considerado apenas sinais com modulação BPSK (Binary

Phase-shift keying), que possui módulo constante igual a 1, onde u(n) ∈ {−1, +1}.

F = E{(Rp − |y(n)|p)2}, (2.16)

Rp = E{|u(n)|2p}
E{|u(n)|p} . (2.17)

Definindo p = 2 (R2 = 1) e calculando o gradiente da função custo em relação ao vetor

de parâmetros w, obtém-se o CMA. A versão estocástica deste algoritmo, que omite o

operador esperança, é apresentada na Eq. 2.18 (HAYKIN, 1996).

w(n + 1) = w(n) + µy(n)(1− |y(n)|2)x(n). (2.18)

2.6 Algoritmo SCICA - Single Channel ICA

O algoritmo SCICA (Single Channel ICA) é um algoritmo de deconvolução cega

(MIKE; CHRISTOPHER, 2007) que tem relação com o problema de separação cega

de fontes e com as técnicas da ICA (Independent Component Analysis) (HYVäRINEN;

KARHUNEN; OJA, 2004).

Na separação cega de fontes clássica, são observados os sinais de misturas x =

(x1(t), ..., xM(t))T de acordo com o modelo generativo da Eq. 2.19,

x = As, (2.19)

em que s = (s1(t), ..., sM(t))T são as variáveis latentes (as fontes) e A é o misturador

linear, representado por uma matriz invertível. Nesse problema, deseja-se estimar as fontes

a partir da observação de suas misturas lineares.

O método é dito cego pois a matriz de separação B é estimada sem o conhecimento

das fontes e do misturador. No caso das técnicas baseadas na ICA, assume-se que as fontes

sejam estatisticamente independentes e que não mais do que uma seja gaussiana. São

utilizadas estatísticas de ordem superior para separar as fontes, explorando o fato de serem

independentes (HYVäRINEN; KARHUNEN; OJA, 2004).

Avaliando o modelo generativo da Eq. 2.19, tem-se que os sinais observados corres-

pondem às somas de variáveis aleatórias. Decorre do Teorema Central do Limite (TCL)

(HYVäRINEN; KARHUNEN; OJA, 2004) que tais misturas são mais gaussianas do que as
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fontes. Portanto, maximizando uma função custo que meça a não-gaussianidade pode-se

efetuar a separação das fontes. Uma escolha para tal função custo é a negentropia (HYVä-

RINEN; KARHUNEN; OJA, 2004). A negentropia é uma medida que vem da Teoria da

Informação e expressa a diferença entre a entropia de uma variável aleatória qualquer e

uma variável gaussiana de mesma variância, que é conhecida por possuir a maior entro-

pia dentre as distribuições contínuas. Portanto, maximizar a negentropia significa obter

uma transformação linear que torne os sinais observados o mais distante da distribuição

gaussiana, o que se deseja na separação cega de fontes baseadas nas técnicas da ICA.

A estimativa da i-ésima fonte é dada por

yi(t) = bT
i x, i ∈ 1, 2, ..., M, (2.20)

em que bT
i é a i-ésima linha da matriz de separação. A negentropia e sua aproximação

numérica (HYVäRINEN; KARHUNEN; OJA, 2004) são apresentadas na Eq. 2.21,

Jneg.(yi(t)) = H(ygauss)−H(yi(t)) ≈ (E{G(yi)} − E{G(v)})2, (2.21)

onde v e ygauss são variáveis gaussianas com estatísticas de segunda ordem iguais às de

yi(t), e G é uma função não-polinomial que aproxima a negentropia. A Eq. 2.22 mostra

uma função para G que foi escolhida neste trabalho e a Eq. 2.23 corresponde à sua derivada

g.

G(y) = − exp (−y2

2 ), (2.22)

g(y) = y exp (−y2

2 ). (2.23)

Para a separação das fontes é comum utilizar uma etapa de pré-processamento de bran-

queamento. Essa etapa é representada por uma matriz V que descorrelaciona os sinais,

z = Vx, (2.24)

de maneira que E{zzT} = I. Seguindo essa etapa de descorrelação, a independência

estatística e as fontes são de fato recuperadas estimando uma matriz de rotação apropriada

W que maximize a função custo da Eq. 2.21.

y = Wz = WVx, (2.25)

de onde se nota que B = WV, ou seja, a matriz de separação pode ser decomposta em

uma matriz de branqueamento e outra matriz de rotação.
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Um dos algoritmos que pode ser utilizado nessa última etapa é o FastICA. Tais

métodos baseados na ICA, contudo, apresentam indeterminações de ordem das fontes

recuperadas e também de um fator de escala dessas. A Eq. 2.26 expressa a relação das

estimativas e as fontes,

y ≈ PDs, (2.26)

em que D é uma matriz diagonal de escala (elementos da diagonal não são nulos) e P

é uma matriz de permutação. De maneira intuitiva, essas ambiguidades ocorrem devido

à insensibilidade da independência estatística de uma distribuição de probabilidade às

alterações de escala e de ordem das variáveis aleatórias. Nesse trabalho, será considerada

uma versão estocástica tanto do branqueamento como do FastICA, que será apresentada

ao final dessa seção.

Para o algoritmo de deconvolução cega SCICA, será assumida uma única fonte para

ser estimada, não-gaussiana e com amostras independentes. O modelo do misturador segue

o esquemático da equalização cega apresentado na Fig. 3, incluindo o ruído aditivo na

saída do canal. Para a deconvolução, os sinais de mistura serão dados pelo sinal observado

x(n) e suas versões atrasadas x(n− i), para os quais será estimado um filtro equalizador

que recupere a independência estatística de suas amostras.

Uma vez que são utilizados apenas atrasos do sinal observado, a saída corresponderá

às versões atrasadas da fonte. Contudo, é necessário estimar um único atraso. Isso significa

estimar apenas uma linha da matriz de separação bT
i = wT

i V, que nesse problema

corresponde ao filtro equalizador. A Fig. 4 ilustra a estimativa da fonte pelo algoritmo

SCICA, incluindo a etapa de branqueamento, representada pela matriz V e uma linha

da matriz de rotação wT
i . Note que nesse problema o número de atrasos considerados

(tamanho da janela de dados x(n) da Eq. 2.9) corresponde ao tamanho do filtro equalizador.

Em geral, também não é possível antecipar para qual linha da matriz de separação (ou

qual versão de atraso) o algoritmo irá convergir.

Figura 4 – Algoritmo SCICA.

O pseudo-algoritmo a seguir, o Alg. 1, apresenta a maximização da negentropia



Capítulo 2. Filtragem Adaptativa 12

pelo método do gradiente utilizando a versão estocástica do branqueamento e do FastICA

(HYVäRINEN; KARHUNEN; OJA, 2004), (CARDOSO; LAHELD, 1996). Estando em

um contexto não-supervisionado, o vetor w é inicializado com 1 no tap central e 0 nos

demais (inicialização center spike), enquanto a matriz de branqueamento é inicializada

com a matriz identidade. A cada iteração, o vetor w é normalizado pela norma euclidiana.

O parâmetro γ assume o valor de +1 ou −1, dependendo se a distribuição for subgaussiana

ou supergaussiana e da escolha da função G. Esse pode ser fixado se a distribuição da

fonte for conhecida a priori, ou calculado pela Eq. 2.27 (HYVäRINEN; KARHUNEN;

OJA, 2004),

γ = sgn(E{G(wT z)} − E{G(v)}), (2.27)

sendo v uma variável gaussiana normalizada, e G é a função definida na Eq. 2.22.

Algoritmo 1 SCICA on-line
inicializar V← I;
inicializar w← (0, 0, ...1, ...0, 0)T (center spike);
while critério de convergência não atendido do

1. z← Vx(n);
2. V← V + µb(I− zzT )V;
3. w← w + µγzg(wT Vx(n));
4. w← w

||w|| ;
end while
b← wT V;
return b
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3 Redes Adaptativas Distribuídas

Redes Adaptativas (ANs - Adaptive Networks) distribuídas são compostas por um

conjunto de agentes (nós da rede) que cooperam entre si para a resolução de um problema,

e realizam o processamento da informação de maneira descentralizada. Tal abordagem

aumenta a resiliência da rede uma vez que não existe um único ponto de falha (SAYED,

2014). Nesta seção, são apresentados os modelos das ANs para os problemas de identificação

de sistemas e de equalização, descritos no Capítulo 2. Também são apresentadas a definição

dos pesos das conexões na topologia da rede pela regra de Metropolis, a estratégia de

agregação por difusão ATC e a implementação das redes síncronas e assíncronas para os

diferentes algoritmos considerados: LMS, CMA e o SCICA.

3.1 Identificação de Sistemas (ANs-LMS)

A identificação de sistemas foi apresentada na Seção 2.1. Considerando o contexto

das redes ANs-LMS, cada agente “k” tem acesso aos dados que lhe são fornecidos, expressos

na Eq. 3.1, e aos parâmetros compartilhados por agentes vizinhos (em redes cooperativas),

{dk(n), uk(n), n ≥ 0}, (3.1)

onde dk(n) é o sinal desejado, da Eq. 3.2, uk(n) são os dados de entrada. Contudo, o ponto

de mínimo da função custo minimizada por cada agente (Eq. 3.3) é o mesmo em relação

ao vetor de parâmetros wk.

dk(n) = cT uk(n) + vk(n), (3.2)

Jk = E{e2
k(n)}, (3.3)

onde a n-ésima amostra do sinal de entrada e o sinal de saída do sistema (sinal desejado)

para o k-ésimo agente são dados por, respectivamente, uk(n) e dk(n). O ruído é representado

por vk(n). Todos os sinais são tomados como independentes entre os agentes, e o conjunto

de parâmetros que a rede deve estimar é o wot (comum entre os agentes), que se refere à

estimativa ótima da função de transferência (FIR) do sistema desconhecido. A estimativa

yk(n) de cada agente calculada para a janela de dados uk(n) e o vetor de parâmetros
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wk(n) é dada por

yk(n) = wT
k (n)uk(n). (3.4)

Espera-se que os parâmetros estimados por cada agente convirjam para a mesma solução

wk(n)→ wot

3.2 Equalização Supervisionada (ANs-LMS)

No modelo de equalização supervisionada para redes ANs-LMS, os sinais dk(n) =

uk(n) (Eq. 3.5), bem como o ruído vk(n), são gerados de maneira independente para cada

agente. Sendo assim, os sinais xk(n) observados pelos agentes são diferentes e dados pela

Eq. 3.6

{dk(n), xk(n), n ≥ 0}, (3.5)

xk(n) = cT dk(n) + vk(n). (3.6)

Apenas o canal C(z) é comum, para o qual deve ser estimado um mesmo sistema inverso

W(z). Dessa maneira, o ponto de mínimo da função custo Jequ.
k (Eq. 3.7) é obtido para

o mesmo conjunto de parâmetros w em toda a rede, fazendo com que o aprendizado

cooperativo seja possível:

Jequ.
k = E{e2

k(n)}, (3.7)

em que ek(n) = dk(n)−yk(n), e yk(n) é a saída do equalizador do k-ésimo agente calculado

para a janela de dados x(n) e o filtro wk(n), conforme a Eq. 3.8

yk(n) = wT
k (n)x(n). (3.8)

3.3 Equalização Cega utilizando o CMA (ANs-CMA)

Para equalização cega, cada agente observa o sinal xk(n), que é obtido por uma

filtragem linear e adição de um ruído gaussiano, conforme a Eq. 3.10

{xk(n), n ≥ 0}, (3.9)

xk(n) = cT dk(n) + vk(n), (3.10)

e compartilham entre si os parâmetros estimados. Novamente, apenas o canal C(z) é

comum para todos os agentes, de maneira que as funções custo Fk (Eq. 3.11) tenham um
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ponto de mínimo que coincida com o mesmo vetor wot (SAMUEL BATISTA, 2014),

Fk = E{(1− |yk(n)|2)2}, (3.11)

com yk(n) também dado pela Eq. 3.8.

3.4 Equalização Cega utilizando o SCICA (ANs-SCICA)

Considerando as redes ANs-SCICA o problema é similar ao apresentado anterior-

mente na Seção 3.3, para o conjunto de dados observados definido na Eq. 3.9, e o modelo

gerador da Eq. 3.10. A função custo para as ANs-SCICA é a negentropia (Eq. 3.12)

Jneg.
k (yk(n)) = H(yk,gauss(n))−H(yk(n)) ≈ (E{G(yk(n))} − E{G(v)})2, (3.12)

em que yk(n) é dado como na Eq. 3.8. Nesse caso, são estimadas as matrizes de bran-

queamento Vk e uma das componentes wk de maneira cooperativa. Outra possibilidade,

visando reduzir o número de parâmetros compartilhados entre os agentes, é estimar de

maneira cooperativa apenas Vk, enquanto cada agente estima wk isoladamente. Todavia,

nesse caso, não existe garantia de que os agentes vão convergir para um mesmo vetor de

parâmetros. Por outro lado, não é possível compartilhar apenas wk entre os agentes e

deixá-los estimar de maneira independente as suas respectivas matrizes Vk. Isso ocorre

porque a matriz de rotação Wk depende da matriz que está sendo utilizada para o bran-

queamento dos sinais. Essa matriz possui a seguinte propriedade de invariância à rotação

(HYVäRINEN; KARHUNEN; OJA, 2004): se V é uma matriz que branqueia os sinais,

então qualquer outra versão sua rotacionada UTV, em que U é uma matriz ortonormal,

também descorrelaciona os sinais. Sob essa análise, W é uma matriz de rotação mais

restritiva que, dado V, recupera a independência estatística dos sinais.

3.5 Topologia e a Regra de Metropolis

A topologia da rede define como os agentes estão conectados para trocarem informa-

ções entre si e atuarem de maneira cooperativa. Assume-se nesse trabalho que cada agente

sempre esteja conectado consigo mesmo. A Fig. 5 e a Fig. 6 apresentam as topologias de

rede consideradas nesse trabalho, sendo a primeira em anel, na qual cada agente possui 4

vizinhos, e a segunda em estrela. Cabe ressaltar que essa última apresenta uma assimetria
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para 13 agentes, mas ainda assim será referenciada como topologia em estrela. Cada nó

corresponde a um agente e os nós conectados por arestas são ditos nós vizinhos (FÁBIO

FERREIRA, 2018). As conexões entre agentes são bidirecionais, isto é, a rede pode ser

representada por um grafo não-dirigido.

Figura 5 – Topologia da rede em anel com 13 agentes

Figura 6 – Topologia da rede em estrela com 13 agentes

Além da vizinhança entre os nós, a topologia também define os coeficientes (ou

pesos) {akl} das conexões entre o k-ésimo e o l-ésimo agentes. Esses coeficientes são

utilizados para agregar as estimativas dos parâmetros ao longo das iterações e dos nós

de maneira ponderada. Para uma combinação convexa, as linhas e colunas da matriz de

combinação, formada pelos coeficientes {akl}, somam 1 (FÁBIO FERREIRA, 2018). O

método escolhido para definir os coeficientes é a regra de Metropolis, de acordo com a Eq.

3.13 (FÁBIO FERREIRA, 2018).
akl = 1

máx.(|Nk|, |Nl|)
, l ̸= k e l ∈ Nk,

akl = 1−
∑

l∈Nk

akl, l = k,
(3.13)

onde Nk denota o conjunto de nós vizinhos ao agente k e |Nk| o número de nós vizinhos.

Aplicando a regra de Metropolis calcula-se todos os pesos das conexões nas topologias

anel e em estrela, e para a topologia não-cooperativa.
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Os valores, considerando uma rede com 13 agentes, são apresentados na Fig. 7

para as duas topologias cooperativas, anel e estrela, e uma topologia não-cooperativa,

cuja matriz de adjacências e de pesos é descrita como sendo a matriz identidade I. Essa

topologia não-cooperativa servirá de comparação para o desempenho das redes.

Figura 7 – Pesos das conexões pela regra de Metropolis para 13 agentes a) topologia em
anel b) topologia em estrela c) topologia não-cooperativa (nc).

3.6 Estratégia de Agregação por Difusão

Diferentes estratégias podem ser utilizadas para agregar as informações entre os

agentes e seus vizinhos, como a de difusão e a de consenso. Conforme analisado em (TU;

SAYED, 2012), esta última pode apresentar instabilidades na rede mesmo em situações

em que os agentes sozinhos forem estáveis.

Nesse trabalho é escolhida a estratégia de difusão Adapt-then-Combine (ATC),

assim como em (PAULA; PANAZIO, 2016), onde cada agente atualiza os parâmetros

estimados com os dados disponíveis a cada iteração, e então combina tais parâmetros

através de uma média ponderada com os dos outros agentes de sua vizinhança.

3.7 Redes Adaptativas Distribuídas Síncronas

Nas redes síncronas os dados chegam no mesmo instante de tempo para todos os

agentes, e os parâmetros estimados pela rede são atualizados de maneira síncrona. No caso

supervisionado, cada agente executa o algoritmo LMS, sendo tais redes referenciadas por

ANs-LMS. A cada iteração, os coeficientes de cada agente são adaptados e agrega-se a
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informação de seus vizinhos, atualizando assim o valor de seus coeficientes. Matematica-

mente, a Eq 3.14 (SAYED, 2014) ilustra o caso de uma identificação de sistema, enquanto

a Eq. 3.15 trata o caso de equalização.

ANs-LMS

(identificação

de sistemas)


ψk(n) = wk(n− 1) + µkek(n)uk(n− 1),

wk(n) =
∑

l∈Nk

aklψl(n).
(3.14)

ANs-LMS

(equalização)


ψk(n) = wk(n− 1) + µkek(n)xk(n− 1),

wk(n) =
∑

l∈Nk

aklψl(n).
(3.15)

No caso não-supervisionado para o algoritmo CMA, cada agente executa o CMA e

a rede será denotada por ANs-CMA. A Eq. 3.16 descreve a atualização e combinação dos

parâmetros no problema de equalização cega. Em todos os casos discutidos aqui, tanto os

parâmetros {akl} como os µk (passos de adaptação) são constantes e determinísticos 1 ao

longo das iterações dos algoritmos (SAYED, 2014).

ANs-CMA

(equalização cega)


ψk(n) = wk(n− 1) + µkyk(n)(1− |yk(n)|2)xk(n− 1),

wk(n) =
∑

l∈Nk

aklψl(n).
(3.16)

Para a equalização cega utilizando as redes ANs-SCICA são compartilhadas as

informações tanto da matriz de branqueamento como da componente wk entre os agentes.

Nesse trabalho foi utilizado um procedimento similar ao apresentado em (CARDOSO;

LAHELD, 1996), porém no contexto das redes adaptativas. A Eq. 3.17 define como tais

parâmetros são atualizados e combinados,

ANs-SCICA

(equalização cega)



ψ1,k(n) = Vk(n− 1) + µb(I− z(n− 1)zT (n− 1))Vk(n− 1),

ψ2,k(n) = wk(n− 1) + µkγz(n)g(wT
k (n− 1)z(n)),

Vk(n) =
∑

l∈Nk

aklψ1,l(n),

wk(n) =
∑

l∈Nk

aklψ2,l(n).

(3.17)

3.8 Redes Adaptativas Distribuídas Assíncronas

Nas redes assíncronas são modeladas aleatoriedades no passo de adaptação de cada

agente µk(n) ∈ {0, µk} e nos pesos das conexões akl(n) ∈ {0, akl}, nas Eqs. 3.14, 3.15,
1 Salvo os passos de adaptação das redes ANs-LMS e ANs-CMA que podem ser ajustados ao longo das

iterações para evitar a divergência do algoritmo, conforme será discutido no Capítulo 4 (Eq. 4.10).
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3.16 e 3.17, que passam a depender do índice temporal n (SAYED, 2014). O mesmo vale

para o passo de adaptação do branqueamento µb(n) ∈ {0, µb} do algoritmo SCICA, na

Eq. 3.17. Tais parâmetros são representados por processos estocásticos de Bernoulli, com

probabilidades de sucesso pµ e pa, respectivamente. Dessa maneira, a cada iteração do

algoritmo é possível modelar falhas de links nas comunicações entre agentes, e também

agentes mudando de estado “on-off ” de maneira imprevisível (para economizar energia,

por exemplo), ou ainda representar a disponibilidade de dados em cada agente que pode

ocorrer em instantes diferentes (SAYED, 2014). No caso da aleatoriedade associada ao

passo de adaptação, também será representada na simulação a perda do dado que entraria

para a janela u(n) ou x(n), dependendo do tipo do problema. A perda dessa informação

provoca erros nas iterações subsequentes de atualização dos parâmetros do agente. O

comportamento dos algoritmos para esses erros será analisado em cada uma das redes:

LMS, CMA e SCICA. No caso dessa última, tanto o passo de adaptação µk(n) como o

µb(n), estão associados à mesma variável de Bernoulli.

No próximo Capítulo 4, serão apresentadas as simulações computacionais. É im-

portante destacar que as redes assíncronas não-cooperativas não são influenciadas pela

aleatoriedade associada aos pesos akl(n) das conexões, uma vez que pelas próprias carac-

terísticas dessa topologia, os agentes não estão conectados entre si. Já a aleatoriedade

associada à variável aleatória de Bernoulli dos passos de adaptação (com probabilidade de

sucesso pµ), influencia tais redes. Sendo assim, algumas simulações de teste mostraram

que as redes assíncronas com topologia não-cooperativa, mas com pµ = 1 (os agentes

nunca entram em estado off ), se comportam da mesma maneira que as redes síncronas

não-cooperativas. Para qualquer outro valor de pµ, tais redes teriam um comportamento

diferente.
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4 Simulações Computacionais

As simulações computacionais foram realizadas com o objetivo de avaliar as ANs

distribuídas cooperativas síncronas e assíncronas, bem como compará-las com uma rede não-

cooperativa em que os agentes atuam isoladamente. Para tanto, foram consideradas redes

ANs-LMS, ANs-CMA e ANs-SCICA com 13 agentes que atuam de maneira conjunta. Em

cada rede, os agentes implementam um dos algoritmos LMS, CMA ou SCICA, dependendo

do problema, no modo de difusão ATC de acordo com as equações da Seção 3.7, para

redes síncronas, e as equações da Seção 3.8, para as assíncronas. As topologias escolhidas

para as redes são a anel e a em estrela (Figs. 5 e 6), e a não-cooperativa em que a matriz

de adjacências corresponde à matriz identidade I. Os valores dos pesos das conexões foram

apresentados na Fig. 7, sendo calculados pela regra de Metropolis .

As simulações computacionais foram organizadas em três estudos: ANs-LMS para

identificação de sistemas, ANs-LMS para equalização, e a equalização cega com as redes

ANs-CMA e ANs-SCICA. Cada estudo, por sua vez, compreende um conjunto de casos

que serão detalhados nas próximas seções.

Todos os estudos foram feitos seguindo a mesma distribuição de SNR entre os

agentes, conforme a Eq. 4.1 (PAULA; PANAZIO, 2016)

σ2
k = σ2

méd. exp (−αk)K 1− exp (−α)
1− exp (−Kα) , (4.1)

onde σ2
k é a variância do ruído experimentado pelo agente k, σ2

med é a potência média de

ruído da rede, K o número total de agentes (K = 13), e α = 0.1 determina a variância da

distribuição. Considerando a medida que relaciona a potência do sinal com a potência do

ruído AWGN, a relação sinal-ruído (SNR - signal to noise ratio) dada por

SNRk(dB) = 10 log10(
E{u2

k(n)}
σ2

k

), (4.2)

obtém-se o gráfico da Fig. 8, e da Fig. 9 para relações de SNR média de 20 e 15 dB,

respectivamente.

Para as redes ANs-LMS, a métrica para análise de desempenho adotada foi o erro

quadrático médio (MSE - mean squared error) por agente para identificação de sistemas,

conforme a Eq. 4.3, e a Eq. 4.4 para a equalização. Foram consideradas T realizações para
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Figura 8 – Relação sinal-ruído de cada agente para uma SNR média na rede de 20 dB.

Figura 9 – Relação sinal-ruído de cada agente para uma SNR média na rede de 15 dB.

cada caso simulado, das quais são obtidas a medida de avaliação de desempenho dada pelo

MSE:

MSEk(n) = 1
T

T∑
i=1

[(di
k(n) + vi

k(n))− yi
k(n)]2 = 1

T

T∑
i=1

(ei
k(n))2, (4.3)

MSEequ.
k (n) = 1

T

T∑
i=1

(di
k(n)− yi

k(n))2 = 1
T

T∑
i=1

(ei
k(n))2, (4.4)

onde ei
k(n) denota o erro no instante n para o agente k na i-ésima repetição do experimento

e yi
k(n) é a estimativa na saída do filtro. O MSE médio da rede para identificação de

sistemas é dado por

MSEméd.(n) = 1
K

K∑
k=1

MSEk(n), (4.5)

e para equalização é dado por

MSEequ.
k (n) = 1

K

K∑
k=1

MSEequ.
k (n). (4.6)
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Já para as redes ANs-CMA e ANs-SCICA, a métrica de desempenho adotada é a

interferência intersimbólica por agente (IISk) (FÁBIO FERREIRA, 2018). A interferência

intersimbólica é calculada a partir do vetor resultante Λ da convolução entre o filtro wk

(bk, no caso dos agentes SCICA) e o canal c. Idealmente, Λ deve apresentar um único

coeficiente diferente de zero (Eq. 2.10). A Eq. 4.7 apresenta o cálculo da interferência

intersimbólica média para o k-ésimo agente, considerando as T repetições do experimento.

IISk(n) = 1
T

T∑
i=1

∑M
j=1 |Λi

k,j(n)| − |Λi
k(n)|máx.

|Λi
k(n)|máx.

= 1
T

T∑
i=1

IISi
k(n), (4.7)

onde |Λi
k,j(n)| corresponde ao valor absoluto do coeficiente j do vetor resultante, na sua

i-ésima repetição da simulação, enquanto M é o número de coeficientes do vetor Λ. O

maior coeficiente de Λ é representado por |Λi
k(n)|máx.. A IIS média da rede é dada pela

Eq. 4.8,

IISméd.(n) = 1
K

K∑
k=1

IISk(n). (4.8)

Na identificação do sistema, considerou-se o sistema cuja transformada Z é dada

por: C̃0(z) = 1 − 0.7z−1 + 0.4z−2. Para as simulações de equalização supervisionada

foi utilizado um canal de fase mínima C̃1(z) = 1 − 0.7z−1 + 0.4z−2 − 0.1z−3, enquanto

na não-supervisionada considerou-se também um canal de fase não-mínima C̃2(z) =

0.4z−1 + 0.6z−2 + z−3 + 0.5z−4 + 0.1z−5. A Fig. 10 apresenta a posição dos zeros do sistema

e de ambos os canais considerados. O sistema e o canal de fase mínima apresentam os zeros

dentro da circunferência de raio unitário, enquanto o canal de fase não-mínima também

apresenta zeros externos (HAYKIN, 1996).

Figura 10 – Posição dos zeros do sistema e dos canais de fase mínima e não-mínima.
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Os coeficientes de C̃0, C̃1 e de C̃2 foram apresentados de maneira a facilitar a

visualização; contudo, as simulações implementam de fato suas versões normalizadas dadas

por

ci ←
c̃i

∥c̃i∥
, i ∈ {0, 1, 2}. (4.9)

Problemas de convergência podem ocorrer devido à escolha do passo de adaptação

não estar adequada para as condições de SNR experimentada pelos agentes e o tamanho

dos filtros estimados. De maneira geral, quanto menor a SNR e quanto mais coeficientes

no filtro, menor precisa ser o passo de adaptação para os algoritmos não divergirem. Nas

simulações computacionais, todos os agentes da rede serão inicializados com um mesmo

valor de µk. Contudo, como esses apresentam SNR diferentes, a seguinte estratégia será

adotada como tentativa de corrigir o passo de adaptação caso o algoritmo comece a divergir.

Se na n-ésima iteração do k-ésimo agente da rede o valor absoluto do erro for maior do que

um valor limite |ek(n)|> 10, arbitrariamente escolhido, então o passo µk será atualizado

pela seguinte Eq. 4.10, normalizando também o filtro. Essa mesma regra será aplicada para

as redes ANs-LMS tanto na identificação de sistemas como na equalização supervisionada,

e para as redes ANs-CMA em equalização cega, nos modos síncronos e assíncronos.
µk ← máx.(0.5µk, 10−4),

wk(n)← wk(n)
||wk(n)|| ,

(4.10)

em que 10−4 é o valor mínimo que o passo de adaptação pode assumir, também arbitraria-

mente definido.

4.1 Simulações ANs-LMS - Identificação de Sistemas

Nesse estudo foram utilizadas redes ANs-LMS síncronas e assíncronas para iden-

tificação do sistema C̃0(z) = 1 − 0.7z−1 + 0.4z−2. Cada agente observa os parâmetros

compartilhados pelos nós vizinhos e um conjunto de dados {dk(n), uk(n), n ≥ 0} que

são diferentes dos observados por outros agentes, a não ser pela função de transferência

do sistema que relaciona o sinal observado com a entrada, representada pelo vetor de

parâmetros que a rede deve estimar, wot = c.

Foram considerados dois cenários com tamanhos de filtro M = 2, não adequados

para o sistema que apresenta 3 taps, e M = 4, suficiente para estimar o sistema. O sinal de
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entrada u(n) é um ruído branco uniforme com variância unitária, e a variância média do

ruído aditivo σ2
méd. foi determinada para as SNR de 15 e 20 dB. Ao todo, foram simuladas

24 combinações diferentes de parâmetros que são apresentadas na Tabela 1.

Tabela 1 – Parâmetros de simulação das ANs-LMS para identificação de sistemas.

Parâmetros variações

Redes [ANs-LMS (sícronas),
ANs-LMS (assícronas)]

Topologias [anel, estrela,
não-cooperativa]

Sistema (C̃(z)) [1− 0.7z−1 + 0.4z−2]
Nº de Agentes (K) [13]

Realizações (T ) [100]
Passo de Adaptação (µ) [0.05]
Tamanho do Filtro (M) [2, 4]

Sinal de Entrada [Ruído branco uniforme]
Nº Amostras [300]
SNRméd. (dB) [15, 20]

pµ(redes assíncronas) [0.999]
pa(redes assíncronas) [0.95]

Resultados

Os resultados das simulações são apresentados nos gráficos da Fig. 11. Os resultados

foram organizados pelo número de coeficientes do filtro estimado e a SNR média da rede,

sendo apresentado o MSEméd.(n) dos agentes nas redes síncronas e assíncronas, cooperativas

(anel e estrela) e não-cooperativas.

Conforme esperado, o tamanho de filtro M = 2 se mostrou insuficiente para uma

estimativa ótima do sistema, com todas as redes convergindo para um patamar de erro

próximo de 10 dB, em ambos os cenários de SNR. Já para as simulações com M = 4, as

redes foram capazes de estimar o sistema adequadamente, e o patamar do erro quadrático

médio coincidiu com a potência do ruído. Tal resultado é esperado na teoria, uma vez que

o ruído é aditivo e o sistema estimado apresenta módulo unitário.

Ao calcular o valor médio do erro quadrático das últimas 30 iterações, não foi

verificada diferença entre as topologias cooperativas em anel e estrela; contudo, as redes
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Figura 11 – Erro quadrático médio das redes ANs-LMS em identificação de sistemas para
os diferentes valores de SNR e tamanho do filtro a) SNR= 15 dB e M = 2 b)
SNR= 15 dB e M = 4 c) SNR= 20 dB e M = 2 d) SNR= 20 dB e M = 4.

cooperativas convergiram para um patamar de erro cerca de 0.5 dB menor do que as redes

não-cooperativas (nc).

4.2 Simulações ANs-LMS - Equalização Supervisionada

A equalização supervisionada foi feita considerando o canal de fase mínima C̃1(z).

Os tamanhos dos filtros foram M = 4 e M = 7 taps. O sinal de entrada no sistema

é do tipo BPSK. Os demais parâmetros nesse estudo das redes ANs-LMS síncronas e

assíncronas foram semelhantes aos da identificação de sistemas e são apresentados na Tabela

2. Novamente, totalizaram 24 simulações para as diferentes combinações dos parâmetros.

Resultados

Os gráficos da Fig. 12 apresentam o erro quadrático médio de equalização nas redes

também organizados pelo tamanho do filtro e SNR. Nesse problema, não foi verificada

diferença no patamar de convergência nas redes cooperativas considerando os diferentes
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Tabela 2 – Parâmetros de simulação das ANs-LMS para equalização supervisionada.

Parâmetros variações

Redes [ANs-LMS (sícronas),
ANs-LMS (assícronas)]

Topologias [anel, estrela,
não-cooperativa]

Canal (C̃(z)) [1− 0.7z−1 + 0.4z−2 − 0.1z−3]
Nº de Agentes (K) [13]

Realizações (T ) [100]
Passo de Adaptação (µ) [0.05]
Tamanho do Filtro (M) [4, 7]

Sinal de Entrada [BPSK]
Nº Amostras [300]
SNRméd. (dB) [15, 20]

pµ(redes assíncronas) [0.999]
pa(redes assíncronas) [0.95]

tamanhos de filtro. Já as redes não-cooperativas apresentaram um patamar de erro em

média 0.4 dB maior para o tamanho de filtro M = 7 nas últimas 30 iterações, quando

comparado com o tamanho de filtro M = 4. Esse resultado pode ser explicado pelo passo

de adaptação não estar adequado para as condições de SNR e para o tamanho do filtro.

Nas redes cooperativas, por sua vez, o efeito do passo não adequado pode ter sido reduzido

pela atuação conjunta entre os agentes.

Quanto às topologias, novamente não foi verificada diferença entre a anel e estrela,

porém, nesse problema de equalização, a diferença das redes cooperativas para as não-

cooperativas foi mais expressiva. Para as simulações com SNR de 20 dB, as redes não-

cooperativas obtiveram um patamar de erro de 1.1 dB acima das cooperativas, e para

SNR de 15 dB, esse valor foi de 0.7 dB. Já as redes cooperativas síncronas convergiram

para um patamar de erro 0.3 dB menor do que suas versões assíncronas.

Os gráficos da Fig. 13a e Fig. 13b mostram a convergência dos coeficientes do filtro

dos 13 agentes em uma realização do experimento para as redes assíncronas. É possível

verificar que a rede não-cooperativa apresenta curvas mais ruidosas dos coeficientes.
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Figura 12 – Erro quadrático médio das redes ANs-LMS em equalização para os diferentes
valores de SNR e tamanho do filtro a) SNR= 15 dB e M = 4 b) SNR= 15 dB
e M = 7 c) SNR= 20 dB e M = 4 d) SNR= 20 dB e M = 7.

(a) Rede assíncrona cooperativa. (b) Rede assíncrona não-cooperativa.

Figura 13 – Convergência dos coeficientes nas redes ANs-LMS.
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4.3 Simulações ANs-CMA - Equalização Não-Supervisionada

O estudo com redes ANs-CMA para equalização cega será apresentado nessa seção.

Três casos foram considerados: o caso 1 avalia as redes síncronas e assíncronas para

equalização com o canal de fase mínima C̃1(z), o caso 2 considera apenas redes síncronas

com o canal C̃2(z) de fase não-mínima, e o caso 3 avalia duas redes assíncronas com

diferentes probabilidades pµ. A Tabela 3 a seguir resume os parâmetros de simulação que

são comuns aos três casos. Nesse estudo, foram consideradas apenas as redes cooperativas

com topologia em anel, visto que os resultados das redes ANs-LMS não mostraram

diferenças entre essas topologias, assim como simulações-testes (não apresentadas nesse

trabalho) que foram realizadas com as redes ANs-CMA. A seguir, são apresentados os

casos e os resultados da simulação.

Tabela 3 – Parâmetros de simulação das ANs-CMA para equalização cega.

Parâmetros variações

Topologias [anel,
não-cooperativa]

Nº de Agentes (K) [13]
Tamanho do Filtro (M) [4, 7]

Sinal de Entrada [BPSK]
Nº Amostras [2000]
SNRmed (dB) [15, 20]

Caso 1 - Canal de fase mínima

A Tabela 4 apresenta os parâmetros de simulação específicos do caso 1, com redes

ANs-CMA síncronas e assíncronas e o canal de fase mínima, que totalizam 16 simulações

com diferentes parâmetros.

Nos resultados são consideradas a interferência intersimbólica (Eq. 4.8) média dos

agentes da rede ao longo das iterações. Através dos gráficos da Fig. 14 constata-se uma

dificuldade de convergência das redes não-cooperativas assíncronas e a convergência para

um patamar de erro mais elevado de suas versões síncronas quando comparadas com as

redes cooperativas (em anel). Mesmo na Fig. 14c, em que as curvas estão próximas, a rede

síncrona com topologia nc ficou em um patamar de IIS 0.5 dB acima das com topologia

em anel.
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Tabela 4 – Caso 1 - Parâmetros de simulação das ANs-CMA para equalização cega.

Parâmetros variações

Redes [ANs-CMA (sícronas),
ANs-CMA (assícronas)]

Canal (C̃(z)) [1− 0.7z−1 + 0.4z−2 − 0.1z−3]
Realizações (T ) [20]

Passo de Adaptação (µ) [0.02]
pµ(redes assíncronas) [0.999]
pa(redes assíncronas) [0.95]

Nessas simulações, verificamos um ganho na convergência do algoritmo quando o

número de coeficientes aumenta de M = 4 para M = 7 em ambas as situações de SNR

média.

Figura 14 – Caso 1 - Interferência intersimbólica média das redes ANs-CMA para os
diferentes valores de SNR e tamanho do filtro equalizador a) SNR= 15 dB e
M = 4 b) SNR= 15 dB e M = 7 c) SNR= 20 dB e M = 4 d) SNR= 20 dB e
M = 7.

A Fig. 15 mostra o comportamento dos agentes com melhor SNR. Conforme foi

discutido em (LOPES; NASCIMENTO; CHAMON, 2023), é possível verificar nos gráficos
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das figuras Fig. 15a e Fig. 15b que tais agentes foram prejudicados com aprendizado

cooperativo, uma vez que atuando isoladamente convergiram para patamares de IIS

menores, conforme pode ser visto nas redes com topologia nc. Esse resultado destoou das

demais simulações analisadas nesse trabalho, em que o agente com maior SNR da rede ou

se beneficiava do aprendizado cooperativo ou pelo menos não era prejudicado por ele.

Figura 15 – Caso 1 - Interferência intersimbólica média dos agentes com maior SNR nas
redes ANs-CMA a) SNR= 20.8 dB e M = 4 b) SNR= 20.8 dB e M = 7 c)
SNR= 25.8 dB e M = 4 d) SNR= 25.8 dB e M = 7.

Os gráficos da Fig. 16a e Fig. 16b mostram a convergência dos coeficientes dos

filtros dos 13 agentes em uma realização do experimento para as redes assíncronas ANs-

CMA. Novamente é possível verificar que a rede não-cooperativa apresenta curvas mais

ruidosas dos coeficientes. No caso da rede cooperativa, é visível algum ruído nos coeficientes

associados às aleatoriedades da rede assíncrona.

Caso 2 - Canal de fase não-mínima

O caso 2 busca avaliar o comportamento das ANs-CMA para um canal de fase não-

mínima. Em especial, foram consideradas apenas redes síncronas nas topologias em anel e
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(a) Rede assíncrona cooperativa. (b) Rede assíncrona não-cooperativa.

Figura 16 – Convergência dos coeficientes nas redes ANs-CMA.

não-cooperativa. A Tabela 5 mostra os parâmetros específicos desse caso que resultaram

em 8 combinações diferentes para simulação.

Tabela 5 – Caso 2 - Parâmetros de simulação das ANs-CMA para equalização cega.

Parâmetros variações
Redes [ANs-CMA (sícronas)]

Canal (C̃(z)) [0.4z−1 + 0.6z−2 + z−3 + 0.5z−4 + 0.1z−5]
Realizações (T ) [50]

Passo de Adaptação (µ) [0.03]

Para o canal de fase não-mínima e os parâmetros de simulação considerados, a

rede não-cooperativa não conseguiu reduzir a IIS para as simulações com SNR de 15 dB

e apresentou uma melhora incipiente dessa métrica com SNR de 20 dB, conforme pode

ser verificado na Fig. 17. De maneira geral, pode-se dizer que tais redes não convergiram

para uma solução do problema. Já as redes cooperativas conseguiram, de maneira mais

consistente, reduzir a IIS e convergiram para uma solução em patamar de −10 dB ou

menor, para o tamanho do filtro equalizador M = 7.

Todavia, uma análise considerando apenas os agentes com maior SNR nas redes já

mostra cenários de convergência mesmo para a rede com topologia nc, conforme a Fig. 18.

Por exemplo, o desempenho das topologias foi parecida para os agentes submetidos a uma

SNR de 20.8 dB (com M = 4) e para os agentes que experimentaram uma SNR de 25.8

dB (e M = 7). Uma explicação para o comportamento observado é o passo de adaptação

µ = 0.03 que pode não estar adequado para agentes com SNR menos favoráveis para o
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Figura 17 – Caso 2 - Interferência intersimbólica média das redes ANs-CMA para os
diferentes valores de SNR e tamanho do filtro equalizador a) SNR= 15 dB e
M = 4 b) SNR= 15 dB e M = 7 c) SNR= 20 dB e M = 4 d) SNR= 20 dB e
M = 7.

problema considerado. Contudo, o interessante de ser notado é que as redes cooperativas

se mostraram mais resilientes à escolha do passo de adaptação e, inclusive, o agente com

melhor condição de SNR se beneficiou do aprendizado cooperativo.

Caso 3 - Redes assíncronas

O caso 3 avalia as redes assíncronas com diferentes valores de pµ da variável aleatória

de Bernoulli, que determina a probabilidade de cada agente receber os dados na janela

xk(n) e atualizar o filtro equalizador. A probabilidade de estabelecer as conexões entre

os agentes foi mantida fixa em pa = 0.95, enquanto foram considerados dois valores para

pµ: 0.99 e 1.00. Este último representa um processo determinístico para a atualização

dos agentes. A Tabela 6 resume os parâmetros específicos desse caso que totalizam 16

simulações.

Conforme os gráficos da Fig. 19, pode-se concluir que o parâmetro pµ apresenta

forte influência no comportamento da rede, especialmente devido ao modo como foi
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Figura 18 – Caso 2 - Interferência intersimbólica média dos agentes com maior SNR nas
redes ANs-CMA a) SNR= 20.8 dB e M = 4 b) SNR= 20.8 dB e M = 7 c)
SNR= 25.8 dB e M = 4 d) SNR= 25.8 dB e M = 7.

Tabela 6 – Caso 3 - Parâmetros de simulação das ANs-CMA para equalização cega.

Parâmetros variações
Redes [ANs-CMA (assícronas)]

Canal (C̃(z)) [1− 0.7z−1 + 0.4z−2 − 0.1z−3]
Realizações (T ) [20]

Passo de Adaptação (µ) [0.02]
pµ(redes assíncronas) [0.99,1.00]
pa(redes assíncronas) [0.95]

implementada essa aleatoriedade permitindo a introdução de erros nas janelas de dados.

As redes com pµ = 0.999 são identificada como sendo do tipo “[0]” na legenda, enquanto

as com pµ = 1.00 são do tipo “[1]”.

Dessa mesma figura nota-se que as redes não-cooperativas do tipo “[0]” tiveram difi-

culdades para encontrar uma solução, enquanto a versão cooperativa dessa rede conseguiu

atingir patamares com baixa IIS, muito embora a curva tenha ficado ruidosa. Quando são

analisadas as curvas das redes do tipo “[1]”, observa-se uma melhor convergência em ambas
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as topologias, porém com a topologia em anel atingindo patamares significativamente

menores de IIS com o filtro equalizador de M = 7 coeficientes.

Figura 19 – Caso 3 - Interferência intersimbólica média nas redes ANs-CMA assíncronas
considerando os diferentes valores de SNR e tamanho do filtro equalizador a)
SNR= 15 dB e M = 4 b) SNR= 15 dB e M = 7 c) SNR= 20 dB e M = 4 d)
SNR= 20 dB e M = 7.

4.4 Simulações ANs-SCICA - Equalização Não-Supervisionada

As redes ANs-SCICA foram avaliadas em três casos. O primeiro é equivalente

ao estudo do canal de fase mínima que foi feito com as redes ANs-CMA, enquanto o

segundo é equivalente ao caso de fase máxima. O terceiro caso consiste em simulações com

sinais fonte com distribuições uniformes e laplaciana. Em todas as simulações foi escolhido

experimentalmente µb = 5× 10−3.

Na Tabela 7, a seguir, são apresentados os parâmetros comuns de simulação dos

casos.
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Tabela 7 – Parâmetros comuns de simulação das ANs-SCICA para equalização cega.

Parâmetros variações

Topologias [anel,
não-cooperativa]

Nº de Agentes (K) [13]
Número de atrasos (M) [4, 7]

Nº Amostras [2000]
SNRméd. (dB) [15, 20]

Caso 1 - Canal de fase mínima

A Tabela 8 apresenta os parâmetros particulares do caso 1 de simulação. As

Tabela 8 – Caso 1 - Parâmetros de simulação das ANs-SCICA para equalização cega.

Parâmetros variações

Redes [ANs-SCICA (sícronas),
ANs-SCICA (assícronas)]

Canal (C̃(z)) [1− 0.7z−1 + 0.4z−2 − 0.1z−3]
Realizações (T ) [20]

Passo de Adaptação (µ) [0.02]
Sinal de Entrada [BPSK]

pµ(redes assíncronas) [0.999]
pa(redes assíncronas) [0.95]

simulações computacionais indicaram um desempenho superior das redes ANs-SCICA

cooperativas em relação às não-cooperativas, assim como nas ANs-LMS e ANs-CMA. As

curvas de IIS se mostraram menos ruidosas que suas equivalentes das redes ANs-CMA (Fig.

14), especialmente considerando as redes assíncronas. A Fig. 20 apresenta os gráficos desse

primeiro caso analisado, em que se verificam os resultados discutidos. Uma análise do valor

médio da ISS para os agentes com melhor SNR sugere que estes também se beneficiaram

do aprendizado cooperativo. A Fig. 21 mostra tais resultados das redes em topologia em

anel convergindo para patamares menores de IIS (dB).

A convergência dos coeficientes dos filtros dos 13 agentes em uma realização do

experimento para as redes assíncronas ANs-SCICA é mostrada nos gráficos da Fig. 22a

e na Fig. 22b. Comparando com a rede ANs-CMA da Fig. 16a, o ruído associado às

aleatoriedades da rede assíncrona é pouco perceptível. Uma possível explicação é que a
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Figura 20 – Caso 1 - Interferência intersimbólica média nas redes ANs-SCICA considerando
os diferentes valores de SNR e tamanho do filtro equalizador a) SNR= 15 dB
e M = 4 b) SNR= 15 dB e M = 7 c) SNR= 20 dB e M = 4 d) SNR= 20 dB
e M = 7.

atualização do gradiente em redes ANs-SCICA não depende do sinal e(n) (Alg. 1), como

ocorre nas redes ANs-CMA, conforme a Eq. 2.18, (ou mesmo nas ANs-LMS).

Caso 2 - Canal de fase não-mínima

A Tabela 9 apresenta os parâmetros particulares do caso 1 de simulação. Para o

Tabela 9 – Caso 2 - Parâmetros de simulação das ANs-SCICA para equalização cega.

Parâmetros variações
Redes [ANs-SCICA (sícronas)]

Canal (C̃(z)) [0.4z−1 + 0.6z−2 + z−3 + 0.5z−4 + 0.1z−5]
Realizações (T ) [50]

Passo de Adaptação (µ) [0.03]
Sinal de Entrada [BPSK]

canal de fase não-mínima e os parâmetros considerados de simulação, as redes ANs-SCICA
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Figura 21 – Caso 1 - Interferência intersimbólica média dos agentes com maior SNR nas
redes ANs-CMA a) SNR= 20.8 dB e M = 4 b) SNR= 20.8 dB e M = 7 c)
SNR= 25.8 dB e M = 4 d) SNR= 25.8 dB e M = 7.

(a) Rede assíncrona cooperativa. (b) Rede assíncrona não-cooperativa.

Figura 22 – Convergência dos coeficientes nas redes ANs-SCICA.
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convergiram mais rapidamente e para um patamar de ISS um pouco menor do que as redes

ANs-CMA. Deve-se, contudo, considerar que tal comparação pode não ser justa, uma vez

que neste trabalho não foi feita uma busca pelos parâmetros ótimos de maneira que as

redes pudessem ser comparadas em sua melhor configuração (por exemplo, a escolha ótima

do passo de adaptação).

O desempenho das redes síncronas em anel também se mostrou superior ao das

redes com topologia nc. A Fig. 23 apresenta os gráficos das simulações do caso 2 em que

se verificam esses resultados discutidos.

Figura 23 – Caso 2 - Interferência intersimbólica média nas redes ANs-SCICA considerando
os diferentes valores de SNR e tamanho do filtro equalizador a) SNR= 15 dB
e M = 4 b) SNR= 15 dB e M = 7 c) SNR= 20 dB e M = 4 d) SNR= 20 dB
e M = 7.

Caso 3 - Fontes com diferentes distribuições

A Tabela 10 apresenta os parâmetros particulares do caso 3. Comparando com o

caso 1, a única diferença se dá na distribuição da fonte. No caso 3 são estudadas fontes com

distribuições uniforme e laplaciana, com o objetivo de analisar o comportamento das redes
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ANs-SCICA para distribuições supergaussianas e outras subgaussianas. Diferentemente do

CMA, o SCICA pode ser aplicado para sinais que não tenham módulo constante.

Tabela 10 – Caso 3 - Parâmetros de simulação das ANs-SCICA para equalização cega.

Parâmetros variações

Redes [ANs-SCICA (sícronas),
ANs-SCICA (assícronas)]

Canal (C̃(z)) [1− 0.7z−1 + 0.4z−2 − 0.1z−3]
Realizações (T ) [20]

Passo de Adaptação (µ) [0.02]
Sinal de Entrada [Uniforme, Laplaciana]

pµ(redes assíncronas) [0.999]
pa(redes assíncronas) [0.95]

A Fig. 24 apresenta os resultados do caso 3. Para ambas as distribuições da fonte

novamente as redes cooperativas foram melhores. De maneira geral, as redes convergem mais

rapidamente para a distribuição laplaciana, muito embora para a distribuição uniforme

as mesmas tendam a atingir patamares de IIS menores. Esse último resultado pode

ser verificado especialmente para as redes não-cooperativas, e também para as redes

cooperativas das simulações mostradas na Fig. 24d.
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Figura 24 – Caso 3 - Interferência intersimbólica média nas redes ANs-SCICA considerando
os diferentes valores de SNR e tamanho do filtro equalizador a) SNR= 15 dB
e M = 4 b) SNR= 15 dB e M = 7 c) SNR= 20 dB e M = 4 d) SNR= 20 dB
e M = 7.
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5 Conclusão

Neste trabalho foi possível compreender os fundamentos de redes adaptativas

distribuídas aplicadas aos problemas de identificação de sistemas e de equalização a partir

dos algoritmos LMS, CMA e SCICA de difusão. Foram também investigados os modelos

de redes síncronas e assíncronas e a regra de Metropolis para definir os pesos das conexões

entre os agentes em duas topologias cooperativas: a estrela e a em anel, além de redes

não-cooperativas.

As simulações computacionais trouxeram bons resultados para o desempenho das

ANs no que se refere às métricas do MSE e da IIS, e à velocidade de convergência. No geral,

as redes cooperativas mostraram-se capazes de atingir um patamar menor de erro, possuem

maior velocidade de convergência e são mais estáveis, admitindo um passo de adaptação

maior do que o limite de convergência de um agente atuando de maneira não-cooperativa.

Também não foi verificada degradação de desempenho nos agentes da rede em relação ao

desempenho que teriam atuando sozinhos na maior parte das simulações. Por exemplo,

os agentes nas ANs que foram submetidos a maior SNR conseguiram convergir para um

patamar de erro menor do que um único agente atuando de maneira não cooperativa

na mesma condição de SNR. As topologias estudadas não apresentaram diferenças de

desempenho.

O uso do algoritmo SCICA em redes adaptativas foi bem-sucedido. As redes ANs-

SCICA conseguiram convergir com boa velocidade e se mostraram mais resilientes aos

erros de dados nas redes assíncronas. Uma possível explicação para esse efeito é que o

algoritmo não depende do sinal de erro para atualizar o gradiente, como ocorre nas redes

com o LMS e o CMA. As redes ANs-SCICA também podem ser aplicadas em cenários

menos restritivos de equalização cega do que as redes ANs-CMA, uma vez que a suposição

de independência estatística da fonte é mais fraca do que a de módulo constante. Em

tais redes cooperativas, contudo, os agentes necessitam compartilhar mais parâmetros

entre si. Por exemplo, da maneira como foi implementada, são compartilhados a matriz

Vk e o vetor wk, que somam M2 + M parâmetros, comparado com os M parâmetros

compartilhados pelas ANs-LMS e ANs-CMA. Em trabalhos futuros, é de interesse investigar

o comportamento das ANs-SCICA sob ruído impulsivo, bem como o comportamento das
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redes adaptativas em sistemas variáveis no tempo. Neste trabalho, foram considerados

problemas de identificação de sistemas e de equalização cujas soluções ótimas são iguais

entre todos os agentes da rede. Em situações mais gerais, os agentes podem compartilhar

apenas alguns parâmetros que lhes são comuns e estimar outros parâmetros individuais.

Dessa forma, pode-se estender esse estudo e representar soluções ótimas diferentes entre

os agentes para as quais o aprendizado cooperativo ainda seja possível.
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