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Resumo
Um dos maiores desafios para a indústria audiovisual, no que se relaciona a transmissão de
sinais multimídia, é manter a integridade da informação e preservar alta qualidade no áudio
e vídeo recebidos pelo consumidor. Em uma cadeia de produção de conteúdo broadcast, a
presença de muitas etapas de processamento desse sinal faz com que o rastreio de causas de
eventuais erros durante a transmissão seja um processo complexo e, apesar do emprego de
técnicas de redundância nas transmissões, ainda é comum que alguns erros e anomalias nos
sinais sejam apresentados ao consumidor final. O projeto de pesquisa busca compreender
a viabilidade de utilizar ferramentas baseadas em modelos de aprendizado profundo para
corrigir anomalias em sinais de vídeo, ou ao menos reduzir a sua percepção à olho nú. Para
isso, foi feito um estudo para selecionar modelos relacionados às tarefas da computação
visual de geração e predição de vídeo e verificar a possibilidade de serem treinados com
dados próprios. Os que cumprissem estes requisitos foram treinados dentro de um conjunto
de dados próprio, composto de vídeos que se enquadrem num determinado contexto, e
utilizados dentro de uma aplicação para realizar a reconstrução de vídeos corrompidos, nesse
mesmo contexto. Obtêve-se um resultado expressivo, com uma aplicação que reconstrói
0,4 segundos de vídeo corrompido em um tempo de execução médio de 6,6 segundos,
com uma perda de qualidade pouco perceptivel nos quadros recuperados, indicando um
potencial promissor na utilização de aprendizado profundo para minimizar os impactos
visuais causados por quadros corrompidos em sinais de vídeo. O código da aplicação e
instruções de uso estão disponíveis em https://github.com/h-kenji/STL_FrameForge/.

Palavras-chaves: Computação Visual e Reconhecimento de Padrões (CVPR), Aprendizado
Profundo, Aprendizado Espaço Temporal, Reconstrução de Sinal Multimídia, Predição de
vídeo

https://github.com/h-kenji/STL_FrameForge/


Abstract
One of the biggest challenge for the audiovisual industry when it comes to transmitting
multimedia signals is to maintain the integrity of the information and preserve the high
quality of the audio and video received by the consumer. In a broadcast content production
chain, the presence of many signal processing stages makes tracking the causes of possible
errors during transmission a complex process, and despite the use of redundancy techniques
in transmissions, it is still common that some errors and anomalies in the signals are
presented to the end consumer. This research project seeks to understand the feasibility
of using tools based on deep learning models to correct anomalies in video signals, or
at least reduce their perception to the naked eye. To this end, a study was carried out
to select models related to Visual Computing tasks of video generation and prediction,
and to check whether they could be trained with the user’s own data. Those that met
these requirements were trained on their own dataset, made up of videos in a certain
context, and used in an application to reconstruct corrupted videos in that same context.
A significant result was obtained, with an application that reconstructs 0.4 seconds of
corrupted video in an average execution time of 6.6 seconds, with a barely perceptible
loss of quality in the recovered frames, indicating promising potential in the use of deep
learning to minimize the visual impacts caused by corrupted frames in video signals. The
code are open-sourced at https://github.com/h-kenji/STL_FrameForge/.

Keywords: Computer Vision and Pattern Recognition (CVPR), Deep Learning, Spatio-
Temporal Learning, Multimedia Signal Reconstruction, Video Prediction

https://github.com/h-kenji/STL_FrameForge/
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1 Introdução

A indústria audiovisual está em constante evolução, impulsionada pela rápida
progressão tecnológica. Fazendo um retrospecto a partir da era analógica aos dias de hoje,
os sistemas digitais se tornaram predominantes em todas as etapas, desde a captação até
a distribuição do conteúdo. O advento dos sistemas baseados em interface serial digital
(SDI) marcou uma transição, facilitando a migração da TV analógica para a digital. No
entanto, à medida que as tecnologias de comunicação óptica se tornaram mais acessíveis,
a distribuição de conteúdo abandonou gradualmente os sistemas SDI em favor de soluções
mais avançadas, baseadas em Protocolo de Internet (IP). A própria terminologia do termo
Broadcast, utilizado para intitular esse segmento se coloca em dúvida nos dias atuais,
uma vez que grande parte do conteúdo consumido atualmente é fruto de plataformas de
Streaming, com vídeos sob demanda, que foge do conceito de "distribuição em massa" da
palavra [1].

Independente da estratégia escolhida para transmissão da informação, cada uma
terá uma probabilidade de incidência de ruído no canal de comunicação que afete de
alguma forma a mesma. Sinais transmitidos puramente no seu estado analógico tem maior
tendência de perder parte da informação pela perdas intrínsecas do meio de transmissão,
quando comparados com sinais digitalizados transmitidos em série no mesmo meio. Sinais
digitais, por sua vez, trazem consigo a possibilidade de aplicar sobre eles técnicas de
codificação de canal, que dão à informação maior robustez e confiabilidade ao serem
transmitidas, codificando a informação em blocos através de algoritmos que acrescentam
bits de paridade para detectar e até corrigir possíveis erros ocorridos durante a transmissão.

Atualmente, as tecnologias de comunicação óptica, que permitem maiores taxas de
transferência e apresentam valores reduzidos de atenuação do sinal transmitido, suportam
toda a infraestrutura de transmissão de dados que serve à rede mundial de computadores. A
alta disponibilidade e capacidade desta fez com que a distribuição de conteúdo audiovisual
por demanda, como ocorre nas plataformas de Streaming, fosse possível. Não somente isso,
mas a programação Broadcast tradicional das grandes emissoras também passou a ser
disponibilizado por plataformas digitais, que abriu precedentes para novas tecnologias de
comercialização personificadas, uma vez que este conteúdo agora é entregue de maneira
individual para cada dispositivo conectado.

Ainda assim, num cenário real, sempre haverá probabilidade de perdas, independente
da maneira que a informação está sendo transmitida. E tratando de conteúdo audiovisual,
que exige altas taxas de transmissão, a suscetibilidade que esta tem à variações no canal
de transmissão é muito maior. Dentro de um ambiente de uma emissora, por exemplo,
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dada toda a cadeia de equipamentos pela qual o sinal de vídeo passa desde sua captação
até a sua distribuição, quando se nota alguma variação do sinal no ponto final, são muitas
as possíveis fontes dessa anomalia. Alguma troca de link de internet pode ter feito com
que alguns blocos do código que contêm o sinal tenham sido perdidos, um codificador de
vídeo pode ter sofrido algum gargalo em um momento do vídeo com alto dinamismo e
apresentado erro, dentre outras possibilidades. É muito comum a ocorrência de frames
blocados, corrompidos, ou até frames inteiros em "black", principalmente em transmissões
ao vivo, onde essas anomalias são transmitidas ao consumidor final e, pela própria dinâmica
do conteúdo ao vivo e por comumente serem falhas pontuais, a investigação da fonte do
erro acaba por sendo descartada.

Figura 1 – Exemplo de uma anomalia capturada (frame normal à esquerda e corrompido
à direita)

.
Fonte: Figura extraída de [2].

Em contrapartida, como citado anteriormente, a indústria audiovisual está inti-
mamente ligada à industria tecnológica, buscando constantemente aplicar dentro de seu
contexto as tendências tecnológicas para melhorar ou otimizar seu produto. Diante de
toda a onda de desenvolvimento de tecnologias relacionadas à inteligência artificial, uma
vertente que tem muita proximidade é a de Computação Visual, que utiliza de algoritmos
e modelos de Deep Learning para extrair, de imagens, informações que facilitem a tomada
de decisão do computador. Em outras palavras, permite com que a máquina possa "ver",
interpretar e agir a partir de informações visuais, normalmente provindos de imagens ou
vídeos, que nada mais são que um conjunto temporal de imagens.

Atualmente, já existem uma série de exemplos de aplicação de Computação Visual
na industria audiovisual. Boa parte deles se enquadram em processos de pós-produção de
conteúdo. Aplicações e softwares de edição e pós-produção de vídeo já possuem ferramentas
baseadas em modelos de inteligência artificial para auxiliar no processo de edição, automa-
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tizando processos como o de corte e de correção de cor. Além disso, a implementação de
efeitos visuais (VFX, do inglês Visual Effects) e de imagens geradas por computador (CGI,
do inglês Computer-Generated Imagery) em cenas reais contam com esse tipo de algoritmo
para tornar quase que imperceptível a diferença entre a cena real gravada e os efeitos
visuais gerados por computador. Por outro lado, nos processos de produção, normalmente
ligados à transmissões ao vivo, está presente em sistemas de Realidade Aumentada (AR, do
inglês Augmented Reality) e de controle de câmeras robô, que utilizam os algoritmos para
realizar o "Tracking", isto é, o rastreamento de objetos ou pessoas em um sinal de vídeo,
permitindo a sobreposição adequada dos objetos gráficos virtuais no vídeo do ambiente
real, além de manter as câmeras focadas no rosto do apresentador, por exemplo [3].

Em paralelo, dentro da área de Computação Visual, uma tecnologia que vêm
sendo intimamente explorada são as Redes Generativas Adversariais, ou GANs (do inglês
Generative Adversarial Networks). Esses modelos são a base das ferramentas de geração de
imagens a partir de prompts que surgiram com a popularização da inteligência artificial,
e possuem sua relevância em outras áreas correlatas como processamento de linguagem
natural e síntese de séries temporais [4].

Outra aplicação das GANs em crescente exploração é o uso das suas redes neurais
convolucionais (CNN, do inglês Convolutional Neural Networks) para analisarem vídeos
através de convoluções em 3 dimensões, possibilitando com que as redes adquiram infor-
mações espaço-temporais dos quadros analisados, permitindo com que seja realizada a
predição de uma sequência seguinte a partir de um conjunto dado como entrada [5, 6, 7].

Segundo o trabalho [4], a aplicação de GANs em situações do mundo real é um dos
maiores desafios enfrentados, sendo constantemente abordado pela comunidade científica.
A maior parte dos modelos já desenvolvidos utilizaram-se de datasets contendo vídeos de
baixa resolução em proporção 1:1, diferente dos padrões de vídeo atuais. Além disso, é
comum e intrínseco das GANs que ocorram instabilidades no processo de treinamento dos
modelos, que contribuem com a limitação no processo de escolha dos datasets.

Juntando os pontos acima, o presente trabalho busca realizar uma análise sobre
a viabilidade de utilizar modelos de aprendizado profundo, baseado em redes neurais,
selecionados para realizar a reconstrução de sinais de vídeo. A seção seguinte explanará
quais os objetivos e as motivações para a realização do mesmo.

1.1 Objetivos e Motivação

1.1.1 Motivação

A idealização desse projeto se deu devido à experiência profissional do autor em uma
emissora. Em determinada oportunidade, durante uma transmissão de um evento ao vivo,
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foi realizado um piloto de uma tecnologia de produção remota. Nesta, os sinais captados
no evento foram codificados via protocolo SRT1, encapsulados via UDP2 e enviados para
um servidor na nuvem via IP3. Nesse servidor na nuvem hospedava-se uma plataforma
de produção de conteúdo broadcast SaaS (Software as a Service), isto é, baseada em
software, no qual todos os sinais captados no evento eram produzidos. O produto final
dessa produção era, então, enviado da mesma maneira para a emissora e, finalmente,
entregue para distribuição. A Fig. 2 apresenta um diagrama simplificado do fluxo de sinais.

Figura 2 – Diagrama simplificado de transmissão de evento ao vivo com produção remota
em ambiente na núvem e distribuição "on premisses".

Fonte: Própria (2024)

Em determinado momento da transmissão, apareceram "frames blocados" que foram
transmitidos por toda a cadeia de sinais até o consumidor final. Devido ao grande número
de equipamento contidos na cadeia que compreendia essa produção e por não ter sido
realizada, na ocasião, o monitoramento individual de cada nó pelo qual o sinal passava,
não foi possível que a causa real dessas variações fosse encontrada.

Esse tipo de ocorrência é comum nesse tipo de produção, e parte do trabalho das
equipes de tecnologia dessas emissoras consiste em investigar a origem de tais problemas.

A questão é: num cenário em que a informação pode ter sua integridade comprome-
tida por um elevado número de fatores, dado o grande número de nós por qual ela passa,
1 SRT: https://datatracker.ietf.org/doc/html/draft-sharabayko-srt-01
2 UDP: https://www.rfc-editor.org/info/rfc768
3 IP: https://www.ietf.org/rfc/rfc791.txt
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a presença de um equipamento que reconstrua a informação caso ela seja corrompida é
desejável. Se tratando de falhas pontuais, e que a informação transmitida pela cadeia siga
determinados padrões definidos em um contexto específico (leia informação como o sinal de
vídeo, padrões como os takes de cada câmera, e contexto como o próprio evento que está
sendo transmitido), idealmente, é possível utilizar uma ferramenta baseada em um modelo
de aprendizado profundo que seja treinado por um conjunto de dados (dataset) formado
por trechos de vídeo anteriores, mas concordantes com o tal contexto, e que, uma vez
sinalizada uma falha, consiga reconstruir o vídeo gerando esses frames faltantes a partir de
um ou uma sequência deles imediatamente anterior e que não apresentem nenhum erro.

1.1.2 Objetivos

Para o presente trabalho, define-se os objetivos de acordo com as motivações
descritas na subseção anterior:

• Realizar um Estado da Arte sobre o uso de modelos de aprendizado profundo na
geração e predição de vídeos por meio de uma pesquisa bibliográfica de publicações
que abordam o tema;

• Baseado no estudo e através de testes, identificar qual modelo possui documentação
suficiente para permitir sua utilização com base de dados própria.

• Coletar amostras de vídeos em diferentes resoluções para compor diferentes datasets,
que serão utilizados para treinar o modelo escolhido.

• Analisar a viabilidade de utilizar o modelo treinado dentro de uma cadeia de sinais
que transmita vídeos da mesma natureza dos que compuseram o dataset, isto é,
mesmo contexto e mesma resolução, dos utilizados para treinar o mesmo.
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2 Estado da Arte

2.1 GANs e sua aplicação na Computação Visual
Apesar da recente introdução dos modelos de Redes Generativas Adversariais à

comunidade acadêmica, proposto pela primeira vez por Ian Goodfellow no ano de 2014 [8],
diversos estudos já foram publicados apresentando variações do modelo original. Como já
discutido no Capítulo 1, são diversas as aplicações em que modelos de GANs são utilizados.
Neste capítulo, será realizada uma revisão bibliográfica de artigos que tratem sobre a
utilização desse tipo de modelo no contexto de computação visual, justamente aonde a
geração e predição de vídeos se encaixam, tema deste trabalho.

Wang, She e Ward [4] nos apresentam um extenso trabalho cujo objetivo se centra na
realização de um Estado da Arte do uso de Redes Generativas Adversariais na Computação
Visual, sendo uma excelente base para compreender como cada variação do modelo original
publicada até a data do artigo (Dezembro de 2020) se organiza dentro de uma árvore
taxonômica desse modelo.

A primeira versão de GAN proposta por [8] constitui-se, fundamentalmente, da
interação entre dois submodelos de redes neurais, uma geradora e outra discriminadora.
Inicialmente, ambas são treinadas com diferentes propósitos: à rede discriminadora, são
fornecidos dados já classificados de um domínio contendo imagens reais e falsas sobre
um determinado contexto, visando treinar esta rede a distinguir uma imagem gerada de
uma imagem real. Já a rede geradora será treinada com o intuito de gerar imagens que
enganem a rede discriminadora, isto é, faça com que ela classifique uma imagem gerada
como uma imagem real. A classificação da rede discriminadora não é binária, mas atribui
a cada imagem gerada um score de 0 (falso) à 1 (verdadeiro). Esse score é tratado por
funções de perda que retornam à ambas as redes, de acordo com a finalidade de cada um,
o quanto cada uma foi bem sucedida.

A partir disso, no trabalho [4], inicia-se a classificação dos modelos sucessores ao
original em duas grandes classes:

• Variantes em Arquitetura: modelos cujas alterações se centram em mudança nas
arquiteturas das redes adversariais. Nestas, tais mudanças são realizadas de acordo
com a finalidade desejada do modelo, por exemplo, a adoção de Redes Neurais
Convolucionais (CNNs) para tratamento de imagens, pela melhor capacidade para
tratar dados espaciais, ou a adoção de Redes Neurais Recorrentes (RNN) para
tratamento de séries temporais.
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• Variantes em Perda: variações que tiveram como principal foco a mudança nas
funções de perda utilizadas. Para este tipo, as mudanças tem como principal finalidade
melhorar o processo de treinamento dos sub-modelos, visando torná-lo menos instável,
dado que a instabilidade no treinamento da rede geradora do modelo original é um
problema comumente observado.

A categorização permitiu com que os diferentes modelos analisados fossem agrupados
de modo que cada grupo tenha bem definidas quais são as principais possibilidades de
aplicações em problemas reais. Assim, por fim, [4] aborda algumas aplicações dentro da
computação visual em que se utilizam modelos de GANs, caracterizando os principais
desafios dessa utilização e citando exemplos das variações desenvolvidas para cada uma
delas. Dentre elas, a geração de vídeos.

2.1.1 Modelos de geração de vídeo baseados em GAN

Os modelos DVD-GAN [9] e MoCoGAN [10] são citados em [4] quando a aplicação
de GANs na geração de vídeo é abordada. Ambos os modelos propostos são classificados
como Variantes em Arquitetura e, curiosamente, possuem semelhanças nas mudanças
realizadas na arquitetura em prol da finalidade que os modelos possuem. Nos dois modelos,
são implementadas duas redes discriminadoras, sendo uma para lidar com o conteúdo de
cada quadro do vídeo, isto é, a informação visual em duas dimensões da imagem de cada
quadro, e outra para lidar com o movimento dos objetos contidos nas imagens dentro de
um conjunto de quadros consecutivos, ou seja, com a dimensão temporal do vídeo.

Apesar da arquitetura semelhante, a DVD-GAN é um modelo posterior à Mo-
CoGAN e, portanto, apresenta mudanças que contribuem com a velocidade do processo
de treinamento do modelo, que é um dos principais problemas enfrentado em modelos
de Redes Adversariais Generativas, conforme citado no Capítulo 1. [9] cita que, em seu
modelo, o discriminador temporal conta com uma função de subamostragem integrada que
faz um agrupamento médio em janelas de 2x2 pixels, diminuindo a resolução dos quadros
na entrada do submodelo. A intenção é diminuir a carga de dados (tido como número de
pixels) a serem analisados pelo discriminador, sem afetar seu desempenho, já que apenas
movimentos compreendidos em janelas de 2x2 pixels poderão ser desconsiderados, sendo
ínfimos esses casos.

Ambos os modelos citados acima possuem seus códigos disponíveis ao público
em repositórios, o que é imprescindível para que os modelos possam ser utilizados no
presente estudo. Contudo, os modelos disponibilizados neles são apenas aqueles destinados
a tarefas de geração de vídeo, e não de predição. Para o presente estudo, em que a
reconstrução de vídeo prevê a existência de quadros anteriores aos corrompidos, é necessário
a disponibilidade de modelos que realizem a tarefa de predição ou interpolação de vídeo.
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Vale mencionar que [4] cita [9] e [10] apenas como modelos de geração de vídeo.
A próxima seção abordará a diferença entre estas tarefas características da computação
visual realizadas por modelos generativos.

2.2 Distinção entre as tarefas de Geração e Predição de vídeo
Conforme discorrido em [9], a geração de vídeo por modelos de aprendizado de

máquina pode variar de acordo com o nível de restrições colocadas sob o modelo. A
tarefa de geração pode ter total liberdade, e depender apenas das funções de distribuições
obtidas durante o treinamento, onde o modelo toma como entrada apenas um vetor do
respectivo espaço latente, ou ser condicionada para que o vídeo gerado possua determinadas
características. A geração condicionada impõe restrições ao modelo, podendo estas serem
muito rígidas, ao fornecer, por exemplo, um vídeo como entrada para que o modelo gere
outro o mais próximo possível ao fornecido alterando somente alguma característica, ou
pouco restritivas, como fornecer apenas uma classe dentre as contidas no dataset de
treinamento para que o vídeo gerado tenha um contexto específico (geração condicionada
por classe). Entre esses dois extremos, temos as tarefas de predição ou interpolação de vídeo.
Na predição, o modelo recebe como entrada um quadro inicial, ou uma sequência deles,
para que o modelo gere quadros consecutivos, enquanto na interpolação, são fornecidos
dois quadros distintos, um sendo o o inicial e o outro final, para que o modelo gere o
provável conteúdo entre eles.

A necessidade da rede geradora analisar os quadros fornecidos como entrada e
extrair elementos de movimento para balizar a geração dos quadros consecutivos torna a
tarefa de predição muito mais complexa que a geração de vídeo não condicionada. Por
exemplo, em [9] e [10], ambos os autores citam variantes de seus modelos principais que são
capazes de realizar a predição de vídeo, mas nenhum deles disponibiliza tais variações nos
respectivos repositórios1,2. [9] também declara que o número necessário de training steps,
isto é, iterações realizadas durante o treinamento, na variante utilizada para predição é
muito superior ao número do modelo principal, que é limitado apenas a geração.

A complexidade relacionada a tarefa de predição de vídeo pode ser um indicativo
do porquê [4] não a aborda. Nota-se que os artigos que apresentam modelos destinados
a esta tarefa foram publicados após a data de publicação de [4], em 2020. Dentre eles,
podemos citar [11], publicado em 2022 e [12], em 2023.
1 MoCoGAN: https://github.com/sergeytulyakov/mocogan
2 DVD-GAN: https://github.com/Harrypotterrrr/DVD-GAN
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2.3 Modelos de predição de vídeo
[11] nos apresenta um modelo destinado à predição de vídeo, e se coloca como o

primeiro a conseguir realizar tal tarefa em datasets de alta resolução. O modelo, intitulado
de STRPM (Modelo Espaço-Temporal de Predição Residual, em tradução livre), dispõe de
uma arquitetura constituída por 3 tipos de codificadores e decodificadores, um que trata
em conjunto informações espaço-temporais (segundo [11], típico em modelos de predição
de vídeo mais simples, para baixas resoluções), e outros dois que tratam separadamente
as informações espaciais e temporais (análogo às redes discriminadoras de conteúdo e
movimento utilizadas em [10] e [9]). As features obtidas por cada codificador de um
quadro Qt fornecido como entrada alimentam as chamadas RPM (Memórias Residuais
Preditivas), que podem ser encadeadas para aprimorar o tratamento das características
espaço-temporais, e que por sua vez alimentam os decodificadores com as características
que o quadro futuro Q̂t+1 deverá ter, sendo este gerado pelos 3 decodificadores em conjunto.
No processo de treinamento, essa arquitetura descrita acima atua, em conjunto, como a
rede geradora, e a rede discriminadora receberá o quadro verídico Qt+1 e o quadro gerado
Q̂t+1, fazendo o cálculo das funções de perda, cujo resultados serão retornados à parte
geradora que, a depender destes, se modificará para a próxima iteração.

Descrito o modelo acima, nota-se que a arquitetura de sua rede neural geradora
possui grandes variações quando comparado ao conceito original de Redes Generativas
Adversariais. Como comentado anteriormente, essas variações são realizadas em prol da
finalidade do modelo, e conforme a complexidade dessas tarefas aumentam, cada vez
mais as arquiteturas se afastam do conceito original. No fim, para fins de pesquisa do
presente trabalho, entende-se que a finalidade do modelo deve ser a maior referência,
permitindo que modelos que não sejam propriamente GANs também sejam considerados
como possíveis candidatos a atender o problema apresentado. Como exemplo, o modelo
DMVFN apresentado em [12] é conceitualmente mais relacionado com o universo de Redes
Neurais Recorrentes (RNN ), não sendo caracterizado pelo autor em nenhum momento
como GAN. Ainda assim, possui como objetivo principal a tarefa de predição de vídeo,
apresentando resultados de benchmark em cima dos mesmos datasets utilizados por modelos
de GANs.

2.3.1 OpenSTL

Apresentado em [13], a biblioteca OpenSTL3 foi desenvolvida como uma ferramenta
unificada, de código aberto, para avaliação de desempenho de modelos de aprendizado
espaço-temporal. Ela foi desenvolvida visando padronizar a avaliação de desempenho
(benchmarking) deste tipo de modelo para facilitar as comparações realizadas entre eles
em diferentes datasets. A biblioteca contempla 14 métodos de predição espaço-temporal,
3 OpenSTL: https://github.com/chengtan9907/OpenSTL
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sendo 11 deles métodos baseados em modelos recorrentes e 3 em não recorrentes. Também
contém 7 datasets escolhidos com objetivo de englobar diferentes contextos, desde dígitos
manuscritos movimentados artificialmente, até cenários do mundo real como movimentos
humanos, filmagens de tráfego embarcadas e gráficos de previsão do tempo. Tudo isso
numa estrutura de código extensível e modular. A biblioteca OpenSTL tem como objetivo
ser acessível ao usuário pela organização e fácil compreensão de sua estrutura, contrapondo
grande parte dos repositórios de código aberto fornecidos pelos próprios modelos que,
como já citado anteriormente neste capítulo, possuem deficiências quanto à documentação.

2.3.2 Modelos recorrentes

A tarefa de predição espaço-temporal tem sido, desde o princípio, predominan-
temente realizada por modelos de redes neurais recorrentes (RNN ). Segundo [13], a
caracterização deste tipo de modelo se dá, principalmente, pela dependência progressiva na
predição dos quadros futuros, aonde cada quadro a ser predito depende do quadro gerado
imediatamente anterior. O modelo DMVFN [12], citado anteriormente, é um exemplo
de modelo baseado em recorrência e, inclusive, está presente na biblioteca OpenSTL e
categorizado como tal.

2.3.3 Modelos não recorrentes

Por outro lado, alguns modelos se apresentam como não recorrentes, tendo como
principal característica a predição simultânea de todos os quadros do vídeo gerado di-
retamente a partir dos quadros fornecidos como dado de entrada ao modelo. [13] busca,
ao inserir essa categoria de modelos na sua biblioteca, analisar o desempenho frente aos
dominantes modelos recorrentes e obtêm resultados favoráveis aos modelos não recorrentes,
que demonstraram um bom equilíbrio entre performance e eficiência na tarefa de predição
de vídeo.

2.3.3.1 SimVP

O modelo SimVP (Simple yet Better Video Prediction), é apresentado com a
premissa de apresentar uma maior relação possível entre simplicidade e performance.
Publicado em 2022 no trabalho [14], conta com uma arquitetura modular simples, baseada
em 3 CNNs encadeadas, sendo a primeira (Encoder) responsável por tratar a informação
espacial dos quadros de entrada, a intermediária (Translator) responsável por tratar a
evolução da informação no domínio temporal, e a terceira (Decoder) responsável por
reconstruir a informação espacial que será contida nos quadros preditos na saída do modelo.
Trata-se de um modelo não recorrente, onde todos os quadros iniciais são agrupados e
fornecidos simultâneamente ao modelo como dado de entrada, que retorna todos os quadros
preditos na saída da mesma maneira. O autor reforça a ideia que tal modelo não utiliza
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módulos como RNNs ou LSTM (Long Short-Term Memory) - que atuam como as memórias
residuais (RPM ), citadas anteriormente - além de não adotar estratégias complexas de
treinamento, como a adversarial - fundamentais nas GANs - e que tal abordagem não só
avalia a real necessidade da adoção de arquiteturas mais complexas, como também resulta
num modelo com maior eficiência computacional.

Figura 3 – Arquitetura simplificada do modelo SimVP, com sua cadeia de 3 Redes Neurais
Convolucionais.

Fonte: [14]
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3 Metodologia

3.1 Materiais
A realização deste trabalho é baseada exclusivamente em processos computacionais,

sejam eles treinamentos de modelos de aprendizado de máquina ou na preparação dos
dados utilizados nesse treinamento. Pela própria natureza da repetida multiplicação de
matrizes no processo de treinamento desses modelos, bem como do tratamento prévio dos
dados de treinamento — que, neste caso, são vídeos — é necessário dispor de ambientes
computacionais com capacidade para processamento paralelo. Isso inclui o uso de máquinas
equipadas com Unidades de Processamento Gráfico, as GPUs, as quais são essenciais para
acelerar a execução de operações matemáticas intensivas e permitir que o treinamento dos
modelos seja realizado de forma mais eficiente e em menor tempo.

O computador disponível tanto para o tratamento dos vídeos para composição dos
datasets quanto para o treinamento dos modelos possui uma placa de processamento gráfico
(GPU), modelo NVIDIA RTX 3060 Ti com 8GB de memória VRAM e compatibilidade
com CUDA, plataforma própria da NVIDIA que permite a GPU executar cálculos em
paralelo. Além disso, conta com 16 GB de memória RAM.

3.2 Etapas de pesquisa
Os passos contemplados para a realização do trabalho englobam desde a etapa

de pesquisa, documentada no Capítulo 2, até o estudo da viabilidade de aplicação dos
métodos de predição de vídeo em situações reais, estando listados a seguir e descritos nas
próximas subseções:

1 Definição de um modelo que possa ser treinado com dados próprios;

2 Definição de contexto e preparação de Datasets para serem utilizados no treinamento
do modelo;

3 Treinamento do modelo selecionado com o Dataset de maior resolução possível;

4 Utilização do modelo treinado para reconstrução de trechos de vídeo similares aos
utilizados durante seu treinamento
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3.2.1 Definição do modelo

A etapa inicial do trabalho, suportada pela revisão bibliográfica sobre o tema, é
definir um modelo que possua documentação suficiente para possibilitar sua adequação
à proposta do projeto, isto é, que possa ser treinado por datasets inéditos ao modelo,
constituídos por vídeos convencionais, selecionados dentro de um contexto específico
definido.

No Capítulo 2, foram apresentados diversos modelos relacionados às tarefas de
geração e predição de vídeo, cada um com características específicas. Para determinar o
mais adequado aos objetivos deste trabalho, é essencial avaliar não apenas sua descrição
teórica, mas também sua aplicabilidade prática no contexto do projeto. Neste processo,
plataformas como a Papers with Code1 se demonstram de grande utilidade, pois centralizam
informações sobre modelos de aprendizado de máquina, elencando-os com suas respectivas
funcionalidades e os datasets mais utilizados para avaliação de desempenho.

A possibilidade de pesquisar por tarefas específicas - como as de geração e predição
de vídeo - e identificar bibliotecas e datasets mais utilizados, além de verificar quais modelos
as executam com melhor desempenho, torna mais prático o processo de listar aqueles que
podem ser aplicados ao presente contexto, restando apenas a verificação dos respectivos
repositórios para validar a reprodutibilidade dentro do projeto.

3.2.2 Definição de contexto e preparação dos Datasets

A definição do contexto é uma etapa fundamental dentro do que foi idealizado
para este trabalho, uma vez que o estudo busca viabilizar a utilização de ferramentas
de aprendizado profundo para reconstrução de sinais de vídeo, além de possuir como
motivação adicional que estes sejam de transmissões - ou streams - de vídeo .

Para que a predição de vídeo seja viável, é necessário fornecer previamente ao
algoritmo, durante seu treinamento, amostras de dados similares de um mesmo contexto, e
adequar isso a uma transmissão de vídeo requer que o trecho de vídeo a ser reconstruído seja
semanticamente condizente com o vídeo transmitido anteriormente. Em termos práticos, à
nível de exemplo, o contexto de uma transmissão de uma partida de futebol seria muito
mais aplicável que a de um filme. Ou então, a reconstrução de um sinal de vídeo de uma
câmera posicionada com enquadramento fixo em uma curva de um circuito numa corrida
de carros é muito mais viável que do sinal de uma câmera de jornalismo externo durante a
cobertura de um acontecimento, aonde a probabilidade da captação de um evento inédito
é maior.

Com o contexto definido, os vídeos que irão compor os datasets deverão ser de-
vidamente preparados para servirem como dados de entrada ao treinamento do modelo.
1 Papers with Code: https://paperswithcode.com/
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Dado que uma das possíveis limitações a serem enfrentadas durante esta etapa é o elevado
requerimento computacional para vídeos de alta resolução, vê-se como necessário criar
diferentes versões de datasets com diferentes resoluções. Como a escolha do modelo faz
parte das etapas de pesquisa e o modo com que cada modelo recebe os dados pode variar,
a descrição da parte da preparação dos dados relacionada à adequação destes a maneira
que o modelo recebe os dados será feita no Capítulo 4 de resultados.

3.2.3 Treinamento e avaliação do modelo selecionado

Para esta etapa, está previsto o maior requerimento de processamento computa-
cional. A revisão bibliográfica realizada - e documentada no Capítulo 2 - evidencia que
o processo de treinamento dos modelos é o mais delicado não somente pela demanda
computacional elevada, mas também pela natureza estocástica deste, transformando-o
num processo iterativo, em que cada rodada de treinamento sejam realizadas ajustes nos
parâmetros do modelo e do processo em si (Fine Tuning). Além disso, como o trabalho visa
atingir a maior resolução de vídeos possível, ainda há a necessidade de realizar treinamentos
em diferentes datasets, progredindo a resolução deles até o ponto em que os processos
se tornem inviáveis devido a um gargalo computacional. Assim, recomenda-se encontrar
primeiro a resolução máxima com a qual o ambiente computacional disponível consiga
trabalhar para, então, iniciar o Fine Tuning do modelo. Nesse processo, cada exemplar
do modelo treinado deve ser avaliado a partir de métricas quantitativas como o Erro
Quadrático Médio (MSE), para que possam ser comparados entre si a fim de obter uma
versão final para ser utilizado na próxima etapa.

3.2.4 Aplicação do modelo na reconstrução de vídeos

Finalmente, em posse da melhor versão do modelo, é chegada a etapa de integrá-
lo em uma aplicação que o utilize na reconstrução de um trecho de vídeo corrompido.
Essa aplicação consistirá, sumariamente, em adaptar a etapa de teste do modelo ao
substituir o dataset de teste por um trecho de vídeo corrompido. Como um adendo, o
desenvolvimento desta aplicação tem como principal objetivo avaliar o tempo em que
uma reconstrução é realizada pelo modelo. Portanto, algumas simplificações, desde que
sustentadas por hipóteses válidas, podem ser consideradas. A nível de exemplo, a função
dentro da aplicação que detectará a ocorrência de um trecho corrompido no sinal de vídeo
é prevista, mas entende-se que uma versão simplificada possa ser adotada, e que a adoção
de técnicas de computação visual para detecção de anomalias, apesar de condizerem com
o escopo do trabalho, demandariam um maior estudo e aprofundamento, podendo assim
ser consideradas como motivações para trabalhos futuros deste projeto.

Uma vez possuindo uma aplicação que realize a reconstrução de um sinal de vídeo
de maneira integrada, será possível definir, de acordo com o tempo gasto para tal tarefa,
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o tempo aproximado de atraso - ou buffer - necessário numa transmissão de vídeo para
implementar tal solução.
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4 Resultados e Discussão

Neste capítulo, será documentado todas as atividades realizadas seguindo as etapas
de pesquisa descritas no Capítulo 3 e seus respectivos resultados.

4.1 Processo de definição do modelo
Considerado a etapa mais trabalhosa, pois requereu a leitura de dezenas de artigos

relacionados ao tema visando reunir modelos que estivessem aptos a serem utilizados para
nossos propósitos. Dentre eles, trabalhos que sumarizam a relação do uso de GANs com
computação visual, como em [4], ou que redigem sobre a tarefa de predição de vídeo,
como em [15]. Esta etapa foi essencial para construir a fundamentação teórica contida
no Capítulo 2 possibilitando a descoberta da maior parte dos modelos explorados nesse
trabalho, graças à maneira que cada artigo referencia outro principalmente na apresentação
dos resultados, em que eles se comparam através dos resultados dos testes de benchmarking
obtidos por cada um. Esta estratégia, contudo, se demonstrou pouco eficiente quando o
objetivo é encontrar um modelo que satisfaça as necessidades do presente projeto, dado
que, por vezes, os modelos não dispunham de repositórios com documentação suficiente
para replicação dos resultados.

Assim, foi de extrema importância a adoção da plataforma Papers with Code para
realização de buscas mais objetivas e dinâmicas, uma vez que permite avaliar rapidamente,
dentre os modelos relacionados com a tarefa ou àqueles já descobertos durante as pesqui-
sas bibliográficas, quais possuem repositório disponível e se os repositórios apresentam
documentação suficiente. A biblioteca OpenSTL, citada no Capítulo 2, foi descoberta pelo
autor graças a esse método de pesquisa, não somente por ter sido recentemente publicada,
como também por não ser citada nos artigos pesquisados por se tratar de uma biblioteca,
e não um modelo.

Apesar de ter como seu principal objetivo servir como uma plataforma unificada
para avaliação de desempenho de modelos de aprendizado espaço-temporal, a biblioteca
OpenSTL apresenta em seu repositório um notebook com instruções para utilizar a
biblioteca para treinar os modelos contidos nela em dados próprios. A Figura 4 ilustra,
de forma simplificada, como ocorre o processo descrito no notebook, aonde os diretórios
de treinamento, teste e validação, podem ser populados com trechos de vídeos de mesma
dimensão espacial e temporal - isto é, mesma resolução, duração em quadros e canais de
cor - para formarem um dataset que será utilizado tanto para o treinamento do modelo
como para testá-lo, fornecendo métricas e os trechos preditos.
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Figura 4 – Fluxograma simplificado do processo de treinamento e teste de modelos de
aprendizado espaço-temporal através da biblioteca OpenSTL.

Fonte: Própria (2024)

Após alguns testes iniciais, a ferramenta já se provou capaz de ser treinado em dados
próprios. Nestes, o modelo adotado foi o SimVP, que apresentou bons resultados iniciais
quanto ao tempo gasto no processo de treinamento, já esperado devido à simplicidade do
modelo, e à proximidade dos trechos de vídeo preditos com os trechos originais. Assim, foi
definido a utilização deste modelo dentro através da biblioteca OpenSTL.

4.2 Definição e Preparo dos Datasets
Dadas as considerações feitas no Capítulo 3 quanto a importância da definição de

um contexto para pautar a escolha dos vídeos que irão compor os datasets, foi determinado
o seguinte cenário: A reconstrução do sinal de vídeo de uma câmera com enquadramento
fixo em uma região de um circuito de corrida de carros. Este foi definido considerando que
haverá um plano de fundo fixo, um certo padrão na movimentação dos veículos dentro do
enquadramento, mas podendo haver mudanças no número de veículos enquadrados, a cor
e o formato destes.

Idealmente, para atender esse contexto, seria necessário obter uma gravação limpa
de uma câmera nessas condições dentro de um evento, o que não é uma tarefa nada
convencional. Para contornar essa dificuldade, a natureza do vídeo sofreu uma pequena
adaptação para facilitar a aquisição deste sem que o contexto precise ser alterado. Foi
utilizado um vídeo [16] de uma câmera de vigilância em uma rodovia, de forma que
os seguintes pontos foram mantidos: plano de fundo fixo, padrão na movimentação dos
veículos e variação de cor, modelo e quantidade de veículos enquadrados.
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O vídeo possui uma resolução original de 720p e cerca de 36 minutos de duração,
com uma taxa de quadros de 24 FPS, totalizando aproximadamente 52 mil quadros, cada
um composto por 3 canais de cores. Assim, originalmente, o vídeo constitui uma lista de
52 mil matrizes tridimensionais de mesma dimensão: [1280, 720, 3].

O vídeo, então, foi recortado utilizando a ferramenta FFMPEG, originando outros de
resoluções inferiores. Janelas de 32x32, 64x64, 128x128 e 360x240 pixels foram determinadas
e utilizadas para este recorte, visando diminuir a quantidade de elementos do vídeo original.
Dado que o vídeo é constituído de uma gravação de uma rodovia formada por duas vias,
divididas em 3 faixas, as janelas foram determinadas para enquadrar de uma a duas faixas
apenas.

Figura 5 – Ilustração de cortes realizados para extrair amostras de menores resoluções do
vídeo original. Na figura, acima há o vídeo original de resolução 1280x720 e
abaixo o resultado de 3 recortes nas resoluções 128x128, 64x64 e 32x32

Fonte: [16], Adaptado (2024)

Cada um dos vídeos, em diferentes resoluções, foram cortados em segmentos
consecutivos de mesma duração através da biblioteca OpenCV. Esta permite que cada
segmento seja cortado com um número exato de quadros, o que é indispensável, já que
estes segmentos formarão um dataset, no qual serão inseridos em formato de matrizes
(arrays), havendo a necessidade que todas tenham as mesmas dimensões, seja ela espacial -
dado pela resolução (altura e largura do quadro) - temporal - dado pelo número de quadros
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que o compõe - e a quantidade de canais de cor.

Um aspecto importante desta etapa é a definição da quantidade de frames máximos
a serem previstos pelo modelo. A duração de cada segmento será dada pela soma X + Y ,
onde X é número de quadros que o modelo tomará como entrada e Y o número de quadros
de saída. Assim, o número máximo de quadros que poderão ser previstos pelo modelo será
de Y.

Para este trabalho, foi definido X + Y = 30, com X = 20 e Y = 10. A proporção
escolhida entre X e Y pode ser alterada de acordo com a necessidade, mas é importante ter
em mente que quanto menor a relação X/Y , menos informação de entrada o modelo possuirá
para predizer um numero maior de quadros, que pode comprometer o funcionamento.

Com os vídeos já segmentados, a parte final desse passo é dividir todo o conjunto
em 3 subconjuntos: um de treinamento, um de validação e outro de teste. Numa aplicação
convencional de modelos de aprendizado de máquina, essa divisão seria feita aleatoriamente
numa determinada proporção para cada subconjunto. Porém, como o trabalho prevê que,
num cenário de utilização real, o treinamento do modelo - onde serão utilizados os
subconjuntos de treinamento e validação - seja realizado anteriormente ao processo de
teste do modelo - aonde seria utilizado o subconjunto de teste -, essa divisão foi feita de
forma diferente. Com os segmentos ordenados por ordem cronológica, foi primeiro extraído
do conjunto aqueles correspondentes ao final do vídeo, para compor o subconjunto de
teste. O restante, então, foi separado, nas devidas proporções e de forma aleatória, nos
subconjuntos de treinamento e validação. A proporção adotada foi de aproximadamente
75% para treinamento, 15% para validação e 10% para teste.

4.3 Resolução máxima, treinamento e ajuste fino do modelo
A etapa de treinamento é aonde se espera encontrar os impeditivos relacionados

à limitações computacionais da máquina utilizada. Para encontrar a resolução máxima
que o hardware disponível comporta, iniciamos o treinamento do modelo com o dataset
de menor resolução, 32x32, repetindo o processo sucessivamente até a resolução 128x128,
onde começaram a surgir limitações.

Diferente do esperado, os gargalos não se iniciaram no processo de treinamento do
modelo, mas sim na transformação dos vídeos em datasets numéricos. Conforme ilustrado
na Figura 4, os vídeos, uma vez conformados e separados em subconjuntos, passam por
funções que os transformam em um dataset único, formado por um conjunto de coleção de
matrizes, conglomerados em um único arquivo em formato pickle (.pkl). Esse processo de
transformação demanda muito da memória do computador, pois a mantém ocupada até
que todos os segmentos de vídeo sejam traduzidos e a composição de arquivo .pkl seja
finalizada. Como os segmentos de 128x128 são bem maiores em termos de tamanho em
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bytes, para que esse processo fosse concluído, foi necessário reduzir o número de segmentos
nos subconjuntos a um valor que não ultrapassasse a memória RAM disponível.

A limitação encontrada fez com que a janela de tamanho 128x128 tenha sido
definida como a resolução máxima para este trabalho. Ainda assim, outros parâmetros
de treinamento também foram variados até que se atingisse o gargalo de memória da
placa gráfica. Para isso, o tamanho dos lotes (batch size) também foi alterado seguindo a
mesma lógica de realizar iterações crescentes até atingir o limite, chegando assim, no valor
máximo de 4 segmentos de vídeo por lote para a resolução 128x128. As métricas de todas
as iterações estão registradas na Tabela 1. Foram adotadas as métricas de Erro Quadrado
Médio (MSE) e Erro Absoluto Médio (MAE) para avaliar os modelos durante esta etapa,
e que serão uteis para comparar com as mesmas métricas obtidas nos processos de testes
de reconstrução.

Tamanho da janela Batch Size MSE MAE Épocas Melhor Época Tempo de Treinamento
32x32 32 21,6 110,4 40 19 12 min
64x64 16 32,7 212,8 70 23 47 min

128x128 2 240,2 1.305,7 70 56 1h 33min
128x128 4 220,7 1.192,0 80 63 2h 19min

Tabela 1 – Métricas dos treinamento realizados em diferentes resoluções variando batch
sizes.

A iteração obtida com o tamanho de lote igual à 4 se demonstrou satisfatória numa
análise qualitativa dos quadros gerados. Assim, decidiu-se por seguir com esse modelo para
as próximas etapas. Como sugestão de aprofundamento futuro, havendo a disponibilidade
de um ambiente computacional mais capacitado, estaria previsto a realização de mais
iterações com ajustes não somente de outros parâmetros de treinamento, como o learning
rate, como também dos hiperparâmetros do modelo.

4.4 Desenvolvimento da aplicação de reconstrução de vídeos
Com o modelo já treinado e avaliado, esta etapa finalmente trouxe ao trabalho um

resultado sobre a viabilidade de utilizar esse tipo de ferramenta na reconstrução de vídeo.
Contudo, para que a aplicação pudesse atender aos objetivos e motivações do trabalho, foi
necessário abstrair um pouco do conceito original dos modelos de predição de vídeo.

Tradicionalmente, conforme ocorre na documentação da biblioteca fornecida, o
processo de treinamento e teste de um modelo ocorrem sequencialmente. Isto é, em posse
do dataset já dividido em três subconjuntos, inicia-se o processo de treinamento - com os
de treinamento e validação - e, logo depois, o processo de teste - com o de teste. Contudo,
o trabalho prevê que a aplicação reconstrua vídeos num contexto já definido, utilizando



Capítulo 4. Resultados e Discussão 21

de um modelo já treinado previamente em dados coletados após a etapa de treinamento.
Para isso, foi necessário desmembrar o modelo de forma que seja possível treiná-lo sem os
dados de teste, e utilizá-lo posteriormente somente com os dados de "teste". Obteve-se,
assim, dois scripts principais: train.py, responsável pelo processo de treinamento e que
nos retorna um modelo; E reconstruct.py, que utiliza do modelo treinado para receber um
vídeo corrompido e retorná-lo reconstruído. As Figuras 6 e 7 ilustram como foi realizada
a separação entre o processo de treinamento, através do primeiro script, do processo de
teste, que se tornou o processo de reconstrução.

4.4.1 Descrição dos processos de treinamento e reconstrução

O treinamento toma, no ínicio do processo, o vídeo inteiro, que será processado
pelo script split_N_frames.py, sendo N = X + Y , que divide os vídeo em segmentos
iguais com duração de N quadros. Depois, outro script auxiliar fará a divisão aleatória do
conjunto de segmentos diretamente nas pastas de treinamento e de validação, seguindo a
proporção de 80% e 20%, respectivamente.

Com os dados de entrada tratados, se inicia o processo de treinamento através
do script train.py. O primeiro passo será criar um vídeo fictício, através da função cre-
ate_dummy_video, com as mesmas dimensões dos segmentos do vídeo original - isto é,
mesma resolução, duração em quadros e canais de cor - para ser depositado no diretório
de teste do treinamento dummy_test. Trata-se de um contorno realizado em ambos os
processos de treinamento e reconstrução que permitiu separar os processos sem alterar na
estrutura interna das funções da biblioteca OpenSTL. Por mais que os vídeos na pasta de
teste não sejam utilizados no processo, é necessário que haja ao menos um vídeo em cada
pasta para que as funções não retornem erros.

Feito isso, os vídeos são algomerados num arquivo pickle que então será utilizado
pelas funções de treinamento exp.train() do OpenSTL. Após iterar por todas as épocas de
treinamento, a melhor versão do modelo obtida será salva como best.ckpt, finalizando o
processo.

Com o arquivo best.ckpt em mãos, o script reconstruct.py já torna-se apto para
utilização. E seu funcionamento, mais precisamente o tempo de sua execução, será o
resultado mais significativo deste trabalho. Para isso, o script possui todas as funções
necessárias integradas à ele, não havendo a necessidade de nenhum pré tratamento por
outros scripts, como ocorre no processo de treinamento.

A reconstrução se inicia com a análise de um arquivo de vídeo que é fornecido
como dado de entrada juntamente aos valores de X e Y , sendo estes as únicas entradas
necessárias. A função process_video percorre o vídeo quadro a quadro, e cria um vetor de
memória que funciona em regime de fila FIFO (do inglês First In, First Out), aonde são
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Figura 6 – Fluxograma simplificado do processo de treinamento com utilização do script
train.py desenvolvido. O processo conta com outros scripts adicionais para o
tratamento do vídeo para treinamento.

Fonte: Própria (2024)

armazenados os últimos X quadros analisados. A função frame_analysis é executada em
cada um, e é responsável por detectar problemas nos mesmos. Esta última foi modularizada
para permitir que a detecção de anomalias seja realizada conforme o desejado, podendo
ser alterada de acordo com a aplicação. Para este exemplo, a função foi simplificada para
detectar quando ocorrerem frames em black - isto é, a ausência de imagem. Porém, o
desejo para trabalhos futuros é que essa função seja desenvolvida para detectar outras
formas de anomalias nos quadros.

Detectada a anomalia, a função bad_frame é ativada, buscando os X quadros
armazenados na memória e concatenando-os com Y quadros em black, criando assim um
trecho com N = X + Y quadros, conforme ilustrado na Figura 8, garantindo assim as
mesmas dimensões que os segmentos utilizados para o treinamento do modelo best.ckpt que
será utilizado. O trecho será o único segmento a popular o diretório de teste, enquanto os
demais diretórios fictícios dummy_train e dummy_val serão populados através da função
create_dummy_video. Note que, na reconstrução, o arquivo pickle a ser gerado terá o
conteúdo de apenas 3 vídeos, sendo 2 deles vídeos fictícios, o que fará que a integralização
do arquivo seja muito mais rápida quando comparada à mesma tarefa no processo de
treinamento, o que contribuirá com um menor tempo de execução.

Com o arquivo pickle gerado, a função exp.test() do OpenSTL utilizará do modelo
best.ckpt para realizar a predição do subconjunto de teste do dataset que, neste caso,
conta somente com o segmento a ser reconstruído, gerando o arquivo preds.npy, que será
traduzido em um segmento de vídeo de Y quadros pela função generate_video_from_npy.
Este segmento, enfim, fornecerá os quadros preditos à função replace_black_frames que
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Figura 7 – Fluxograma simplificado do funcionamento do script reconstruct.py que integra
o modelo treinado com a análise do vídeo corrompido e sua posterior recons-
trução.

Fonte: Própria (2024)

Figura 8 – Ilustração do processo de extração um segmento de entrada a partir da detecção
de um quadro corrompido pela função bad_frame.

Fonte: Própria (2024)

poderá substituir os Z quadros defeituosos consecutivos ao primeiro quadro corrompido
detectado no início do processo, do mesmo sinal de vídeo corrompido dado de entrada,
desde que Z ≤ Y . A saída dessa função será, finalmente, o arquivo com o sinal de vídeo
reconstruído.
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4.5 Resultados da reconstrução
A Tabela 2 apresenta os tempos de execução obtidos nos testes realizados. O

resultado mais relevante foi obtido na reconstrução de 6 segmentos corrompidos de 10
quadros num vídeo de resolução 128x128. Considerando que o vídeo apresentava uma taxa
de quadros de 25 fps, a aplicação pode realizar o reparo de 0,4 segundos de vídeo em um
intervalo médio de 6,58 segundos, variando de 5,27 até 8,11 segundos.

Resolução Segmentos Quadros Reconstruídos/Segmento Tempo de Execução Médio
32x32 1 5 5,01 s

128x128 1 10 7,30 s
128x128 6 10 6,58 s

Tabela 2 – Tempo de execução da reconstrução de sinais de vídeo.

Afim de analisar a qualidade dos quadros reconstruidos, foram colocados em
comparação, na figura 9, os quadros reais e os previstos. Como se trata de um teste, em que
o erro no sinal de vídeo foi simulado a partir de um vídeo sem defeitos, é possível realizar
tal comparação e analisar tanto qualitativamente, pela inspeção visual dos quadros, como
quantitativamente através das métricas dadas na tabela 3, o desempenho da previsão dos
quadros.

Resolução Quadros Reconstruídos MSE MAE
128x128 10 252,34 1677,81

Tabela 3 – Métricas obtidas para os frames preditos no processo de reconstrução.

Figura 9 – Na imagem, a fileira de cima representa os 10 quadros imediatamente anteriores
ao primeiro quadro corrompido, dos 20 fornecidos como entrada ao modelo. Nas
duas fileiras de baixo, a superior representa os quadros reais (Ground Truth) e
as inferiores, os quadros preditos

Fonte: Própria (2024)

Quando analisado com a métrica obtida para o mesmo modelo durante o processo
de treinamento, registrado na Tabela 1, nota-se um valor de Erro Quadratico Médio e erro
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absoluto médio um pouco superior, o que corresponde a uma pior qualidade à prevista. Ao
verificar os quadros, compreende-se que esse valor se justifica devido ao objeto no vídeo -
no caso, o veículo - com o qual o modelo está lidando. Nota-se que o vídeo original exibe
um veículo utilitário cruzando a imagem, e entende-se que a probabilidade de incidência
de um veículo deste é menor do que a veículos de passeio convencionais, realidade que é
refletida no conjunto de vídeos em que o modelo foi treinado. Assim, o modelo encontra
maior dificuldade para manter os traços deste tipo de veículo, o que se prova ao ver os
quadros previstos, aonde a cor e a velocidade do veículo se mantém, mas seus traços que o
identificam como utilitário se perdem.
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5 Conclusões e Trabalhos Futuros

5.1 Conclusões
Recaptulando os objetivos propostos para o presente trabalho, entende-se que a

etapa de consolidação de um Estado da Arte, apesar de trabalhoso, foi fundamental para
entender que tipo de modelo melhor se adequaria à aplicação desejada. Ao compreender a
diferença entre as tarefas de geração e predição de vídeo, e que para cada uma delas existe
um tipo de modelo mais adequado, foi necessário se afastar da ideia inicial de utilizar
GANs e começar a explorar modelos com outro tipo de arquiteturas, como o escolhido
para a aplicação, o modelo SimVP, baseado unicamente em Redes Neurais Convolucionais.

A utilização da biblioteca OpenSTL foi um ponto chave na realização deste trabalho
devido a sua vasta documentação disponível. Considerando os esforços realizados para
adaptar as funções da biblioteca para as aplicações do trabalho, entende-se que nenhum
dos outros modelos estudados, que possuem documentação menos detalhada, poderiam
ser utilizados, ou se fossem, demandaria um esforço que foge do escopo deste trabalho.

Quanto à aplicação final desenvolvida, apesar de não ter sido diretamente aplicada
em uma transmissão de sinal de vídeo, o fato de ela automatizar todo o processo de
reconstrução de um arquivo de sinal de vídeo corrompido em um tempo de execução
relativamente curto é visto como um resultado positivo, ainda sabendo que o código
desenvolvido pode ser melhor otimizado e que isso diminuiria o tempo de processamento
total. Ademais, as análises visuais feitas nos quadros reconstruídos indica uma verossimi-
lhança suficiente para que, à olho nú e em curtos de intervalos de tempo, as diferenças
entre o real e o reconstruído sejam quase imperceptíveis. Em uma análise pragmática, o
trabalho demonstrou que a aplicação de tecnologias baseadas em Aprendizado Profundo
para reconstrução de sinais de vídeo não somente é possível, como viável.

5.2 Trabalhos Futuros
Durante o trabalho, alguns pontos foram citados com possíveis pautas para estudos

futuros e continuidade do projeto.

O desenvolvimento mais aprofundado de uma função que detecte diferentes ano-
malias em quadros corrompidos, utilizando técnicas de computação visual, tornaria a
aplicação mais abrangente para diferentes tipos de sinal de vídeo, o que agregaria valor à
ferramenta.

A realização de mais processos de treinamento em diferentes modelos, utilizando
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também modelos recorrentes, e alterando os hiperparâmetros de cada um pode resultar
em uma otimização da ferramenta, resultando em uma reconstrução de quadros mais fiél.

Um processo de análise mais detalhada do código buscando a sua otimização
visando um consumo mais eficiente dos recursos computacionais é desejável, buscando
aumentar a resolução dos vídeos trabalhados e a diminuir do tempo de reconstrução do
sinal.

Por último, entende-se que, de acordo com a maneira que a aplicação de reconstrução
foi desenvolvida, com algumas implementações ela possa ser adaptada para trabalhar em
vídeos banda-base, ou seja, em transmissões de vídeo.
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