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Resumo

O futebol € o esporte mais popular do mundo, movimentando bilhdes de torcedores,
atletas e organizagdes ao redor do globo. Sua imprevisibilidade e riqueza de dados
despertam o interesse de pesquisadores, desenvolvedores e até mesmo dos proprios
clubes para aplicar técnicas de aprendizado de maquina na analise e predi¢cao de
resultados. Este trabalho tem como objetivo implementar e comparar diferentes
modelos de machine learning para a classificagdo de resultados de partidas de futebol,
utilizando técnicas de processamento de dados e selecao de atributos para construir
um banco de dados robusto. Foram analisados os algoritmos Logistic Regression,
Decision Tree, Support Vector Machine (SVM), RandomForestClassifier e
MLPClassifier, aplicados em dados tratados com a biblioteca Scikit-learn. A
metodologia envolveu a limpeza e transformagdo dos dados e a extracdo de 14
features relevantes, como o histérico de partidas, o desempenho coletivo dos
jogadores em um campeonato, a forga ofensiva e defensiva de uma equipe, entre
outros. Assim, avaliou-se a qualidade dos modelos com métricas como acuracia e F1-
score, entre combinagdes diferentes de atributos e, também, resultados de outros
algoritmos. Os resultados obtidos indicam os modelos mais adequados para previsdes
mais consistentes e fornecem insights sobre o impacto de diferentes abordagens de
pré-processamento e, principalmente, a influéncia da quantidade e combinacao de
features na performance geral dos modelos analisados, contribuindo para futuras
aplicacdes de aprendizado de maquina no ambiente futebolistico.



Abstract

Football is the most popular sport in the world, engaging billions of fans, athletes, and
organizations globally. Its unpredictability and abundance of data attract the interest of
researchers, developers, and even football clubs to apply machine learning techniques
for analyzing and predicting match outcomes. This work aims to implement and
compare different machine learning models for classifying football match results,
utilizing data processing and feature selection techniques to build a robust database.
The algorithms analyzed include Logistic Regression, Decision Tree, Support Vector
Machine (SVM), RandomForestClassifier, and MLPClassifier, applied to preprocessed
data using the Scikit-learn library. The methodology involved cleaning and transforming
the data, as well as extracting 14 relevant features, such as match history, collective
player performance in a championship, a team's offensive and defensive strength,
among others. The quality of the models was evaluated using metrics such as accuracy
and F1-score across different combinations of features and algorithm results. The
findings highlight the most suitable models for consistent predictions and provide
insights into the impact of various preprocessing approaches and, particularly, the
influence of the number and combination of features on the overall performance of the
analyzed models. These results contribute to future applications of machine learning
in the football domain.
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1 INTRODUGCAO

A palavra football, formada pela jungcédo dos termos, em uma traducéo literal,
“foot” representando pé, e “ball”, bola, reflete a origem do esporte como uma atividade
oficial (com regras e que mais se aproxima as praticas atuais) na Inglaterra, onde as
primeiras formas organizadas do esporte foram documentadas ou oficializadas
(OLIVEIRA, 2012).

O futebol é amplamente reconhecido como o esporte mais popular do mundo.
De acordo com dados da “Nielsen Sports” (NIELSEN, 2018), um estudo revelou que,
em 2018, cerca de 40% das pessoas presentes em grandes centros populacionais ao
redor do mundo demonstram um interesse em acompanhar o esporte. Fato que se
reforga ao serem analisados estudos e pesquisas de audiéncia de grandes eventos
esportivos, como a audiéncia da Copa do Mundo — um dos principais eventos
futebolisticos — o0 qual é considerado o maior evento esportivo global. No evento de
2018, realizado na Russia, a competicao apresentou-se com o excepcional resultado
de 3,5 bilhdes de espectadores, representando mais da metade da populagéo global
— ao considerar pessoas de 4 anos ou mais; com um publico de aproximadamente

1,12 bilhdes de pessoas assistindo ao evento da final, ao vivo (FIFA, 2018).

Essa importancia ndo é de exclusividade a visualizagbes ou espectadores,
mas revela-se, também, através do numero de praticantes. Em um levantamento de
2006, havia aproximadamente 265 milhdes de atletas praticantes deste esporte
(masculino e feminino), alcancando os 270 milhdes ao considerar outras figuras
envolvidas em suas atividades, como arbitros e oficiais, ao redor do globo terrestre
(FIFA, 2006). Numeros os quais podem ser considerados inferiores ao que estimado
atualmente, considerando os diversos programas de incentivos a pratica do esporte,
a maior disseminagao do futebol e das informagcdes como um todo e maiores

investimentos tanto na divulgacao do esporte, quanto em sua pratica.

Em ambito nacional, pode-se afirmar que esse interesse se intensifica de
maneira significativa. Amplamente conhecido como o “pais do futebol”, devido a sua
histéria e identificagdo com o esporte, O Brasil conta com um grande numero de
apoiadores, tanto espectadores quanto praticantes, oriundos de diferentes classes
sociais e ambientes (CALDAS, 1986). Em uma pesquisa de 2015, feita entre
brasileiros de 15 anos ou mais, 15,3 milhdes ou 39,3% dos 38,8 milhdes que

informaram praticar algum esporte, praticam a atividade em questao (SOCIAL, 2017).
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Além de possuir nomes histéricos marcados nos gramados do futebol, como Pelé,
Neymar e Ronaldo Nazario, o Brasil continua sendo um celeiro de novos talentos,

refletindo sua relagdo unica e apaixonada com o futebol.

Visando essa importancia e representatividade do futebol na sociedade
global, este sera o tema principal do trabalho em questao, analisando caracteristicas
e numeros provenientes de partidas de futebol, como quantidade de gols marcados e
sofridos, numero de vitérias, desempenho de jogadores, historico de confrontos, entre
outros. Deste modo, o objetivo deste trabalho € investigar a relagédo entre diferentes
variaveis e o desempenho das equipes, utilizando modelos de machine learning para
prever os resultados das partidas. O foco sera em analisar como a combinagao de

diversas caracteristicas, ou features, impacta na precisdo dos modelos preditivos.

O trabalho examinara a eficiéncia de diversos classificadores, como
“Regresséo Logistica”, “Arvore de Decisdo”, “Random Forest”, “Support Vector
Machine” (SVM) e “Multilayer Perceptron” (MLP), avaliando suas performances ao
usar diferentes conjuntos de features. A analise inclui todas as combinacdes possiveis
de 14 features, proporcionando uma visao detalhada sobre quais delas contribuem
mais para a precisao do modelo e qual a quantidade ideal de features necessarias
para obter bons resultados de predicdo, podendo, ndo necessariamente, ser

necessario a utilizagao de valores maiores.

Além disso, o estudo abrange a limpeza e pré-processamento de dados, que
sdo etapas essenciais para garantir que os modelos operem de forma eficaz. Isso
inclui lidar com dados ausentes, normalizar variaveis, e transformar informacdes
categodricas em um formato que possa ser interpretado pelos algoritmos de machine

learning.

Como ja abordado, o impacto do numero de features no desempenho dos
classificadores sera um aspecto central da discussdo, com a hipotese de que um
numero maior de atributos pode inicialmente aumentar a acuracia, mas pode resultar,
também, em overfitting (adaptacédo excessiva do algoritmo), se nao for corretamente
tratado, ou underfitting (). Deste modo, com base no principio da Navalha de Ockham
— formulada pelo filésofo Guilherme de Ockham (William of Ockham), o qual, em
termos simples, indica que entre diversas explicacdes eficazes, deve-se optar pela

mais simples e direta (FRANCISCO, 2023) - optou-se por avaliar ndo apenas o
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desempenho preditivo dos modelos, mas também sua simplicidade. De forma
analoga, esse principio, amplamente discutido na literatura cientifica, recomenda, que,
entre modelos com desempenho equivalente, deve-se priorizar aquele que emprega
menos variaveis ou apresenta arquitetura menos complexa (GOODFELLOW,
BENGIO; COURVILLE, 2016).

Ao final, o trabalho pretende fornecer insights sobre como os modelos de
machine learning podem ser utilizados para melhorar a analise de desempenho do
futebol, identificando os melhores resultados e as respectivas features, bem como as
quantidades utilizadas e como isso pode ou néo interferir nos resultados. Ademais, é
necessario reforgcar que serdo abordados informacdes e dados consequentes dos
diversos elementos presentes no futebol, porém devido a elevada aleatoriedade e
imprevisibilidade apresentada no futebol, eventos inesperados, como erros
individuais, decisdes arbitrarias controversas, condi¢cdes climaticas adversas ou até
mesmo momentos de sorte, como um gol contra acidental ou uma defesa milagrosa,

podem alterar o curso de uma partida e, consequentemente, interferir nas previsdes.

2 CONTEXTUALIZAGAO
2.1  HISTORIADO FUTEBOL

O futebol mostra-se um esporte atemporal com progressiva popularidade e
amplamente praticado ao redor do mundo, tendo inumeros registros de atividades com
consideravel semelhanga ao esporte hoje mundialmente conhecido que atravessam a
linha temporal da histéria humana. Registros ancestrais chineses referem-se a um tipo
de jogo praticado com uma bola ja ha mais de 40 séculos atras; conhecido como “Tsu-
chu” ou “Cuju”, o qual, em uma traducgao livre, significa “chutar a bola”, a atividade,
praticada pelo exército chinés, tinha o objetivo de chutar a cabega de inimigos
derrotados — posteriormente substituido por uma bola de 22 centimetros preenchida
de crina - entre estacas de bambu presas ao solo (FRANCO JUNIOR, 2007, p. 15)
sobre um campo de cerca de 14 metros de lado. Ademais, na ltalia pode-se notar pela
origem da palavra que se denota ao futebol — “Calcio” — um esporte praticado desde
1529, conhecido como Calcio Storico Fiorentino, no qual 27 jogadores de cada lado
devem atravessar a bola até a rede, passando por seus adversarios, como uma
demonstracao de forca e virilidade (SOUZA, 2009).

No considerado “bergo” do futebol moderno — Inglaterra — o esporte

primeiramente apresentou-se no ano de 1175 d.C., quando ingleses comemoravam a
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expulséo de dinamarqueses do pais chutando uma bola de couro, a qual representava
a cabecga de um oficial inimigo. Mais a frente, em 1710, escolas inglesas adotam-no
como atividade fisica e sua popularidade aumenta entre os jovens. Entretanto, apenas
em 1863, em uma histdrica reunido na taberna Freemason Greah Queen Street, em
Londres, algumas escolas e clubes ja formados estabeleceram as regras do jogo
(FERREIRA DE MELO et al., [s.d.]); local, no qual formou-se a The Football

Association, entidade que, até os dias de hoje, rege o futebol no pais.

Em 1895, Charles Miller, um estudante paulista, apds breve passagem em
Southamptom, onde foi a estudos, retornara ao Brasil, ndo somente, com novos
conhecimentos e aprendizados da terra de seus antepassados, mas também, com
uma nova atividade que se interessara: o football, trazendo consigo camisetas,
chuteiras, calgéo e duas bolas oficiais; Charles é frequentemente chamado de "pai do
futebol brasileiro" devido ao seu papel central na introdugcado do esporte em territorio
nacional (MAXIMO, 1999).

No século XIX, clubes como The Bangu Athletic Club, Vila Isabel, Botafogo
Football Club, América Football Club e Fluminense, no Rio de Janeiro, e a Associagao
Athlética Ponte Preta, o Sport Club Corinthians Paulista e o Paulistano, em Sao Paulo,
surgem e passam a despontar no ambiente futebolistico. Assim, despontam-se
rivalidades locais e regionais, como os classicos entre Fluminense e Flamengo ou
Corinthians e Palmeiras, o que contribuiu significativamente para o crescimento da
popularidade do esporte. Nessa época o futebol se profissionaliza e passa a ter maior
organizacgdo e estrutura para seguir crescendo (por volta dos anos 30) (MAXIMO,
1999), a popularidade segue crescendo e times surgindo, os quais alguns deles as

mantém em atividade notavel até os dias de hoje.

A ascensao do futebol nas grandes cidades do Rio de Janeiro e Sdo Paulo e,
ulteriormente, ao Brasil inteiro evidenciou para além do grande apre¢o do brasileiro
em relagdo ao esporte, fatores sociais e influéncias extremamente importantes e
complexas, como a disseminacao do esporte entre as camadas mais pobres — esporte
anteriormente praticado apenas pela elite, devido a sua origem e altos custos
relacionados aos materiais necessarios para pratica-lo; e questdes raciais,
relacionadas a proibicdo da participacdo de negros em partidas, no inicio, por

exemplo. O rompimento dessas barreiras sociais e raciais, especialmente a partir das



14

décadas de 1920 e 1930, transformou o futebol em um simbolo de inclusdo e

identidade nacional.

A partir de 1930, com coberturas de Mario Filho e locu¢des de Ary Barroso, a
populagdo passa a se vincular cada vez mais com o0s respectivos clubes,
transformando o futebol, além de uma pratica esportiva, uma atragcdo (CALDAS,
1990). Os clubes vao se aprimorando, caracterizando-se pelos escudos, musicas,
mascotes, grupos de torcedores e bandeiras, aproximando-se cada vez mais ao
apresentado nos dias de hoje. O futebol consolidou-se como uma paixao nacional,
refletindo a diversidade cultural do Brasil e tornando-se palco de grandes espetaculos,

celebragdes e disputas.

Dado o contexto histérico do surgimento do futebol, seu aprimoramento
durante o tempo e a chegada ao Brasil, percebe-se a grandeza e a proporgcao
alcancada pelo esporte em ambito nacional e ao redor do mundo, proporcionando
momentos ilustres e historicamente memoraveis como a Copa do Mundo de 1930,
realizada no Uruguai, marcando o inicio de uma das maiores competi¢gdes e eventos
do mundo, interligando nagdes; a consagracao de Pelé em 1958, considerado por
muitos 0 maior jogador de futebol do mundo, ao conquistar sua primeira copa do
mundo aos 17 anos, se tornando um icone mundial, a “Guerra das 100 horas”, na qual
El Salvador e Honduras se enfrentaram em partida valida para classificagao da Copa
de 1970 e, posteriormente, tornou-se o estopim para um conflito armado entre estes

paises, entre outros diversos episddios marcantes.

2.2  AVANCOS E IMPACTO ECONOMICO

Como ja analisado, o futebol tem grande representatividade relacionado a
audiéncia e praticantes, sendo o esporte mais popular no mundo. Ao longo dos anos,
essa avultada visibilidade e o crescente nivel de profissionalismo implementado tém
atraido cada vez mais a atencdo de marcas e empresas, e, também, reforcam a
oportunidade de fortalecimento da prépria marca do clube. Dessa forma, o futebol

revela uma outra face por tras do esporte: os “negocios”.

Observando o cenario mundial, nota-se movimentacdes sobreabundantes
que chegaram a €9,2 bilhdes na temporada 2021/2022, gerados pelos 20 principais
clubes mundiais. Receita, a qual contempla direitos de transmissao, vendas de camisa
e bilheteria (TANTAM; BRIDGE; BRIDGE, 2023). Além disso, mais especificamente
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no cenario brasileiro, um estudo realizado pela CBF (Confederagdo Brasileira de
Futebol) em parceria com a consultoria EY mostram que o futebol movimentou cerca
de R$52,9 bilhdes, no ano de 2018, o que chegou a representar 0,72% do PIB
(Produto Interno Bruto) do pais na época (O GLOBO, 2022). Além disso, outras
movimentagdes astrondmicas como a venda do Cruzeiro e sua conversdo em SAF,
na qual o ex-jogador Ronaldo Nazario, popularmente conhecido como “Ronaldo
Fendmeno”, desembolsou uma quantia de R$400 milhdes por 90% da recém
convertida SAF (PIRES, 2023), demonstram o grande fluxo de dinheiro no universo
do futebol moderno. Cenario que evidencia ndo apenas o poder econémico do futebol,
mas também a crescente profissionalizagdo e mercantilizacdo do esporte. Contratos
milionarios de jogadores, acordos de direitos televisivos que ultrapassam bilhdes,
além de parcerias publicitarias e patrocinios, tornam o futebol uma verdadeira

maquina de gerar capital.

Vide todo esse fluxo de dinheiro e interesses comerciais oriundos do futebol,
concomitantemente a tentativas de fortalecimento da marca dos clubes e, obviamente,
a busca incessante por vitérias dentro de campo, a tecnologia tem se tornado uma
aliada indispensavel para potencializar o desempenho esportivo e administrativo
(O'BRIEN; O’KEEFFE, 2022). A analise de dados, por exemplo, é amplamente
utilizada para monitorar jogadores, identificar talentos, prevenir lesbes e planejar
estratégias de jogo (MONTEIRO, 2023), enquanto ferramentas de inteligéncia artificial
ajudam na tomada de decisdes mais precisas, tanto no ambito técnico quanto

financeiro.

No préprio campo, tecnologias como o VAR (arbitro assistente de video),
sensores de desempenho nos uniformes e softwares de simulagdo tatica
revolucionaram a forma como o futebol é jogado e avaliado. Fora das quatro linhas,
sistemas de gestdo baseados em big data permitem aos clubes ndo apenas atrair
torcedores, mas também fideliza-los por meio de experiéncias personalizadas e
campanhas de marketing direcionadas, além de realizar contratagdes mais precisas e

lucrativas, através de estatisticas e informacgdes de jogadores (ALLEGRETTI, 2023).

Esse cenario demonstra que, para se destacar em um mercado tao
competitivo, os clubes estao investindo em inovagao. Desde monitoramento detalhado
de atividades até o uso de sistemas avancados de analise para otimizar transferéncias

e negociagodes, a tecnologia vem moldando o futuro do futebol, tornando-o cada vez
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mais eficiente e lucrativo (ZHANG, 2022). Assim, segue-se ao método implementado
neste trabalho, a fim de analisar o desempenho de diferentes algoritmos de Machine
Learning sobre partidas de futebol, explorando diversas variaveis disponiveis a

analise.

2.3 CONTEXTO DO FUTEBOL

O futebol é um esporte de alta competitividade e complexidade, com uma
elevada gama de fatores que podem influenciar em um resultado, desde o
desempenho individual e coletivo de uma equipe até elementos externos como

decisdes da arbitragem e o apoio da torcida.

Além disso, principalmente, a aleatoriedade deste esporte se caracteriza pela
baixa pontuagao. Analisando pela 6tica de eventos estatisticos, visto que o futebol
possui uma baixa frequéncia de pontuacgao (gols) — possui um placar médio entre 2 e
3 gols somados — cada evento (um passe errado, uma finalizagdo, uma defesa dificil,
etc) possui um peso consideravel no resultado final. Em contraponto, em esportes
com elevada pontuagdo, como o basquete (em média, 90 a 100 pontos por equipe),
esse maior numero de eventos resultantes em pontos em uma unica partida dilui o
peso de cada evento individual no resultado e, ao mesmo tempo, se aproximando
mais “rapidamente” ao infinito, avancando mais em direcdo de um padrao e resultado
final previsto. Dessa forma, essa caracteristica confere ao futebol um grau elevado de
aleatoriedade no curto prazo, no qual um time tecnicamente inferior pode,

ocasionalmente, superar um adversario “mais forte”.

Ainda assim, vale ressaltar a competitividade e imprevisibilidade do
campeonato a ser analisado: o “Campeonato Brasileiro”; o qual € conhecido com um
dos mais disputados do mundo. Desde seu inicio em 1959 até o ano de 2024, o
campeonato apresentou 17 diferentes equipes campeas, havendo, também, uma
consideravel alternancia entre elas. Assim, esse equilibrio de forgas cria uma liga onde
qualquer equipe pode se tornar campea, e na qual a imprevisibilidade se torna um dos

maiores atrativos para os torcedores e analistas do esporte.

3 DESENVOLVIMENTO
3.1 METODOLOGIA
O cdédigo completo e os resultados obtidos estdo disponiveis para acesso no

seqguinte link: https://github.com/gabriekeniji/Classificadores-Futebol/tree/main. Neste
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projeto sera aplicado modelos de aprendizado de maquina (“Regressao Logistica”,
“Arvore de Decis&o”, “Random Forest”, “Support Vector Machine” (SVM) e “Multilayer
Perceptron” (MLP)), através de diferentes combinagdes de atributos, observando,
posteriormente, os melhores resultados (algoritmos e combinagdes de features). Cada
treinamento resultara em predi¢cées do resultado de uma partida de futebol, a qual
possui 0s seguintes resultados possiveis: vitoria mandante, vitoria visitante e empate.
Dessa forma, através de métricas de avaliacéo, sera avaliado o desempenho de cada
execugao, analisando comparativamente os resultados obtidos com os resultados

reais de cada partida.

Ademais, vale ressaltar que a base de dados consolidada a ser tratada e
analisada, apresenta uma distribuicao disforme de 1328 resultados de partidas, entre

elas, 682 vitérias do mandante, 324 empates e 322 vitorias do visitante.

3.1.1 Obtencao dos Dados

Os dados dos resultados dos jogos e features a serem utilizados foram obtidos
através da plataforma “Kaggle”, a qual é uma interface focada no aprendizado de
ciéncia de dados, apresentando tutorias, féruns, competicdes e diversos datasets. O
dataset utilizado, em questdo, denominado “CartolaFC”, abrange 19 arquivos no
formato csv, os quais trazem dados detalhados do “Campeonato Brasileiro” das
temporadas 2014, 2015, 2016 e 2017 (SCHILLER, 2014). Entre as bases de dados
fornecidas serdo utilizadas a seguinte listagem: arquivos com sufixo “clubes”
(“2014_clubes”, “2015_clubes”, “2016_clubes”, “2017_clubes”), com sufixo “atletas”
(“2014_atletas”, “2015_atletas”, “2016_atletas”, “2017_atletas”), com sufixo “partidas”
(“2014_partidas”, “2015_partidas”, “2016_partidas”, “2017_partidas”) e com sufixo

“scouts” (“2014_ scouts”, “2015_ scouts”, “2016__ scouts”, “2017_ scouts”).

e Arquivos “clubes”
Os arquivos com sufixo “clubes” representam informagdes gerais sobre clubes
participantes do campeonato no ano apresentado (Quadro 1), com as seguintes

colunas:
e “id”: identificador (humeérico) do time
e “nome”: nome do time

e ‘“abreviacao”: abreviagcdo do nome do time
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Quadro 1 — Amostra de 10 linhas do arquivo “clubes _2014” (colunas sem utilizagao

foram ignoradas)

id nome abreviacéo
262 Flamengo FLA
263 Botafogo BOT
264 Corinthians COR
265 Bahia BAH
266 Fluminense FLU
275 Palmeiras PAL
276 Séo Paulo SAO
277 Santos SAN
282 Atlético-MG CAM
283 Cruzeiro CRU

Fonte: elaborado pelo autor.

e Arquivos “atletas”

Os arquivos com sufixo “atletas” representam informagdes gerais sobre

jogadores participantes do campeonato no ano apresentado (Quadro 2), com as

seguintes colunas:

e “id”: identificador

(numérico) do jogador

e “apelido”: nome do jogador

e “clube_id”: identificador (hnumérico) do time

e “posicao_id”": identificador (numérico) da posicao, na qual o atleta atua

Quadro 2 — Amostra de 10 linhas do arquivo “atletas_2014”

id apelido clube_id posicao_id
37958 Felipe 262 1
68873 Paulo Victor 262 1
78086 César 262 1
85798 Jodo Paulo Kuspiosz 262 1
89258 Daniel 262 1
60795 Renan 263 1
38109 Jefferson 263 1
78604 Andrey 263 1
89492 Saulo 263 1
79973 Helton Leite 263 1

Fonte: elaborado pelo autor.
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e Arquivos “partidas”
Os arquivos com sufixo “partidas” representam informag¢des gerais sobre as
partidas ocorridas no campeonato, no ano apresentado (Tabela 1), com as seguintes

colunas:
e “id”: identificador (numérico) da partida
e ‘rodada”: numero da rodada do campeonato
e “clube_casa _id”: identificador (hnumérico) do time mandante
e ‘“clube_visitante id”: identificador (numérico) do time visitante
e “placar_oficial_mandante”: quantidade de gols marcados pelo time mandante
e “placar_oficial_visitante”: quantidade de gols marcados pelo time vistitante

Tabela 1 — Amostra de 10 linhas do arquivo “partidas _2014”

id rodada clube__casa clube_visitante_id | placar_oficial_mandante placgr._oficial_
id visitante
179872 1 262 290 0 0
179878 1 265 283 1 2
179873 1 266 316 3 0
179874 1 276 263 3 0
179875 1 277 292 1 1
179877 1 282 264 0 0
179879 1 285 287 1 0
179880 1 288 275 1 2
179876 1 293 284 1 0
179881 1 315 294 0 0

Fonte: elaborado pelo autor.

e Arquivos “scouts”
Os arquivos com sufixo “scouts” representam informagdes gerais sobre o
desempenho de jogadores durante uma partida valida pelo campeonato, no ano

apresentado (Tabela 2), com as seguintes colunas:
e “atleta_id”: identificador (hnumérico) do jogador
¢ “rodada”: numero da rodada do campeonato

e “clube _id”: identificador (numérico) do time
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e “participou”: identificador (numérico) binario sobre a participagdo ou ndo na

partida (1, participou, ja 0, o atleta ndo participou da partida)
e “posicéo_id": quantidade de gols marcados pelo time mandante

e “pontos_num”: quantidade de pontos feitos por um jogador (pontuagao
estabelecida através de acontecimentos de uma partida de futebol, como faltas,
gol marcado, etc)

Tabela 2 — Amostra de 10 linhas do arquivo “scouts_2014” (colunas sem utilizagao
foram ignoradas)

atleta_id rodada clube_id participou posicao_id pontos_num
37958 1 262 1 1.0 8.0
68873 1 262 0 1.0 0.0
37701 1 262 1 2.0 0.4
71602 1 262 0 2.0 0.0
37684 1 262 1 3.0 9.1
68958 1 262 1 3.0 6.3
81223 1 262 0 3.0 0.0
38311 1 262 1 4.0 3.0
50301 1 262 1 4.0 1.8
72071 1 262 1 4.0 -2.6

Fonte: elaborado pelo autor.

e Cartola FC

O “Cartola FC” é um jogo virtual baseado em competi¢cdes de futebol, mais
especificamente o Campeonato Brasileiro. Nele, os participantes assumem o papel de
técnicos e montam seus proprios times de futebol, escolhendo jogadores reais das
equipes a cada nova rodada. O objetivo € somar a maior quantidade de pontos
possivel em cada, de acordo com o desempenho real dos jogadores nas partidas.
Esta pontuagdo é baseada no desempenho deles nos jogos reais. Cada acdo em

campo gera uma pontuagao especifica, como:
e Acdes positivas:
o Gol: +8.0 pontos
o Assisténcia: +5.0 pontos
o Desarme: +1.2 ponto

o Defesa de pénalti (goleiro): +7.0 pontos
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o Finalizagao defendida (goleiro): +1.2 ponto
o Acbes negativas:

o Cartdo amarelo: -2.0 pontos

o Cartao vermelho: -5.0 pontos

o Gol contra: -5.0 pontos

o Pénalti perdido: -4.0 pontos

o Falta cometida: -0.5 pontos

Através dessa somatéria de pontuagdes cada jogador participante de uma
partida apresentara uma pontuacao final individual, contribuindo para o resultado final

de cada equipe montada por cada usuario.

Da mesma forma, o técnico também pontua, dependendo do resultado e
desempenho do time que comanda. Os jogadores escolhidos possuem custo ficticio
e cada usuario possui um valor inicial para montar a equipe, o qual pode desvalorizar
ou valorizar, de acordo, também, com o desempenho do time na rodada em que foi

“contratado”.

3.1.2 Pré-processamento dos dados
Apos a obtengdo dos dados, segue-se ao processo de tratamento e
consolidagcédo das informagdes — processos necessarios para a criagao e exploragcao

de futuras features.

e Transformacgao e Consolidagao dos Dados
Iniciando-se pela transformacgao e consolidacado das informacdes, realizaram-

se o seguinte passos:

e Baseando-se nos dados dos arquivos de sufixo “clubes”, os quais trazem as
informacdes sobre os times participantes do campeonato, adicionou-se a cada
arquivo de sufixo “partidas” equivalente (mesmo ano) os respectivos nomes das
equipes presentes em cada linha (time mandante e visitante), os quais estavam

somente sendo representados por suas identificagcdes numéricas.

¢ Os arquivos “partidas” foram concatenados, a fim de unificarmos as partidas de
2014 a 2017
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e Sobre cada arquivo “scouts", adicionou-se a coluna “year”, com o objetivo de

identificar o ano de cada linha
¢ Antes de unificar os arquivos “scouts", filtrou-se os dados de duas formas:

o Para os arquivos “2014_" e “2016_" a coluna “participou” estda com as
informagdes completas permitindo-se basear nesta para considerar
apenas jogadores que participaram de cada partida (“participou” com

valor “17)

o Entretanto, para os arquivos “2015_" e “2017_" a coluna “participou” ndo
apresenta informacgdes; portanto, para considerar apenas jogadores que
participaram de cada partida, optou-se por levar em consideragao

jogadores com pontuagéao (coluna “pontos_num”) diferente de 0
¢ Unificou-se os arquivos “scouts” em um unico dataframe

e Limpeza dos Dados

Além da filtragem ja citada no tépico anterior (filtro no dataframe “scouts”,
considerando apenas jogadores que participaram do jogo), também foi realizada outra
filtragem sobre o mesmo arquivo, no qual havia linhas com informagdes inconsistentes
sobre pontuagdes de jogadores, constando pontuagdes em partidas na rodada 0, a

qual ndo existiu.

e Engenharia de Features

As features, no contexto de Machine Learning, sao atributos utilizados para
treinar um modelo, ou seja, serdo as variaveis de entrada que este utilizara no
processo de aprendizado e classificagdo, sendo fundamentais para identificar padroes

e obter resultados (previsoes).

Em questdo de contextualizagado, reforga-se alguns conceitos utilizados no
ambiente futebolistico: “confronto direto” refere-se ao histérico de enfrentamentos
entre duas equipes; de acordo com o resultado de uma partida, o time pode obter 3
pontos, caso seja vitorioso, 1 ponto em caso de empate e 0 pontos, se for derrotado.
No contexto do dataset utilizado, obteve-se direta ou indiretamente as seguintes

features:
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“‘Aproveitamento_Mandante_ MANDANTE”: analisa todos os jogos do
time, mandante naquela partida (linha especificada), como mandante e
calcula a divisdo da quantidade de vitorias sobre o total de jogos

(aproveitamento)

“‘Aproveitamento_Visitante. MANDANTE”: analisa todos os jogos do
time, visitante naquela partida (linha especificada), como mandante e
calcula a divisdo da quantidade de vitorias sobre o total de jogos

(aproveitamento)

“‘Aproveitamento_Mandante_VISITANTE”: analisa todos os jogos do
time, mandante naquela partida (linha especificada), como visitante e
calcula a divisdo da quantidade de vitdrias sobre o total de jogos

(aproveitamento)

“‘Aproveitamento_Visitante_VISITANTE”: analisa todos os jogos do
time, visitante naquela partida (linha especificada), como visitante e
calcula a divisdo da quantidade de vitorias sobre o total de jogos

(aproveitamento)

“Gols_feitos MANDANTE”: analisa todos os jogos do time, mandante

naquela partida (linha especificada), e soma a quantidade de gols feitos

“‘Gols_feitos_VISITANTE”: analisa todos os jogos do time, visitante

naquela partida (linha especificada), e soma a quantidade de gols feitos

“‘Gols_tomados_MANDANTE”: analisa todos os jogos do time,
mandante naquela partida (linha especificada), e soma a quantidade

de gols tomados

“Gols_tomados_VISITANTE”: analisa todos os jogos do time visitante,
naquela partida (linha especificada), e soma a quantidade de gols

tomados

“Pontos Confronto Mandante”: calcula a soma de pontos, para o time

mandante, nos confrontos diretos anteriores

“Pontos Confronto Visitante”: calcula a soma de pontos, para o time

visitante, nos confrontos diretos anteriores
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e “Pontos Ult 3 Mandante”. calcula a soma de pontos, para o time

mandante, nas ultimas 3 partidas (caso haja 3 partidas anteriores)

e “Pontos Ult 3 Visitante”: calcula a soma de pontos, para o time visitante,

nas ultimas 3 partidas (caso haja 3 partidas anteriores)

Esses atributos foram obtidos analisando e manipulando o dataframe
resultante das “partidas” e, posteriormente, adicionados nas respectivas linhas em
forma de novas colunas. Outras duas features foram obtidas através da analise do

dataframe “scouts” unificado, totalizando 14 features:

e “media_pontos _mandante”: média de pontos do time (soma dos pontos

de cada jogador) mandante, no ano

e “media_pontos_visitante”: média de pontos do time (soma dos pontos

de cada jogador) visitante, no ano

e Transformacao dos Dados

A etapa de normalizacdo dos dados é crucial para o bom funcionamento de
algoritmos de aprendizado de maquina (ML). Durante esse processo, as variaveis e
atributos sao convertidos em uma representacéo numérica, a fim de facilitar e otimizar

o processamento dos dados.

No caso da coluna Resultado, que contém valores textuais como
"Vitéria_ MANDANTE", "Vitéria_VISITANTE" e "Empate", foi necessario realizar essa
conversao para garantir que a variavel pudesse ser usada como alvo no modelo. Para
isso, utilizou-se o “LabelEncoder”, uma classe do moédulo “sklearn.preprocessing”, que
transforma rétulos de texto em numeros inteiros. O “LabelEncoder” atribui um numero
unico a cada categoria, o que facilita a entrada desses dados nos modelos de machine
learning (SCIKIT-LEARN, 2019).

3.1.3 Algoritmos Utilizados e Métricas de Desempenho

Ap0s a etapa do pré-processamento dos dados, iniciou-se a classificagao dos
resultados de partidas de futebol, utilizando diferentes algoritmos de aprendizado de
maquina, implementados através da biblioteca Scikit-learn (SCIKIT-LEARN, 2019). O
Scikit-learn € uma robusta biblioteca python para machine learning, a qual oferece
uma vasta gama de algoritmos, ferramentas para pré-processamento de dados,

validagao de modelos e medidas de avaliagao.
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Neste desenvolvimento, implementou-se alguns classificadores como
Regresséo Logistica, Arvore de Decisdo, Random Forest, Support Vector Machine
(SVM) e Multilayer Perceptron (MLP), os quais atuam sobre uma classificagéo
multiclasse, mais especificamente sobre as seguintes previsdes: "vitdéria_mandante",
"vitdria_visitante" e "empate". A base de dados final utilizada foi dividida em conjuntos
de treinamento (80%) e teste (20%), através da fungao “train_test_split” do Scikit-learn
(SCIKIT-LEARN, 2019), possibilitando que os modelos sejam treinados em uma
amostra representativa dos dados. O conjunto de treinamento, assim como nomeado,
foi utilizado para treinar o classificador, ao ponto que, os dados de teste foram

responsaveis pela avaliacao da performance dos modelos.

Na questdo do desempenho dos algoritmos, a acuracia e o F1-Score, foram
calculados utilizando as fungdes “accuracy score” e “f1_score” do Scikit-learn, os
quais serao apresentados e descritos posteriormente no topico 2.2.3.1 e 2.2.3.2,
respectivamente. As métricas em questdo serdo essenciais para mensurar a
capacidade e analisar o desempenho de cada combinagao de features e cada modelo

treinado, com o propdsito de prever corretamente os resultados dos jogos.

Além disso, cada algoritmo foi ajustado com parametros especificos para lidar
com o desbalanceamento das classes e evitar overfitting (ajuste excessivo de um
modelo sobre os dados, interferindo em seu desempenho). Por exemplo, o parametro
“class_weight = 'balanced" foi utilizado para atribuir maior peso as classes com menos
amostras, equilibrando a influéncia de cada classe no modelo. Também foi dada
especial atencao a padronizacio das features, particularmente para modelos como a
Regressao Logistica, SVM e MLP, que sdo sensiveis a escala dos dados. A
padronizacao foi realizada utilizando a classe “StandardScaler’” do Scikit-learn
(SCIKIT-LEARN, 2019) para garantir que todas as variaveis tenham a mesma escala

e, assim, melhorar a performance e a convergéncia dos algoritmos.

e Accuracy Score

O accuracy_score ou acuracia (pontuagao de acuracia) € uma meétrica
simples, porém significativa para medicao do desempenho de um classificador,
medindo a proporgéo de predi¢des corretas em relagao ao total de amostras (SCIKIT-
LEARN, 2019). Assim, este avalia o percentual de vezes que o modelo classificou

corretamente os dados de teste, sendo representado, matematicamente, por:
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N° de Predigoes Corretas

Acuracia = (Equacéao 1)

N°Total de Amostras

e F1-Score

De forma a complementar a analise da acuracia, utilizou-se o f1-score,
principalmente a fim de minimizar inconsisténcias relacionadas a cenarios de
desbalanceamento de classes, ndao considerados pela acuracia, visto que um modelo
pode favorecer uma classe majoritaria (maior numero de resultados) e obter um alto
accuracy_score, ainda que obtenha uma insatisfatoria performance sobre classes

minoritarias.

O f1-score &, em sintese, a média harménica entre a precisdo e o recall
(revocagéao), fornecendo uma métrica equilibrada, a qual considera tanto os falsos
positivos quanto os falsos negativos (SCIKIT-LEARN, 2019). As duas medidas citadas

definem-se por:

e Precisdo: proporcdo de predigdes corretas para determinada classe sobre

todas as predigdes feitas para esta classe

.~ Verdadeiros Positivos ~
Precisio = : — — (Equagéo 2)
Verdadeiros Positivos+Falsos Positivos

¢ Recall (Revocagao): proporgéo de predi¢des corretas para determinada classe

sobre todas as instancias reais dessa classe

Verdadeiros Positivos

Recall = , — _ (Equacao 3)
Verdadeiros Positivos+Falsos Negativos
Assim, tem-se o calculo final da métrica f1-score:
Precisdo * Recall ~
F1— Score = 2 » ——20 " T (Equacéo 4)

Precisao + Recall

Essa métrica pode variar entre 0 e 1, intervalo no qual valores mais proximos
de 1 representam um bom equilibrio entre a precisao e o recall. Especificamente neste
trabalho, avalia-se o desempenho do modelo para todas as classes, evidenciando
também erros nas classes com menos dados. Assim, o f1-score foi calculado usando
uma abordagem macro-averaging, a qual considera cada classe de forma igualitaria,

calculando a média do f1-score obtida de cada classe individualmente.
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e Regressao Logistica

A Regressao Logistica € um modelo estatistico, o qual utiliza a fungéo
sigmoide para limitar as previsdes ao intervalo de 0 e 1, implementada no Scikit-learn
através da classe “LogisticRegression”, sendo utilizada para problemas de
classificagao binaria ou multiclasse (SCIKIT-LEARN, 2019).

Nesta aplicagcéo, configurou-se para lidar com multiplas classes através do

”m

parametro “multi-class = ‘multinomial” e treinado utilizando a otimizagdo do tipo
LBFGS (Limited-memory Broyden—Fletcher—Goldfarb—Shanno) através do parametro
“solver = 'Ibfgs"”, eficientes para cenarios multiclasse. Além disso, utiliza-se o valor
padrdao do parametro C igual a 1. Este hiperparametro controla a forgca da
regularizacdo no modelo, a qual auxilia a evitar o overfitting, equilibrando a
interpretacdo da complexidade do modelo e a capacidade de generalizar. Valores
menores de C aumentam a regularizagao, resultando em modelos mais simples,
enquanto valores maiores reduzem a regularizagdo, garantindo um ajuste mais
preciso. Dentre os algoritmos a serem utilizados, pode ser classificado como um dos
mais “simples”, sendo amplamente rapido para desenvolvimentos com grande volume

de dados e baixa dimensionalidade.

Ademais, aplicou-se a padronizagao das features utilizando o StandardScaler,
0 qual normaliza os dados, a fim de que as variaveis tenham média zero e desvio

padrao igual a um, possivelmente otimizando o modelo.

e Arvore de Decisao

A Arvore de Decisdo, implementada  através da  classe
“DecisionTreeClassifier’, em suma, divide os dados em subgrupos com base em
critérios que buscam uma singularidade de cada um, composto por nds (ponto de
decisdo), ramos (conexdo entre os nos) e as folhas, representando os resultados da
predicdo (SCIKIT-LEARN, 2019). Esta divisdo pode ser configurada, garantindo a
qualidade desta durante um treinamento, a fim de maximizar métricas como entropia

ou indice de Gini. O modelo foi ajustado com os seguintes parametros:

e “max_depth = 10”: Limita a profundidade da arvore, controlando o crescimento
do modelo e ajudando a evitar overfitting, pois arvores muito profundas podem
se ajustar excessivamente aos dados de treinamento, perdendo capacidade de

generalizagao.
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e “min_samples_split = 20”: Define 0 numero minimo de amostras necessarias
para dividir um no, auxiliando a evitar que o modelo crie divisbes que se ajustam

a pequenas variagdes nos dados, o que pode levar, também, ao overfitting.

e “min_samples_leaf = 10”: Define 0 nimero minimo de amostras que uma folha
deve conter, garantindo que cada uma tenha um numero razoavel
suficientemente de exemplos, evitando que o modelo se torne excessivamente

especifico.

« Random Forest

Através da classe “RandonForestClassifier”, implementou-se o Random
Forest, o qual & representado por um conjunto de multiplas arvores de deciséo
(SCIKIT-LEARN, 2019). Dessa forma, combina-se varias arvores com dados e

features diversas, sendo configurada com os seguintes parametros:

e “n_estimators = 100”: Define o numero de arvores que o conjunto deve ter,

mantendo um equilibrio entre desempenho e tempo de treinamento.

e “max_depth = 10" Limita a profundidade das arvores e ajuda a controlar o

overfitting, garantindo que as arvores nao cresgcam de maneira descontrolada.

e “min_samples_split = 20” e “min_samples_leaf = 10”: Limitam o numero de
amostras necessarias para dividir um n6 ou criar uma folha, respectivamente,

evitando que o modelo se ramifique de maneira excessivamente detalhada.

e Support Vector Machine (SVM)

Utilizando a classe “SVC”, do Scikit-learn, implementou-se o Support Vector
Machine (SVM). Este modelo espera encontrar um hiperplano, o qual separa as
classes, com a maior margem e distingao possivel (SCIKIT-LEARN, 2019). Para isso,

ele foi parametrizado da seguinte forma:

o “Kernel = 'rbf”: O kernel RBF (Radial Basis Function) é utilizado para projetar
os dados em um espago de maior dimensao, permitindo que o SVM encontre

um hiperplano nao linear que separa as classes de maneira eficiente.

e “C = 1.0 O parametro C, assim como na Regressao Linear, controla a
penalizagao por erros de classificagao, equilibrando o foco entre encontrar uma

margem maior (menor C) e classificar corretamente mais exemplos do conjunto
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de treinamento (maior C) sendo escolhido o valor de 1.0 para alcangar este

equilibrio.

e “gamma = 'scale”: Define a influéncia de cada ponto de dados no modelo,
controlando a curvatura do limite de deciséo, assim, com o valor 'scale’, ajusta-

se automaticamente o valor de gamma com base no numero de features.

O SVM ¢é especialmente eficaz em conjuntos de dados com limites de deciséo
complexos, mas € menos eficiente para grandes bases de dados devido a sua
complexidade computacional. Ademais, A padronizagao das features foi aplicada, pois
o SVM é sensivel a escala dos dados, e a padronizagao se mostra fundamental para

garantir um bom desempenho.

e Multilayer Perceptron (MLP)

O Multilayer Perceptron (MLP) é um modelo de rede neural artificial que possui
camadas ocultas, as quais aprendem representacdes nao lineares dos dados, sendo
capaz de modelar relagbes complexas entre entradas e saidas (SCIKIT-LEARN,

2019). Dessa forma, o algoritmo foi configurado da seguinte forma:

o “hidden_layer_sizes = (50, 30)": Define o numero de neurdnios nas camadas
ocultas. Neste caso, a rede possui duas camadas ocultas com 50 e 30
neurdnios, respectivamente, visando um equilibrio entre a capacidade de

aprendizado (modelo mais complexo) e o risco de overfitting.

e “max_iter = 500”: Define o numero maximo de iteragdes para o algoritmo de

otimizagao.

e “solver ='adam": O “adam” € um algoritmo de otimizacgao eficiente para redes
neurais, adaptando a taxa de aprendizado de forma individual para cada

parametro, ajudando a alcangar uma convergéncia mais rapida e eficaz.

o ‘“early_stopping = True”. Esse parametro permite que o treinamento seja
interrompido se a performance do modelo nao melhorar apés um numero
especifico de iteragdes, evitando overfitting e reduzindo o tempo de

treinamento.

O MLP é uma escolha poderosa para problemas nao lineares, mas exige

maior poder computacional e maior volume de dados para evitar possivel overfitting.
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Da mesma forma que na Regressao Logisitica e SVM, a normalizagcédo das features
foi aplicada utilizando o “StandardScaler” para garantir um bom desempenho do

modelo, visto que o modelo se mostra sensivel a escala dos dados.

3.1.4 Comparagao Entre Algoritmos e Combinag¢ées de Features

Deste modo, parametrizados e configurados os modelos, criou-se uma
funcdo, denominada “analisar_modelo”, a qual utiliza o pacote itertools para gerar
todas as combinagdes possiveis de features, uma a uma, retornando os resultados de
cada treinamento. Na implementacao, utilizou-se o método “itertools.combinations”, a

fim de treinar cada modelo através de cada combinacgao de features.

Assim, como saida dessa funcdo obtemos um dataframe com todas as

interagoes realizadas retornando as seguintes colunas:
¢ 'Modelo': Modelo treinado.
e 'Features': Atributos utiliazdos.
e 'Num_Features". Quantidade de features.
e 'Acuracia’: Acuracia obtida.
e 'F1-Score". F1-Score obtido.

Por final, gerado os dataframes e respectivos resultados, serdo analisados os
desempenhos internamente — o0 mesmo modelo com diferentes quantidades de
features — e entre todos os modelos. Para isto, tém-se 6 arquivos, dos quais 5 deles
apresentam os resultados de cada classificador e o ultimo, um resultado consolidado
destes 5. O arquivo consolidado permite uma visao abrangente, destacando qual
modelo e quais combinagdes de features oferecem o melhor equilibrio entre acuracia

e F1-Score para a tarefa de classificagao.

3.2 RESULTADOS OBTIDOS

Assim, considerando a utilizacdo de 5 modelos diferentes de aprendizado de
maquina e todas as possiveis combinacdes de 14 features, obtém-se um total de
81915 interagdes. Resultado derivado do valor de todas as combinagdes possiveis de
atributos 2* — 1 = 16383 combinagbes para cada classificador (caso vazio, zero
features, é desconsiderado), sendo multiplicado pela quantidade de algoritmos e,

finalmente, resultando no nimero de treinamentos totais.
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Além da visualizacdo dos dataframes, sera analisado o desempenho dos
modelos, através da maxima acuracia e, em seguida, do maximo f1-score, para cada
numero de features utilizadas. Ademais, conforme os 5 valores com melhor acuracia

e melhor f1-score obtido, sera identificado as features que mais estdo presentes.

3.2.1 Regressao Logistica

Para o primeiro modelo obtivemos os seguintes resultados apresentados
(apenas as primeiras 5 linhas, ordenadas em ordem decrescente de acuracia e,
posteriormente, f1-score), excluindo-se a coluna que identifica o modelo utilizado,
visto que ja foi abordado, a fim de melhorar a visualizacéo (Tabela 3 e Tabela 4):

Tabela 3 — Amostra das 5 melhores combinag¢des de features para a Regressao
Linear, ordenados pela acuracia

Features Num_Features Acuracia F1-Score
('Aproveitamento_Visitante_VISITANTE',
'Gols_tomados_VISITANTE',
'media_pontos_mandante', 'Pontos Ult 3
Mandante', 'Pontos Ult 3 Visitante")
('Gols_tomados_ MANDANTE',
'Gols_feitos VISITANTE',

'media_pontos_mandante', 'Pontos

5 0,5338 0,5371

4 0,5338 0,5331

Confronto Mandante')
('Gols_feitos_ MANDANTE',
'Gols_tomados_ MANDANTE',
'Aproveitamento_Mandante_VISITANTE',
'Aproveitamento_Visitante_VISITANTE', 7 0,5301 0,5326
'media_pontos_mandante', 'Pontos
Confronto Mandante', 'Pontos Ult 3
Visitante')
('Aproveitamento_Mandante. MANDANT
E', 'Gols_tomados_ MANDANTE',
'Gols_tomados_VISITANTE',
'media_pontos_mandante’, ® 05301 05271
'media_pontos_visitante', 'Pontos

Confronto Visitante')

('Aproveitamento_Visitante_VISITANTE',
'Gols_tomados_VISITANTE', 5 0,5263 0,5311

'media_pontos_mandante’, 'Pontos
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Confronto Mandante', 'Pontos Ult 3

Mandante')

Fonte: Elaborado pelo autor.

Tabela 4 — Amostra das 5 melhores combinag¢des de features para a Regressao
Linear, ordenados pelo f1-score

Features Num_Features Acuracia F1-Score
('Aproveitamento_Visitante_VISITANTE',
'Gols_tomados_VISITANTE',

5 0,5338 0,5371
'media_pontos_mandante', 'Pontos Ult 3
Mandante', 'Pontos Ult 3 Visitante')
('Gols_tomados_ MANDANTE',
'Gols_feitos VISITANTE',
4 0,5338 0,5331

'media_pontos_mandante', 'Pontos
Confronto Mandante')
('Gols_feitos MANDANTE',
'Gols_tomados_ MANDANTE',
'Aproveitamento_Mandante VISITANTE',
'Aproveitamento_Visitante VISITANTE', 7 0,5301 0,5326
'media_pontos_mandante', 'Pontos
Confronto Mandante', 'Pontos Ult 3
Visitante')
('Aproveitamento_Visitante_VISITANTE',
'Gols_tomados_VISITANTE',

'media_pontos_mandante’, 'Pontos 5 0,5263 0,5311
Confronto Mandante', 'Pontos Ult 3
Mandante')
('Gols_tomados_ MANDANTE',
'Aproveitamento_Visitante_VISITANTE',
'Gols_feitos_VISITANTE',
'media_pontos_mandante', 'Pontos ! 05263 05309
Confronto Mandante', 'Pontos Ult 3
Mandante', 'Pontos Ult 3 Visitante")

Fonte: Elaborado pelo autor.

Primeiramente, nota-se que tanto para a acuracia, quanto para o f1-score, o
modelo com melhor destacou-se por utilizar os seguintes 5 atributos:
'Aproveitamento_Visitante VISITANTE', 'Gols_tomados_VISITANTE',



33

'media_pontos_mandante', 'Pontos Ult 3 Mandante' e 'Pontos Ult 3 Visitante'. Obtendo,

assim, os resultados de 53,38% de acuracia e um f1-score de 0,5371.

Em relacdo ao numero de features de ambas as tabelas, mostra-se um
numero médio de combinagdes no intervalo de 4 a 7 atributos, o que nao representaria
a utilizagcdo de mais da metade deles (14, no total) para o melhor desempenho do

modelo.

Analisando-se, as listagens de variaveis utilizadas, € importante ressaltar que
a “media_pontos_mandante® se revela essencial para o bom desempenho do modelo,
visto que acumula 10 apari¢ées dentre as 10 amostras apresentadas (5 ordenadas
pela acuracia e 5, através do fl1-score). Vale destacar também o
“Aproveitamento_Visitante VISITANTE” e “Pontos Confronto Mandante”, com 7
apari¢cdes cada. Além disso, através do valor maximo da acuracia e do f1-score de

cada quantidade de features, desenvolveu-se o seguinte grafico:

Grafico 1 — Grafico dos maximos valores de acuracia e f1-score para a Regressao

Logistica
0,55000
Méaxima Acuracia: Maximo fl -score:
0,53383 O 53711
0,53000
0,51000
0,49000 Minima Acuracia:
Minimo f1-score: 0,46992
0,47337

0,47000 ||
0,45000

1 2 14

Quantldade de Features

m Maximo de Acuracia m Maximo de F1-Score
Fonte: Elaborado pelo autor.
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Observando o grafico, nota-se que tanto para acuracia, quanto para o f1-
score, combinagbes com quantidades intermediarias apresentam melhor
desempenho e para ambos os extremos (1 e 14 features), a performance decai,

apesentando os menores valores.

3.2.2 Arvore de Decisdo
De forma analoga, separou-se os 5 melhores resultados baseados na
acuracia (Tabela 5) e f1-score (Tabela 6):

Tabela 5 — Amostra das 5 melhores combinagées de features para a Arvore de
Decisao, ordenados pela acuracia

Features Num_Features Acuracia F1-Score
('Aproveitamento_Visitante_ MANDANTE'
, 'Gols_tomados_ MANDANTE',
'Aproveitamento_Mandante VISITANTE',
'Gols_feitos VISITANTE',

'media_pontos_mandante’,

8 0,4925 0,5018

'media_pontos_visitante', 'Pontos
Confronto Visitante', 'Pontos Ult 3
Mandante')
('Aproveitamento_Mandante_ MANDANT
E', 'Gols_tomados MANDANTE',
'Gols_tomados_VISITANTE!,

'media_pontos_visitante', 'Pontos ° 04925 05010
Confronto Visitante', 'Pontos Ult 3
Visitante')
('Gols_tomados_ MANDANTE',
'Aproveitamento_Mandante_VISITANTE',
'Gols_feitos_VISITANTE',

'media_pontos_mandante’, 7 0,4925 0,5004
'media_pontos_visitante', 'Pontos
Confronto Visitante', 'Pontos Ult 3
Mandante')
('media_pontos_mandante’,
'media_pontos_visitante', 'Pontos Ult 3 4 0,4925 0,4997
Mandante', 'Pontos Ult 3 Visitante")
('Gols_tomados_ MANDANTE',
'Aproveitamento_Mandante VISITANTE',
'Gols_feitos_VISITANTE',
'Gols_tomados_VISITANTE',

7 0,4925 0,4967
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'media_pontos_mandante’,
'media_pontos_visitante', 'Pontos Ult 3
Mandante')

Fonte: Elaborado pelo autor.

Tabela 6 — Amostra das 5 melhores combinagdes de features para a Arvore de
Decisao, ordenados pelo f1-score

Features

Num_Features

Acuracia

F1-Score

('Aproveitamento_Visitante. MANDANTE'
, 'Gols_tomados_ MANDANTE',
'Aproveitamento_Mandante VISITANTE',
'Gols_feitos_ VISITANTE',
'media_pontos_mandante’,
'media_pontos_visitante', 'Pontos
Confronto Visitante', 'Pontos Ult 3
Mandante')
('Aproveitamento_Mandante_ MANDANT
E', 'Gols_tomados MANDANTE',
'Aproveitamento_Mandante VISITANTE',
'Gols_feitos_ VISITANTE',
'Gols_tomados_VISITANTE',
'media_pontos_mandante’,
'media_pontos_visitante', 'Pontos Ult 3
Mandante')
('Aproveitamento_Mandante. MANDANT
E', 'Gols_tomados_ MANDANTE',
'Gols_tomados_VISITANTE',
'media_pontos_visitante', 'Pontos
Confronto Visitante', 'Pontos Ult 3
Visitante')
('Gols_tomados_ MANDANTE',
'Aproveitamento_Mandante_VISITANTE',
'Gols_feitos_VISITANTE',
'media_pontos_mandante’,
'media_pontos_visitante', 'Pontos
Confronto Visitante', 'Pontos Ult 3

Mandante')

0,4925

0,4887

0,4925

0,4925

0,5018

0,5010

0,5010

0,5004
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('media_pontos_mandante',
'media_pontos_visitante', 'Pontos Ult 3 4 0,4925 0,4997
Mandante', 'Pontos Ult 3 Visitante")

Fonte: Elaborado pelo autor.

Aponta-se novamente que a mesma combinagao de features lidera ambas as
tabelas, utilizando a lista de 8 atributos: 'Aproveitamento_Visitante MANDANTE',
'Gols_tomados_MANDANTE', '‘Aproveitamento_Mandante_VISITANTE',
'Gols_feitos VISITANTE', 'media_pontos mandante', 'media_pontos_visitante',
'Pontos Confronto Visitante' e 'Pontos Ult 3 Mandante'. Ademias, o intervalo se

assemelha ao encontrado na Regressao Linear, agora, identificado por 4 a 8 features.

Neste caso, destacam-se a “media_pontos_visitante” com 10 aparig¢des,
“Gols_tomados_ MANDANTE” e “Pontos Ult 3 Mandante” com 8 apresentacdes, além
do fato de novamente a “media_pontos_mandante” apresentar-se no topo da listagem,

com, também, 8 aparicdes.

Segue o grafico (Grafico 2), representando o maximo de acuracia e f1-score

apresentado por cada quantidade de atributos:

Grafico 2 — Grafico dos maximos valores de acuracia e f1-score para a Arvore de
Decisao



0,51000

0,49000

0,47000

0,45000

0,43000

0,41000

0,39000

0,37000

1 2 3 4

Fonte: Elaborado pelo autor.
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Maxima Acuracia: Maximo fl-score:

0,49248 0,50184
Minimo fl1-score:
0,40469
Minima Acuracia:
0,39474

5 6 7 8 9 10 11 12 13 14
Quantidade de Features

m Maximo de Acuracia m Maximo de F1-Score

Assim, observa-se que os menores valores de acuracia e f1-score estao

presentes na maior quantidade possivel de features (14). Ja os maiores valores séo

apresentados para a combinagao com 8 variaveis.

3.2.3 Random Forest

Agora para o Random Forest, seguiu-se 0 mesmo processo, resultando na

tabela ordenada pela acuracia (Tabela 7) e f1-score (Tabela 8):

Tabela 7 — Amostra das 5 melhores combinag¢des de features para a Random
Forest, ordenados pela acuracia

Features

Num_Features | Acuracia F1-Score

('Aproveitamento_Visitante MANDANTE',
'Aproveitamento_Mandante_VISITANTE',
'Aproveitamento_Visitante VISITANTE',

'Pontos Confronto Visitante', 'Pontos Ult 3 Mandante')

'Gols_feitos_VISITANTE', 9 0,5489 0,56522

'Gols_tomados_VISITANTE',

'media_pontos_mandante’, 'media_pontos_visitante',
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('Gols_feitos MANDANTE',
'Gols_tomados_ MANDANTE',
'media_pontos_mandante', 'media_pontos_visitante',
'Pontos Confronto Mandante', 'Pontos Confronto
Visitante')
('Aproveitamento_Visitante_ MANDANTE',
'Gols_tomados_ MANDANTE',
'Aproveitamento_Visitante VISITANTE',
'Gols_tomados_VISITANTE',
'media_pontos_mandante’, 'media_pontos_visitante',
'Pontos Confronto Mandante', 'Pontos Confronto
Visitante', 'Pontos Ult 3 Mandante', 'Pontos Ult 3
Visitante')

('Gols_feitos. MANDANTE',
'Aproveitamento_Mandante VISITANTE',
'Aproveitamento_Visitante VISITANTE',
'Gols_feitos VISITANTE', 'media_pontos_mandante’,
'media_pontos_visitante', 'Pontos Confronto
Mandante', 'Pontos Ult 3 Mandante')
('Gols_feitos. MANDANTE',
'‘Aproveitamento_Visitante_VISITANTE',
'Gols_feitos VISITANTE', 'media_pontos_mandante’,

'media_pontos_visitante', 'Pontos Ult 3 Mandante')

10

0,5414

0,5414

0,5414

0,5414

0,5442

0,5439

0,5428

0,5428

Fonte: Elaborado pelo autor.

Tabela 8 — Amostra das 5 melhores combinagdes de features para a Random

Forest, ordenados pelo f1-score

Features Num_Features

Acuracia

F1-Score

('Aproveitamento_Visitante_ MANDANTE',
'Aproveitamento_Mandante_VISITANTE',
'‘Aproveitamento_Visitante_VISITANTE',
'Gols_feitos_ VISITANTE',
'Gols_tomados_VISITANTE',
'media_pontos_mandante’,
'media_pontos_visitante', 'Pontos Confronto
Visitante', 'Pontos Ult 3 Mandante')
('Gols_feitos_ MANDANTE',
'Gols_tomados_ MANDANTE!',

'media_pontos_mandante’,

0,5489

0,5414

0,5522

0,5442
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'media_pontos_visitante', 'Pontos Confronto
Mandante', 'Pontos Confronto Visitante')
('Aproveitamento_Visitante_ MANDANTE',
'Gols_tomados_ MANDANTE!',
'Aproveitamento_Visitante VISITANTE',
'Gols_tomados_VISITANTE',

'media_pontos_mandante’, 10 0,5414 0,5439
'media_pontos_visitante', 'Pontos Confronto
Mandante', 'Pontos Confronto Visitante',
'Pontos Ult 3 Mandante', 'Pontos Ult 3
Visitante')

('Gols_feitos MANDANTE',
'‘Aproveitamento_Mandante_VISITANTE',
'‘Aproveitamento_Visitante_VISITANTE',
'Gols_feitos_VISITANTE', 8 0,5414 0,5428
'media_pontos_mandante’,
'media_pontos_visitante', 'Pontos Confronto
Mandante', 'Pontos Ult 3 Mandante')
('Gols_feitos MANDANTE',
'‘Aproveitamento_Visitante_VISITANTE',
'Gols_feitos VISITANTE',

'media_pontos_mandante’,

6 0,5414 0,5428

'media_pontos_visitante', 'Pontos Ult 3

Mandante')

Fonte: Elaborado pelo autor.

Neste caso, observa-se a presenca de um numero mais elevado de features

com até 10 valores, sendo, novamente, a mesma combinagcdo com os melhores

resultados para acuracia e f1-score com 9 atributos:
'‘Aproveitamento_Visitante. MANDANTE', 'Aproveitamento_Mandante VISITANTE',
'‘Aproveitamento_Visitante VISITANTE', 'Gols_feitos_VISITANTE',

'Gols_tomados_VISITANTE', 'media_pontos_mandante', 'media_pontos_visitante',

'Pontos Confronto Visitante' e 'Pontos Ult 3 Mandante'.

Analisando a quantidade de visualizacbes de cada feature, destaca-se a
'media_pontos_mandante' e ‘'media_pontos visitante' aparecendo nas 10
combinagdes apresentadas, além do 'Pontos Ult 3 Mandante' e

‘Aproveitamento_Visitante VISITANTE' com 8 apresentagbes. Salientando que os
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dois primeiros citados ja apareceram em analises anteriores, se mantendo valorosos

em relagdo ao desempenho dos treinamentos.

Em seguida, desenvolveu-se o mesmo padrao de graficos, neste caso, para

a Random Forest (Grafico 3):

Grafico 3 — Grafico dos maximos valores de acuracia e f1-score para a Random
Forest

056000 Méximo f1-score:
Minima Acuracia: 0,54887 0,55215
0.54000 0,46992 | |
9 1

0,52000
0,50000
0,48000 Minimo f1-score:
0,47579
0,46000
0,44000
0,42000
5 6 7 8 0 11 12 13 14

Quantidade de Features
W Maximo de Acuracia B Maximo de F1-Score

Fonte: Elaborado pelo autor.

O padréao dos graficos se manteve, visto que proximos aos extremos (1 ou 14
atributos) o modelo se torna menos performatico, mantendo o maximo desempenho

nos valores intermediarios de quantidade de atributos.

3.2.4 Support Vector Machine (SVM)
Novamente, segue-se as tabelas dos 5 maiores valores baseados na acuracia
(Tabela 9) e f1-score (Tabela 10):

Tabela 9 — Amostra das 5 melhores combinag¢des de features para o SVM,
ordenados pela acuracia

Features Num_Features | Acuracia F1-Score
('Gols_feitos MANDANTE', 'media_pontos_visitante') 2 0,5301 0,5231
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('Aproveitamento_Mandante. MANDANTE',
'Gols_feitos. MANDANTE',
'Gols_tomados_VISITANTE',
'media_pontos_visitante', 'Pontos Ult 3 Mandante')
('Aproveitamento_Visitante_ MANDANTE',
'Gols_feitos MANDANTE', 'media_pontos_visitante',
'Pontos Confronto Mandante', 'Pontos Confronto
Visitante')
('Aproveitamento_Mandante. MANDANTE',
'Aproveitamento_Visitante. MANDANTE',
'Gols_feitos. MANDANTE',
'‘Aproveitamento_Mandante_VISITANTE',
'media_pontos_visitante', 'Pontos Confronto
Mandante')
('Aproveitamento_Visitante_ MANDANTE',
'Gols_tomados_ MANDANTE',
'Aproveitamento_Mandante VISITANTE',
'‘Aproveitamento_Visitante_VISITANTE',
'Gols_feitos VISITANTE',
'Gols_tomados_VISITANTE!', 'Pontos Confronto

Mandante', 'Pontos Confronto Visitante', 'Pontos Ult 3

Mandante')

0,5301

0,5301

0,5301

0,5301

0,5373

0,5260

0,5373

0,5340

Fonte: Elaborado pelo autor.

Tabela 10 — Amostra das 5 melhores combinacdes de features para o SVM,

ordenados pelo f1-score

Features Num_Features

Acuracia

F1-Score

('Aproveitamento_Mandante_ MANDANTE'
, 'Aproveitamento_Visitante_ MANDANTE',
'Gols_feitos_ MANDANTE',
'Aproveitamento_Mandante VISITANTE',
'media_pontos_visitante', 'Pontos
Confronto Mandante')
('Aproveitamento_Mandante_ MANDANTE'
, 'Gols_feitos_ MANDANTE',
'Gols_tomados_VISITANTE',

0,5301

0,5301

0,5373

0,5373
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'media_pontos_visitante', 'Pontos Ult 3
Mandante')
('Aproveitamento_Visitante. MANDANTE',
'Gols_tomados  MANDANTE',
'Aproveitamento_Mandante VISITANTE',
'Aproveitamento_Visitante VISITANTE',
'Gols_feitos_ VISITANTE',
'Gols_tomados_VISITANTE', 'Pontos
Confronto Mandante', 'Pontos Confronto
Visitante', 'Pontos Ult 3 Mandante')
('Aproveitamento_Mandante. MANDANTE'
, '"Aproveitamento_Visitante_ MANDANTE',
'Gols_feitos MANDANTE',

'Gols_tomados_VISITANTE', 7 0,5263 0,5328

'media_pontos_visitante', 'Pontos

9 0,5301 0,5340

Confronto Mandante', 'Pontos Ult 3
Mandante')
('Aproveitamento_Mandante_ MANDANTE'
, '"Aproveitamento_Visitante_ MANDANTE',

'Gols_feitos_ MANDANTE', 5 0,5226 0,5302
'media_pontos_visitante', 'Pontos Ult 3

Mandante')

Fonte: Elaborado pelo autor.

Para o SVM, destaca-se a obtencdo da maior acuracia através de apenas 2
features, o menor valor apresentado até entdo. Desconsiderando esta excegao, o
intervalo médio de atributos nas listagens de melhores desempenho se mantém. Além
disso, na tabela 9, constata-se uma variancia entre a quantidade de features, a qual
nao interfere diretamente com a acuracia do modelo, visto que conservam o valor

maximo de 0,5301.

Nesta configuragao, nao se apresentou alguma feature com participagao nas
10 combinagdes listadas, porém € possivel salientar 8 aparicbes de
'Gols_feitos MANDANTE' e 'media_pontos visitante', esta ultima, a qual ja se

mostrou eficiente na Arvore de Decisdo e Random Forest.

Desenvolvendo-se o grafico dos valores maximos de acuracia e f1-score

(Gréfico 4), tem-se:

Grafico 4 — Grafico dos maximos valores de acuracia e f1-score para o SVM
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[JT o I Maxima Acuracia: Méaximo f1-score:
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0,46000
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Fonte: Elaborado pelo autor.

Assim, repara-se que o padrdo ja mencionado segue ocorrendo, tendo os
menores valores de acuracia e f1-score nas extremidades, obtendo as maiores

medidas estdo ao centro, com exceg¢ao ao treino com 2 features.

3.2.5 Multilayer Perceptron (MLP)

Por ultimo, obteve-se os resultados para o Multilayer Perceptron,
organizando-os em duas tabelas de 5 amostras cada, ordenadas pelos maiores
valores de acuracia (Tabela 11) e f1-score (Tabela 12):

Tabela 11 — Amostra das 5 melhores combinagdes de features para o MLP,
ordenados pela acuracia

Features Num_Features | Acuracia | F1-Score

('Gols_feitos_ MANDANTE', 'media_pontos_mandante’,
'media_pontos_visitante', 'Pontos Ult 3 Visitante')

('Gols_feitos_ MANDANTE', 'media_pontos_mandante’,

'media_pontos_visitante', 'Pontos Confronto Mandante', 5 0,5639 0,5393

4 0,5714 0,5326

'Pontos Confronto Visitante')
('Aproveitamento_Mandante VISITANTE',
'Aproveitamento_Visitante VISITANTE',
'media_pontos_mandante', 'Pontos Confronto Visitante',
'Pontos Ult 3 Visitante')

5 0,5602 0,5312




44

('Gols_feitos MANDANTE', 'media_pontos_visitante’,
'Pontos Ult 3 Visitante')

3 0,5602 0,5213

('Gols_feitos MANDANTE',
'Gols_tomados_ MANDANTE', 'Pontos Ult 3 Visitante')

3 0,5602 0,4775

Fonte: Elaborado pelo autor.

Tabela 12 — Amostra das 5 melhores combinagdes de features para o MLP,
ordenados pelo f1-score

Features Num_Features | Acuracia | F1-Score
('Gols_feitos_ MANDANTE', 'media_pontos_mandante',
'media_pontos_visitante', 'Pontos Confronto Mandante', 5 0,5639 0,5393

'Pontos Confronto Visitante')
('Aproveitamento_Visitante_ MANDANTE',
'Gols_tomados_MANDANTE',
'Aproveitamento_Mandante VISITANTE',
'Aproveitamento_Visitante VISITANTE',

'media_pontos_mandante', 'Pontos Confronto Mandante',

8 0,5526 0,5380

'Pontos Confronto Visitante', 'Pontos Ult 3 Mandante')
(‘'Gols_feitos_ MANDANTE',
'Gols_tomados_ MANDANTE', 'media_pontos_visitante', 5 0,5526 0,5334
'Pontos Confronto Visitante', 'Pontos Ult 3 Visitante')
('Gols_feitos_ MANDANTE', 'media_pontos_mandante’,

4 0,5714 0,5326
'media_pontos_visitante', 'Pontos Ult 3 Visitante')
('Aproveitamento_Mandante_VISITANTE',
'Aproveitamento_Visitante_VISITANTE',
5 0,5602 0,5312

'media_pontos_mandante', 'Pontos Confronto Visitante',
'Pontos Ult 3 Visitante')

Fonte: Elaborado pelo autor.

Neste modelo, constata-se que, para acuracia, foi apenas necessario 4
features para alcancar o valor maximo de 0,5714. Da mesma forma, o melhor
desempenho em relagao ao f1-score (0,5393) é verificado na combinacédo de somente
5 atributos, mantendo-se o padrao de uma quantidade mediana de features e distante
dos extremos maximos e minimos. Outrossim, salienta-se que este valor de acuracia

foi o maior encontrado entre todos os modelos e combinagdes gerados.

Para este caso, vale-se destacar a ‘Gols_feitos MANDANTE’,

‘media_pontos_visitante’ e ‘Pontos Ult 3 Visitante’ ambas com 7 apari¢gdes nas tabelas,
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sendo que os dois primeiros critérios ja se apresentaram como destaque em outros

modelos.

Posteriormente, criou-se o grafico (Grafico 5) do maximo da acuracia e f1-
score por cada tamanho da lista de atributos, a fim de analisar o impacto dessas

quantidades sobre o desempenho do algoritmo:

Grafico 5 — Grafico dos maximos valores de acuracia e f1-score para o MLP

0,60000 Méaxima Acurécia:

057143 Maximo fl1-score:
0,53929

Minimo f1-score:
0,40072
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0,40602
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0,55000

0,50000
0,45000
0,40000 | |
0,35000
1 2 3 4 5 6

Quantidade de Features

10 11 12 13 14

W Maximo de Acuracia B Maximo de F1-Score

Fonte: Elaborado pelo autor.

Analisando o grafico, atenta-se que o padréo observado anteriormente em
outros modelos segue sendo apresentado, no qual temos valores intermediarios com
desempenhos melhores e mais equilibrados. Ademais, nesse caso, a opgao com
maior numero de features possivel exibe o pior desempenho entre os maximos valores
para cada quantidade de atributos, remetendo a um possivel overfitting — essa
quantidade de features tornou o classificador muito especifico, se ajustando
excessivamente aos padrboes do conjunto de treinamento, potencializando outliers e

variagcoes desconsideraveis.

3.2.6 Resultados Gerais
Assim, unificando todos os dataframes e avaliando os modelos em conjunto
temos as seguintes tabelas com os 5 maiores valores gerais de acuracia (Tabela 13)

e 0s 5 melhores resultados referentes ao f1-score (Tabela 14):
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Tabela 13 — Amostra das 5 melhores combinag¢des de features para todos os
modelos, ordenados pela acuracia

Modelo

Features

Num_Features

Acuracia

F1-Score

MLP

MLP

MLP

MLP

MLP

('Gols_feitos MANDANTE',
'media_pontos_mandante’,
'media_pontos_visitante', 'Pontos Ult 3
Visitante')

('Gols_feitos MANDANTE',
'media_pontos_mandante’,
'media_pontos_visitante', 'Pontos Confronto
Mandante', 'Pontos Confronto Visitante')
('Aproveitamento_Mandante_VISITANTE',
'‘Aproveitamento_Visitante_VISITANTE',
'media_pontos_mandante', 'Pontos Confronto
Visitante', 'Pontos Ult 3 Visitante')
('Gols_feitos MANDANTE',
'media_pontos_visitante', 'Pontos Ult 3

Visitante')

('Gols_feitos MANDANTE',
'Gols_tomados_ MANDANTE', 'Pontos Ult 3

Visitante')

0,5714

0,5639

0,5602

0,5602

0,5602

0,5326

0,5393

0,56312

0,5213

0,4775

Fonte: Elaborado pelo autor.

Tabela 14 — Amostra das 5 melhores combinagdes de features para todos os
modelos, ordenados pelo f1-score

Modelo Features Num_Features | Acuracia | F1-Score
('Aproveitamento_Visitante_ MANDANTE!,
'Aproveitamento_Mandante VISITANTE',
'Aproveitamento_Visitante_VISITANTE',
Random 'Gols_feitos_VISITANTE',
9 0,5489 0,5522
Forest 'Gols_tomados_VISITANTE',

'media_pontos_mandante’,
'media_pontos_visitante', 'Pontos Confronto
Visitante', 'Pontos Ult 3 Mandante')
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('Gols_feitos MANDANTE',
'Gols_tomados_ MANDANTE',
'media_pontos_mandante’, 6 0,5414 0,5442

'media_pontos_visitante', 'Pontos Confronto

Random

Forest

Mandante', 'Pontos Confronto Visitante')
('Aproveitamento_Visitante. MANDANTE',
'Gols_tomados_ MANDANTE',
'Aproveitamento_Visitante VISITANTE',
'Gols_tomados_VISITANTE',

'media_pontos_mandante’, 10 0,5414 0,5439

'media_pontos_visitante', 'Pontos Confronto

Random

Forest

Mandante', 'Pontos Confronto Visitante',
'Pontos Ult 3 Mandante', 'Pontos Ult 3
Visitante')

('Gols_feitos_ MANDANTE',
'Aproveitamento_Mandante VISITANTE',
'Aproveitamento_Visitante VISITANTE',

'Gols_feitos  VISITANTE', 8 0,5414 0,5428

'media_pontos_mandante',

Random

Forest

'media_pontos_visitante', 'Pontos Confronto
Mandante', 'Pontos Ult 3 Mandante')
('Gols_feitos_ MANDANTE',
'Aproveitamento_Visitante_VISITANTE',

Random 'Gols_feitos_VISITANTE',

Forest 'media_pontos_mandante’,

6 0,5414 0,5428

'media_pontos_visitante', 'Pontos Ult 3

Mandante')

Fonte: Elaborado pelo autor.

Primeiramente, em relacdo a acuracia, comparando todos os modelos, os
melhores resultados se apresentaram ao se utilizar o MLP (Multilayer Perceptron), o
que enfatiza algumas das caracteristicas deste modelo, o qual é uma escolha
adequada para capturar padroes complexos em conjuntos de dados com relagdes
nao-lineares, tendo desempenho superior aos demais analisados. Entretanto,
observando a Tabela 14, destaca-se que os melhores resultados para o f1-score

também tiverem um unico modelo: Random Forest.

Reforgando o conceito do f1-score — média harménica entre precisao e recall
— esses resultados do modelo Random Forest sugerem que este modelo teve o melhor

desempenho em equilibrar a identificagdo correta de todas as classes, evitando
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enviesar previsdes para uma possivel classe majoritaria. Deste modo, comparando os
dois modelos em destaque, o MLP pode estar sofrendo menos com overfitting, porém,
concomitantemente, pode estar “priorizando” classes com mais resultados, colocando
em segundo plano uma classe minoritaria. Esse comportamento €& atenuado no
modelo Random Forest, que, por ser estruturado por um conjunto de arvores de
decisao, apresenta maior resisténcia ao ovefitting e uma possibilidade maior de obter

relacbes mais generalizaveis.

Abordando a questao da melhor acuracia obtida de 0,5714 no modelo MLP
com 4 features ('Gols_feitos. MANDANTE', 'media_pontos_mandante’,
'media_pontos_visitante' e 'Pontos Ult 3 Visitante') ou, também, do melhor f1-score no
modelo Random Forest com 9 atributos (‘Aproveitamento_Visitante_ MANDANTE',
'‘Aproveitamento_Mandante VISITANTE', 'Aproveitamento_Visitante VISITANTE',
'Gols_feitos VISITANTE', 'Gols _tomados VISITANTE', 'media_pontos mandante’,
'media_pontos_visitante', 'Pontos Confronto Visitante', 'Pontos Ult 3 Mandante'), o
desempenho dos modelos, embora ndo sendo extremamente elevado, deve ser
observado e analisado através da Optica e perspectiva do esporte futebol, o qual
apresenta uma aleatoriedade inerente, apresentando diversas variaveis e ambientes
incertos, que podem direta ou indiretamente interferirem em uma partida, como erros
humanos (decisdes erradas tomadas pelo arbitro), lesdes, questdes climaticas, entre
outros eventos unicos possiveis durante e, até mesmo, anteriores a uma partida, os

quais dificultam a previsibilidade total dos resultados.

Outro resultado interessante a ser analisado € a possivel influéncia da
quantidade de features sobre os treinamentos. Deste modo, pode-se analisar o
desempenho maximo da acuracia e f1-score entre todos os modelos e combinagdes,
através do Grafico 6. Além disso, consolidou-se os resultados das 5 maiores acuracias
e f1-scores dos 5 modelos utilizados e elaborou-se o Grafico 7, a fim de observar a
influéncia do numero de atributos sobre os melhores desempenhos:

Grafico 6 — Grafico dos maximos valores de acuracia e f1-score para todos os
modelos
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Fonte: Elaborado pelo autor.

Grafico 7 — Grafico da quantidade de melhores resultados pela quantidade de
features
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Fonte: Elaborado pelo autor.

Assim, avaliando o Grafico 7, destaca-se que os principais resultados para
cada modelo estao contidos no intervalo de 2 a 10 features, ou seja, o desempenho
se demonstra superior em intervalos intermediarios, principalmente de 4 a 9 atributos,
representando um total de 90% das 50 amostras com melhores resultados, ja ao se

aproximarem dos extremos (1 e 14), a acuracia e o f1-score apresentam quedas e
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baixos rendimentos, até mesmo, ndo apresentando representantes na listagem dos
melhores desempenhos. Em conjunto com resultados demonstrados no Grafico 6 da
melhor acuracia e maior f1-score (modelos com 4 e 9 features, respectivamente), e a
pior acuracia ser apresentada no modelo treinado a partir de todas as 14 features,
este fato reforga a necessidade de equilibrio na selegao de variaveis e, principalmente,

que nem sempre a quantidade prevalecera sobre a qualidade.

Além disso, gerou-se outro grafico (Grafico 8), a fim de encontrar as features
que foram mais influentes e performaticas durante os treinamentos. Utilizou-se assim,
os resultados consolidados ja abordados na produgdo dos graficos 6 e 7 para

encontrar as features com maiores aparigdes:

Grafico 8 — Grafico da quantidade de aparigdes das features nos melhores
resultados
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Fonte: Elaborado pelo autor.

Analisando o grafico 8 e relembrando os conceitos por tras de cada feature,
se sobressai a importancia da média de pontos dos jogadores no ano, representados
pela “media_pontos _mandante”, a qual esta presente em quase 90% dos melhores
desempenhos apresentados, e a “media_pontos_visitante”, também demonstra
consideravel relevancia, com 33 apari¢des. Valores que reforcam a importancia da
analise coletiva e individual das equipes durante um campeonato, sendo essencial

para predicoes e analises mais precisas.
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Outro ponto a se destacar é a significativa relevancia do poder ofensivo e
defensivo de uma equipe no impacto de uma partida. Isso fica evidente no Grafico 8,
através dos atributos “Gols_tomados_ MANDANTE” e “Gols_tomados_VISITANTE”,
com 34 e 33 representacgdes, respectivamente, sugerindo a importancia da qualidade
de uma defesa sodlida, e as features “Gols_feitos VISITANTE” (29 vezes) e
“Gols_feitos. MANDANTE” (24 vezes), apresentando o potencial de marcar gols como

um importante objeto de analise.

Além disso, ambos com 29 apari¢des no Grafico 8, “Pontos Ult 3 Mandante”
e “Pontos Ult 3 Visitante” revelam um consideravel impacto do histérico mais recente
dos times sobre o resultado de uma partida, fato que, comumente se confirma nos

resultados e analises praticas de algum confronto ou campeonato.

Por final, pode-se analisar os melhores resultados mais detalhadamente

obtidos para acuracia e f1-score. Desta forma, gerou-se a matriz de confusao (Imagem
1e?2).

Imagem 1 — Imagem da matriz de confusdo para o modelo de melhor
acuracia (MLP)

Matriz de Confusao - MLP

100
Empate - 15 44 10

80

Vitéria_MANDANTE - 8 13 60

True label

r 40

Vitoria_VISITANTE 4 35 22 L0

T T T
Empate Vitéria_ MANDANTEVitoria_VISITANTE
Predicted label

Fonte: Elaborado pelo autor.

Imagem 2 — Imagem da matriz de confusédo para o modelo de melhor
f1-score (Random Forest)
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Matriz de Confusao - Random Forest
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Fonte: Elaborado pelo autor.
Para o modelo de melhor acuracia (57,14%), o qual utiliza o MLP e 4 features,
a matriz de confusao revelou padrbes que ajudam a entender melhor o desempenho
do modelo. O comportamento destacado foi a alta sensibilidade para identificar vitorias
do mandante (Vitéria_ MANDANTE), com um recall de 85%, evidenciando que o
modelo consegue capturar de maneira eficiente essa classe especifica. Esse
desempenho é especialmente importante no contexto do futebol, onde o fator "casa"

é frequentemente um indicativo de vantagem competitiva.

Contudo, a classificagcao de empates apresentou um cenario mais adverso, no
qual a precisao de 56% nessa classe sugere que o modelo encontra dificuldade em
identificar corretamente jogos com resultados equilibrados, provavelmente devido a

menor representatividade dessa classe no conjunto de dados.

A acuracia geral do modelo, de 57,14%, indica um desempenho consistente,
porém moderado, sendo complementada pelo f1-score ponderado de 0,53, que
evidencia um equilibrio moderado entre as métricas de precisao e recall para todas as
classes. Esses resultados indicam que, embora o modelo apresente um bom
desempenho em identificar vitérias do mandante, ele apresenta dificuldades em
capturar corretamente empates e, também, vitérias do time visitante, o que
provavelmente esta associado a este desequilibrio na distribuicdo das classes no

conjunto de dados, no qual vitérias do mandante sdo mais frequentes.
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Por outro lado, A matriz de confusdo do modelo Random Forest sobressaiu-
se pela sua classificagdo mais consistente entre as diversas categorias. O modelo
mostrou uma acuracia de 68% para triunfos do mandante e 46% para triunfos do
visitante (Vitoria_VISITANTE), evidenciando um rendimento um pouco inferior no
recall geral, porém mais equilibrado. A precisao global alcangou 54,89%, enquanto o
f1-score ponderado alcangou 0,55, demonstrando uma performance equilibrada entre
as categorias examinadas. Desta forma, esses resultados destacam a capacidade do
modelo de manter um desempenho satisfatério mesmo em situagao de desequilibrios

nas classes.

3 CONCLUSAO
Em suma, apds todo o processo e resultados apresentados, destacam-se
pontos importantes referentes tanto ao futebol quanto a influéncia da otimizacao e

escolha de features sobre um modelo de machine learning.

Primeiramente, referindo-se especificamente a analise de uma partida de
futebol evidenciam-se varaveis com alta importancia e impacto sobre os resultados.
Através dos resultados obtidos, mostrou-se que pontos como o desempenho coletivo
e individual dos jogadores em um campeonato, o poder defensivo e ofensivo de uma
equipe, o seu histérico e rendimento mais recente se sobressaem sobre outros

parametros no ambiente futebolistico comumente analisados.

Ademais, é importante salientar que, mesmo apresentando um valor maximo
de acuracia de 0,5714 e f1-score de 0,5522, ndo sendo excepcionalmente alto, o
desempenho dos modelos foi satisfatério, sendo avaliado e analisado sobre a ética do
futebol e suas nuances, o qual possui uma aleatoriedade intrinseca, representada pela
sua baixa pontuagéao, a qual implica que cada evento de uma partida possua um grau
de interferéncia elevado em seu resultado, além de atributos como condicbes
climaticas, erros da arbitragem, influéncias externas e as conhecidas “zebras”
(resultado inesperado, no qual o time considerado inferior vence uma partida), as
quais sao mais dificeis de se quantizar ou modelar. Ainda assim, pode-se reforcar a
elevada competitividade apresentada no campeonato analisado, o qual apresenta
grande diversidade e alternancia de times campedes, o0 que resume, de certa forma,

a imprevisibilidade consideravel deste.
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Em questdes numéricas, pode-se avaliar o desempenho a partir de uma
escolha aleatoria e a distribuicdo de resultados possiveis no conjunto de dados, o
qual, como informado, apresenta 682 vitérias do mandante (51.37%), 324 empates
(24.40%) e 322 vitorias do visitante (24.23%). Escolhendo aleatoriamente um dos
resultados implicaria em assumir uma probabilidade de um tergo para cada escolha,
porém, devido a este desbalanceamento de classes, seguindo a distribuigdo real, a
probabilidade de acerto ao escolher o resultado mais frequente (vitéria do mandante)
seria de 51,37%. Comparando-o com as acuracias dos dois “melhores resultados”
(melhor acuracia e melhor f1-score), observamos uma “melhoria” (aumento) de
11,23% em relacdo ao modelo de melhor acuracia e 6,85% se comparado ao modelo

de melhor f1-score.

Ainda assim, pode-se observar os resultados, dando o enfoque na
parametrizacao e otimizagdo dos modelos. Assim, destaca-se que, ao analisar as
81915 combinag¢des possiveis entre as 14 features e os 5 modelos testados
(Regressdo Logistica, Arvore de Decisdo, Random Forest, SYM e MPL), tanto
individualmente quanto em conjunto, os melhores desempenhos em acuracia e em f1-
score, foram obtidos por combinacbes com numero de features intermediario
(intervalo de 4 a 9 features). Em contraste, valores mais proximos aos extremos, ou
seja, utilizando muitas ou poucas features, apresentaram uma queda significativa no
rendimento e desempenho dos modelos, até mesmo, nao apresentando

representantes nos melhores resultados

Fato que, para os valores mais altos, pode ser explicado pelo efeito de
"overfitting", no qual a adicao de muitas features resulta em um modelo que captura
nao apenas os padrdes gerais, mas também as varia¢des aleatérias do conjunto de
dados, o que prejudica sua capacidade de generalizagdo para as classificagdes
corretas. Por outro lado, a utilizacdo de um numero muito baixo de features pode
resultar em “underfitting” (subajuste), no qual o modelo ndo consegue capturar

informacdes suficientes para realizar previsdes precisas.

A relacao entre a quantidade de features e a performance do modelo também
pode ser relacionada ao principio da Navalha de Ockham, que sugere que, entre
explicagdes concorrentes para um fendmeno, a mais simples € geralmente a melhor.
No contexto dos modelos de machine learning aplicados, isso implica que utilizar um

numero moderado de features, os quais sao capazes de capturar a esséncia dos



55

dados sem excessos, tende a levar a melhores resultados. Assim, o aumento ou
diminuicado excessiva da quantidade de features resulta em uma perda de capacidade
preditiva, demonstrando que o equilibrio é essencial para otimizar o desempenho do

modelo.

Portanto, € importante considerar que, ao construir modelos preditivos, a
escolha das features e sua quantidade s&o fatores determinantes para o sucesso. A
analise correta e direta (mais simples), com a escolha cuidadosa das variaveis mais
relevantes, permite que os modelos aproveitem ao maximo as variaveis disponiveis,
sem incorrer em problemas de complexidade excessiva ou insuficiéncia de dados.
Isso reforga a importancia de uma abordagem balanceada na construgdo de modelos
preditivos em ambientes com dados complexos e variaveis, como os encontrados no

ambiente do futebol.
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