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RESUMO
Este trabalho apresenta uma abordagem de aprendizado de maquina para

auxiliar o planejamento de oferta de disciplinas da Universidade Federal do ABC. Os
alunos enfrentam, dentro da universidade, o desafio da discrepancia entre a
quantidade de vagas ofertadas para uma disciplina e a real demanda, impedindo
que parte dos alunos consigam realizar todas as disciplinas que necessitam, muitas
vezes atrasando a graduagdo. Para isso, foi desenvolvido um sistema utilizando
algoritmos de aprendizado de maquina e grafos para prever a demanda dos alunos.
Com o objetivo de analisar o histérico de matricula e identificar padrdes, dados de
matriculas anteriores foram coletados e utilizados para treinar um modelo de
aprendizado de maquina do tipo arvore de deciséo. Utilizando o modelo e grafos foi
possivel prever a demanda quadrimestral dos alunos. Assim, com a abordagem
proposta é possivel auxiliar a universidade a planejar melhor a oferta de disciplinas.
Esse sistema demonstra o potencial do aprendizado de maquina para melhorar a
acessibilidade nos cursos de graduacdo e diminuir a retencdo de alunos na
universidade. Partindo disso, os trabalhos futuros visam aprimorar a robustez e a
acuracia do modelo através da incorporacdo de dados adicionais, como as
matriculas em cada quadrimestre e fatores externos que impactam o desempenho

dos alunos, tais como histdorico de saude, situacao financeira e estrutura familiar.

Palavras-chave: aprendizado de maquina, grafos, andlise de dados, sistemas de apoio a
decisao.



LISTA DE FIGURAS

Figura 1- Exemplo de um grafo 14
Figura 2- Exemplo de um digrafo 15
Figura 3- Exemplo de dados de treinamento 17
Figura 4- Exemplo de dados de teste 18
Figura 5- Exemplo de arvore de decisao 19
Figura 6- Exemplo de DataFrame utilizando a biblioteca Pandas 20
Figura 7- Diagrama de blocos das etapas do pré-processamento dos dados 25
Figura 8- Grafo das disciplinas obrigatorias da Engenharia de Informacéao 27
Figura 9- Matérias que um determinado aluno estaria apto para realizar 28
Figura 10- Exemplo de uma matricula para o 3° quadrimestre de um ano 30
Figura 11- Estrutura dataset Dados da Realizag&o de Disciplinas Obrigatérias 32
Figura 12- Formato da tabela para treinamento do modelo 34
Figura 13- Estrutura do sistema de apoio a decisao 35
Figura 14- Grafico com a importancia de cada feature 37

Figura 15- Numero de alunos cursando uma determinada disciplina no segundo
quadrimestre de 2023 de acordo com o sistema 38
Figura 16- Numero de vagas necessarias para atender a demanda de uma

determinada disciplina no terceiro quadrimestre de 2023 de acordo com o sistema 38



LISTA DE TABELAS

Tabela 1- Métricas para analise de qualidade do modelo
Tabela 2- Disciplinas obrigatorias para a Engenharia de Informacao
Tabela 3- Dados disponiveis para cada periodo de matricula do ano

Tabela 4- Colunas do dataset de treino

18
23
30
32



LISTA DE ABREVIAGOES E SIGLAS
UFABC- Universidade Federal do ABC
TSG- Taxa de Sucesso na Graduagao
El- Engenharia de Informagao
DSSI- Divisdo de Sistemas de Seguranga de Informacdes
LGPD- Lei Geral de Protecdo de Dados Pessoais
EIAR- Engenharia de Instrumentagao, Automacgao e Robdtica
TFAD- Teoria de Filas e Analise de Desempenho
RC- Redes de Computadores
SA- Sinais Aleatérios
TSSL- Transformada em Sinais e Sistemas Lineares
1Q- Primeiro quadrimestre
2Q- Segundo quadrimestre

3Q- Terceira quadrimestre


https://www.uff.br/?q=tsg-taxa-de-sucesso-na-graduacao

SUMARIO

1. INTRODUGAO
1.1- Problema de retencéo nas universidades publicas brasileiras
1.2 Matricula na Universidade Federal do ABC
1.3 Algoritmos para previsoes
1.4- Aprendizado de maquina para matricula em disciplinas
2. EMBASAMENTO TEORICO
2.1- Grafos
2.1.1- Conceitos basicos
2.1.2- Conceitos de um vértice
2.1.3- Digrafos
2.2 Aprendizado de maquina
2.2.1 Arvores de deciséo
2.3- Bibliotecas do Python
2.3.1- NetworkX
2.3.2- Pandas
2.3.3- Scikit-learn
3. DESENVOLVIMENTO
3.1- Estudo da organizacao do sistema de matricula na universidade
3.2- Trabalho com os dados
3.2.1- Coleta dos dados
3.2.2- Limpeza e preparagao dos dados
3.3- Definicdo da proxima matéria necessaria para cada aluno
3.4- Algoritmo de aprendizado de maquina
3.5- Criacao do sistema de suporte a deciséao
4. RESULTADOS E DISCUSSAO
4.1- Resultados do modelo de aprendizado de maquina
4.2- Resultados do sistema
4.3- Discusséo sobre o sistema
5. TRABALHOS FUTUROS
6. REFERENCIAS BIBLIOGRAFICAS

10
11
12
13
13
13
14
15
16
18
20
20
20
20
21
21
22
22
22
25
28
34
35
35
37
39
40
41



1. INTRODUGAO

Atualmente, é observado nas universidades publicas brasileiras o problema
em que os alunos nao se formam no prazo esperado, acarretando um
prolongamento do tempo dos estudantes no ensino superior publico, que por sua
vez desencadeia um aumento nos gastos das universidades, sendo cada vez mais
necessaria a obtencao de recursos para sustentar a quantidade elevada de alunos.

As causas da retencao de alunos € um tema de debate e preocupacao entre
as universidades federais, como € possivel perceber por meio dos canais de
comunicagdo da Universidade Federal de Alagoas (SOARES, 2012) e da
Universidade Federal Rural de Pernambuco (NAWA, 2019), que expuseram este

problema de retencdo em noticias dos proprios sites:
“A retencao traz consigo problemas pedagoégicos e administrativos, sendo, do
ponto de vista educativo, a perda da visdo do conhecimento integrado que o
curriculo pretende garantir e, do ponto de vista administrativo, a dificuldade
de previsao de numero de alunos por turmas, turmas excessivamente
grandes e formacao de turmas heterogéneas” (CESARINO et al., 1987).

Esta retencéo, ocorre em diversas universidades federais brasileiras, e se da
por conta de diversos fatores como, por exemplo, a dificuldade de conciliar os
estudos com o trabalho; aulas de matérias complexas em um curto periodo de
tempo; ha também, eventuais reprovagdes que ocorrem durante a graduacgao, seja
por ndo conseguir acompanhar o curso ou por nao ter aprendido corretamente os
conteudos vistos nos pré-requisitos. Um dos principais fatores que agravam a
retencdo académica é a alta demanda para matérias, que faz com que os
estudantes n&o consigam realizar as disciplinas que desejam ou até mesmo as que
precisam, por ndo haver vagas suficientes para todos e nem espacgo habil para a
alocacdo destes alunos. E fato que esta dificuldade de matricula traz mais
problemas quando esta relacionada as matérias do comego da graduacgao; quando o
aluno ndo se matricula nas disciplinas basicas, ndo consegue avangar ou realizar as
matérias mais complexas que dependem do conhecimento prévio adquirido nas
disciplinas iniciais.

Este problema se retroalimenta, crescendo gradativamente com o passar do
tempo, pois cada ano ha mais discentes entrando na universidade que discentes

saindo com seus cursos finalizados. Dessa maneira, caso ndo haja uma melhoria
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nestes processos, a graduagao se tornara insustentavel, tanto para os alunos que
nao irdo conseguir realizar as matérias necessarias para se formar, quanto para a
universidade que nao ira conseguir manter cada vez mais alunos ingressando.
Sendo assim, se torna cada vez mais necessario olhar para este problema e

elaborar medidas para que a retencao de alunos diminua.

1.1- Matricula na Universidade Federal do ABC

No contexto da Universidade Federal do ABC - UFABC, inicialmente ha a
realizacdo do Bacharelado Interdisciplinar ou da Licenciatura Interdisciplinar. Apds
este periodo inicial o aluno pode escolher entre os diversos cursos especificos
oferecidos pela universidade. Além disso, o periodo letivo €& dividido em
quadrimestres, ou seja, durante um ano ha 3 quadrimestres. As matriculas para as
disciplinas do proximo quadrimestre ocorrem durante o quadrimestre atual. Por
exemplo, durante o primeiro quadrimestre do ano, os alunos escolhem as disciplinas
que irdo cursar no segundo quadrimestre, e assim sucessivamente. E importante
ressaltar também que, na UFABC as disciplinas ndo tém pré-requisitos, apenas
recomendacgdes. Isso significa que os alunos podem se matricular em qualquer
disciplina, mesmo que n&ao tenham cursado as disciplinas recomendadas.

As disciplinas que serdao ofertadas e a quantidade de vagas abertas
dependem da disponibilidade de laboratérios, salas de aulas e professores. Esta
oferta €& previamente decidida pelos coordenadores dos bacharelados
interdisciplinares ou dos cursos especificos e levam em consideragdao a matriz
apresentada no projeto pedagdgico, que separa todas as disciplinas obrigatorias
para os alunos de acordo com o periodo da faculdade que o aluno se encontra.

Todavia, um dos problemas que surge a partir disto € que estes universitarios
muitas vezes ndo conseguem acompanhar a matriz do projeto pedagdgico, seja por
reprovagao, por nao ter conseguido realizar determinada matéria no quadrimestre
ideal, ou até mesmo por fatores externos a universidade. Somente ofertar as
disciplinas ideias demonstra que ndo ha a visualizagdo da realidade que o corpo
discente apresenta.

Assim, a fim de diminuir esta dificuldade em se formar dada a retencéo de
alunos, mostrou-se necessaria a intervencado no sistema de matriculas da UFABC,

pois caso néo seja feito nada, a tendéncia é que haja uma queda cada vez maior da
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Taxa de Sucesso na Graduagdo (TSG), indice este que é utilizado por diversas

universidades federais do Brasil e que se trata de um

“[...] indicador calculado a partir da relacdo entre o nimero de formados num
determinado periodo e o numero de ingressantes de anos anteriores cuja
previsdo de formatura coincide com o periodo considerado. [...] Mais do que
numeros baseados em diretrizes do MEC, eles sinalizam o desestimulo de
cada estudante e, em muitos casos, levam ao abandono do curso.” (UFF,
2015).

A fim de minimizar esta retengédo de alunos e possiveis evasdes € necessario
que haja uma melhor alocagdo de disciplinas, que nédo leve em consideragao
somente a matriz pedagodgica, mas também, a trajetoria dos alunos, de maneira que
sejam ofertadas quadrimestralmente a real necessidade do corpo discente, para que

seja possivel os alunos prosseguirem a graduagao sem dificuldades.

1.2- Algoritmos para previsoes

Os algoritmos utilizados para previsédo utilizam dados historicos para detectar
padrées e tendéncias, permitindo a projecédo de valores futuros de variaveis de
interesse. Suas aplicagdes sdo as mais diversas como previsao do tempo, projecoes
econdmicas, deteccao de fraudes, recomendacao de produtos, diagndsticos médicos
€ quaisquer outros problemas que possam ser modelados a partir de dados.
Previsdes precisas fornecem uma base soélida para decisdes, minimizando riscos e
otimizando os resultados.

Existem dois tipos principais de algoritmos de previsdo: os algoritmos de
previsao tradicionais e os algoritmos de previsao utilizando aprendizado de maquina.

Os algoritmos tradicionais sdo aqueles que se utilizam de equagdes
matematicas, algumas simples e outras complexas, como no caso de modelos
matematicos utilizados para previsdo do tempo, que necessitam de muitos dados e
parametros para se obter boas estimativas.

Ja os algoritmos de aprendizado de maquina, utilizam técnicas estatisticas e
computacionais para identificar padrées complexos nos dados histéricos e esses
padrées sao utilizados para realizar previsbes sobre eventos futuros. Além disso,
eles também sido mais flexiveis pois se adaptam a uma variedade de tarefas de
previsdo e requerem grande quantidade de dados historicos para realizar o

treinamento. Sendo assim, a principal diferenca entre os dois € que no aprendizado
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de maquina o algoritmo aprende o modelo a partir dos dados, sem o conhecimento
prévio das equacdes matematicas.

De acordo com Chapelle (CHAPELLE, 2006) existem trés tipos principais de
aprendizado de maquina: supervisionado, nao supervisionado e
semi-supervisionado. da

Cada um desses tipos de aprendizado de maquina possui vantagens e
desvantagens. Sendo assim, a escolha do melhor algoritmo dependera do contexto

e da disponibilidade de informacoes.

1.3- Aprendizado de maquina para matricula em disciplinas

No contexto de matricula em disciplinas, o aprendizado de maquina pode
oferecer diversas solugdes para otimizar este processo como, por exemplo, a
recomendacao de disciplinas, otimizagao de horarios e previsdao de demanda, entre
outras diversas possibilidades.

No intuito de melhorar a alocagcédo de disciplinas, os algoritmos de previsédo
podem ser usados para prever a demanda por diferentes disciplinas nos préximos
periodos letivos. A analise de dados historicos, como as matérias realizadas pelos
alunos nos ultimos anos, permite identificar tendéncias e padrées que podem ser
usados para estimar, com boa precisdo, 0 numero de alunos que irdo precisar de
determinada matéria no futuro.

Por conta do problema pontuado neste trabalho ser uma situagdo que possui
muitos desdobramentos relacionados diretamente a UFABC, durante a realizagao do
mesmo, notou-se a falta de literatura para analisar solugbes utilizadas em outras
situagbes semelhantes para a matricula em disciplinas nas universidades. Foram
encontrados apenas artigos que abordam a tematica de matricula na universidade,
especificamente, a da entrada de alunos na universidade e ndo a matricula interna
em disciplinas. Outros trabalhos encontrados foram sobre a analise de evasao de
alunos utilizando aprendizado de maquina, como o artigo “Aprendizado de Maquina
Aplicado a Analise de Evaséo no Ensino Superior.” (PINHEIRO, et al., 2018), porém,
este trabalho realiza uma analise da situagao e ndo demonstra um meio de melhorar
este cenario.

Isto demonstra que ha uma lacuna importante no estudo de medidas
preventivas que visem evitar a retencdo de alunos nas universidades publicas.
Sendo assim, o intuito deste trabalho é atuar de maneira sistematica a fim de
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combater o aumento de retencdo e evasao de alunos no ensino publico superior e
garantir um aprendizado continuo para os estudantes de modo que eles consigam
realizar as disciplinas necessarias.

Essas previsbes permitirdo que a Universidade Federal do ABC planeje
adequadamente a alocacdo de recursos, como professores e disciplinas. E
importante ressaltar que, inicialmente, sera levado em consideragdo apenas o0s
estudantes do curso de Engenharia de Informagao na Universidade Federal do ABC
cursando as matérias obrigatérias e, em um segundo momento, pretende-se ampliar
este trabalho para os alunos do Bacharelado em Ciéncia e Tecnologia e do
Bacharelado em Ciéncias e Humanidades, onde ha a maior concentragao de
discentes. De inicio, ndo ha pretensdo na ampliacdo para as Licenciaturas
Interdisciplinares pois, por enquanto, ndo ha dados de matricula suficientes, dado
que as licenciaturas foram criadas recentemente. Outra fungcdo importante dessas
previsdes sera permitir a adaptagdo ndo s6 das matérias obrigatérias como também
compreender o interesse dos alunos em matérias de opcédo limitada e livres.

Um dos principais desafios € garantir que os modelos de previsao reflitam
adequadamente a complexidade do processo educacional, sendo este influenciado
por diversos fatores, como as tendéncias do mercado de trabalho, as politicas

publicas e o interesse dos alunos.

2. EMBASAMENTO TEORICO
2.1- Grafos
2.1.1- Conceitos basicos

Os grafos sado estruturas matematicas usadas para representar
relacionamentos entre objetos. Pela terminologia usual em teoria de grafos, os
objetos sdo denominados vértices e as relagdes entre eles sdo representadas por
arestas. Conforme explicado por Bondy (BONDY, 1979), um determinado grafo “G”
possui: um conjunto de vértices “V”, um conjunto de arestas “E” e uma funcéo de
incidéncia “WY”, que relaciona uma aresta a um par de vértices. Como exemplo,

considere o grafo mostrado na Figura 1.
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Figura 1- Exemplo de um grafo

Fonte: Autoria Propria

Neste grafo, o conjunto dos vértices é representado por
Vo= {v, vz, v, v, 05, f'[i},
enquanto, o conjunto de arestas € dado por
E ={e,e2.e3.e4. 65 €5}

Ja para a determinacgao da funcédo W, é necessario verificar quais os vértices

que estdo conectados a uma determinada aresta. Assim,

Yler) = {v1,v2}
lea) = {v1, v}
wies) = {va, vy}
wies) = {vs, va}
(es) = {va, vs}
ieg) = {vyg, vs}

Para um grafo ser uma arvore € necessario que ele tenha n vértices e n-1
arestas. Além disso, uma arvore nao pode possuir ciclos, ou seja, o grafo ndo pode

possuir um caminho fechado (que comeca e termina no mesmo vértice).
2.1.2- Conceitos de um vértice

Um conceito importante da teoria dos grafos € o de vizinhanga, pois a
vizinhanga de um vértice v em um grafo H € um subgrafo induzido de H constituido
por todos os vértices adjacentes a v e todas as arestas ligando estes vértices.

A vizinhanga de um vértice também pode ser usada para definir o conceito de
grau de um vértice, que é o numero de arestas que estdo conectadas a ele. Sendo

assim, o grau de um vértice v qualquer é igual ao tamanho da sua vizinhanga.
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Além disso, também é possivel adicionar atributos aos vértices, o que pode
ampliar ainda mais o escopo de situagdes que pode ser representada por um grafo.
Alguns exemplos relevantes disso sdo a definicdo de cor de um vértice para
representar o estado em que ele se encontra ou o tipo de atributo dele. O peso dele
pode representar sua importancia, ou algum valor associado a ele, e também a
atribuicdo de um texto que define uma descricdo para determinado vértice ou outra

informacao.
2.1.3- Digrafos

Digrafos sao grafos, cujas arestas possuem direcdo. Neste caso, as arestas
agora sdao chamadas de arcos e elas nao representam mais apenas pares de
vértices e sim pares ordenados de vértices, para diferenciar que uma determinada
aresta possui direcdo e um unico sentido.

Abaixo, na Figura 2 é possivel visualizar o grafo G mencionado anteriormente,
onde suas arestas foram transformadas em arcos para que o grafo G se torne um

digrafo que chamaremos de D.

Figura 2- Exemplo de um digrafo

¢ "-_-..\-.

£5 (v |

/ \ / x____./':

Fonte: Autoria propria

No caso dos digrafos, o conceito de vizinhanga ainda vale, mas agora €&
designado de outra maneira. Portanto, se e=uv € um arco de um digrafo D, entdo u é
identificado como cabecga, enquanto o v € a cauda. Além disso, também ¢é descrito

“ 0

que um arco “e” qualquer sai de “u” e entra em

1] ”

. Assim para o digrafo da Figura 2
em que o arco €4 sai de v3 e entra em v4.

A vizinhanga em digrafos, é divida em duas categorias: a vizinhanga de
entrada que sao os vértices que podem alcancgar o veértice v seguindo um unico arco

e os vizinhos de saida sdo os vértices que podem ser alcangados pelo vértice v
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seguindo os arcos de saida. No mais, os graus de entrada representam quantos
arcos entram em um determinado vértice e o grau de saida determina a quantidade
de arcos que saem de um determinado vértice.

De acordo com Bondy (BONDY, 1979), nos digrafos, o conceito de arvores
também sofre uma mudanca inclusive de nome, pois aqui as arvores sdo chamadas
de arborescéncias e denominam a orientacdo de uma arvore que ira conter todos os
arcos necessarios para que todos os vértices sejam conectados, de modo que o
grau de entrada de todos os vértices € igual a 1, com excecado da raiz desta

arborescéncia.

2.2- Aprendizado de maquina

De acordo com Chapelle (CHAPELLE, 2006), o aprendizado de maquina é
dividido em trés tipos principais: supervisionado, nao supervisionado e
semi-supervisionado.

No aprendizado supervisionado, o algoritmo é treinado com um conjunto de
dados que inclui exemplos rotulados. Os exemplos rotulados consistem em entradas
(features) e rétulos, ou variaveis alvo, que correspondem as variaveis que o modelo
esta tentando prever.

Ja no aprendizado ndo supervisionado, os dados de treino nao contém
rétulos. Desta forma, o algoritmo deve identificar padrbes nos dados sem ser
informado o que eles representam.

O aprendizado semi-supervisionado, junta os dois tipos mencionados
anteriormente, pois nele o modelo é treinado com uma grande quantidade de dados
nao rotulados e uma pequena quantidade de dados rotulados. Deste modo o modelo
aprende os padrbes nos dados nao rotulados a partir dos dados que foram
rotulados.

No contexto do aprendizado de maquina, as features, também chamadas de
caracteristicas dos dados ou atributos, correspondem as propriedades mensuraveis
de um fendmeno. Estes atributos sdo utilizados como instrugbes para o modelo,
permitindo que ele aprenda a mapear determinadas entradas de atributos para
saidas. Por conta das features darem direcionamentos para o modelo de como se
comportar € importante que haja uma selegao cuidadosa das features do modelo.

Neste trabalho, sera utilizado o modelo de aprendizado de maquina

supervisionado. Como este tipo de modelo necessita de dados de treinamento para
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aprender e realizar previsdes precisas, € necessario definir os passos principais para
a preparacao desses dados.

A etapa inicial na construgcdo de um modelo de aprendizado de maquina
consiste na coleta de dados, a qual pode ser realizada através de uma ou mais
fontes, seguida por um processo de curadoria para garantir a qualidade dos dados.

Embora os modelos de aprendizado de maquina geralmente tenham um
melhor desempenho com conjuntos de treinamento maiores, a qualidade desses
dados tem uma importancia crucial. Nesse sentido, torna-se indispensavel a etapa
de pré-processamento, que inclui a filtragem de dados e a selegdo de apenas
informacodes relevantes para o problema em questao.

Apods a formatagao adequada dos dados, a proxima etapa consiste na divisdo
deles em dois conjuntos distintos: o conjunto de treinamento e o conjunto de testes.
A proporcdo ideal entre treinamento e teste depende da quantidade de dados,
porém uma divisdo comum esta em torno de 80% para treinamento e 20% para
teste.

O conjunto de dados de treinamento é usado para ajustar os parametros do
modelo escolhido de acordo com as features dos dados e a variavel alvo. Abaixo é
possivel ver um exemplo de classificagdo binaria, assim, a partir um dataset de
treino simples, onde as variaveis x1, x2, x3 e x4 indicam as 4 features que esta base

de dados teria.

Figura 3- Exemplo de dados de treinamento

Identificador x1 x2 x3 x4 Variavel Alvo

0 0.89 098 0.68 0.91 1
1 044 095 0.06 0.86 0
2 0.89 045 0.71 0.64 0
3 032 0.27 092 0.33 1
4 0.14 0.09 057 0.96 0

Fonte: Autoria propria

O segundo conjunto de dados € o conjunto de testes, composto pelas
features relevantes para o problema em questdo. A variavel alvo e outras
informagdes irrelevantes para o modelo, como o identificador, foram removidas deste

conjunto.
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Figura 4- Exemplo de dados de teste

x1 x2 x3 x4
0.89 0.98 0.68 0.91
044 095 0.06 0.86
0.89 0.45 0.71 0.64
0.32 0.27 092 0.33

0.14 0.09 0.57 0.96

Fonte: Autoria propria

A partir da criacdo dos dois conjuntos de dados, torna-se viavel a realizagao
do treinamento e avaliagdo do modelo em questdo. Para avaliar a qualidade do

modelo, é possivel utilizar algumas métricas, conforme a tabela abaixo:

Tabela 1- Métricas para analise de qualidade do modelo

Métricas de avaliagdo do modelo Significado

Verdadeiros Positivos Dados que foram corretamente

(sensibilidade) classificados pelo modelo como
positivo.

Verdadeiros Negativos Dados que foram corretamente

(especificidade) classificados pelo modelo como
negativo.

Acuracia Dados que foram corretamente
classificados pelo modelo, sejam
positivos ou negativos.

Fonte: Autoria prépria

Para além das métricas de desempenho mencionadas acima, a analise do
impacto das features no modelo permite visualizar se ele esta realizando correlacbes
gue nao sao reais. Esta analise é feita por meio do coeficiente de correlagao, que
mede a forga da relagao linear entre uma feature e a variavel target e também do
ganho de informagdo que mensura a quantidade de informagao que uma feature traz

para o modelo.
2.2.1- Arvores de decisdo

A arvore de decisdo é uma ferramenta de aprendizado de maquina que pode

ser utilizada para diversas tarefas de classificagdo e regressao. Sua estrutura em
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arvore permite aprender fungdes complexas por meio de decisdes simples e
interpretaveis. Existem variagbes do algoritmo para a construgdo e otimizacéo de
uma arvore.

Nas arvores de decisdo, ha a estrutura hierarquica em forma de arvore que
permite que o algoritmo aprenda fungdes complexas mapeando as features para

classes ou valores numéricos por meio de uma série de decisbdes simples.

Figura 5- Exemplo de arvore de deciséo

N6 de decisdo

x2>0.97

N S
N6 de decisdo Folha
x4<0.34 1
Y\
Folha Folha
0 1

Fonte: Autoria propria

Como mostrado na Figura 5, uma arvore de decisdo € constituida por um
conjunto de noés, que simbolizam as decisdes, arcos que representam os resultados
possiveis para este atributo e folhas, que representam as previsdes finais. O objetivo
€ que a arvore criada maximize a informagdo obtida a cada divisdo, ou seja,
selecione a cada iteragao a divisdo ideal, que separa os dados da melhor maneira
possivel, criando subconjuntos com o maximo de informagao sobre a classe final,
para que seja necessario realizar menos divisdes para chegar ao resultado final.

Cada n6 verifica o valor de uma das features e divide o espaco de dados em
dois ou mais subconjuntos. Esse processo é repetido recursivamente para cada
subconjunto até que todos os dados sejam classificados.

Ja para problemas de regressdo, a arvore mapeia atributos para valores
numeéricos. Ao invés de dividir os dados em classes, cada nd estima o valor
numérico com base em uma fungdo, como a média dos valores do subconjunto,

sendo as folhas uma representacao dos valores de saida.
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2.3- Bibliotecas do Python
2.3.1- NetworkX

A biblioteca NetworkX é utilizada para modelar grafos utilizando a linguagem
de programacao Python. Conforme explicado no TUTORIAL of NetworkX
(NETWORKX DEVELOPERS, 2023), esta biblioteca possibilita diversas analises
com um grafo, assim como a selegao dos vizinhos de determinado vértice, peso para
cada vértice, analise dos diversos caminhos possiveis, criacdo de atributos para os

vértices, entre outras funcionalidades.

2.3.2- Pandas

De acordo com a USER GUIDE da documentacdo do Pandas (PANDAS
DEVELOPERS, 2023), que € uma biblioteca open source (coédigo aberto) da
linguagem de programagao Python, ela é utilizada para realizar analise de dados por
conta de sua praticidade e rapidez. Com a utilizagao desta biblioteca é possivel ler
uma base de dados extensa em questdes de segundos e criar visualizagdes dos
dados dentro do proprio Python, com a criagdo de um DataFrame, que € uma
espécie de tabela como demonstrado na Figura 6. Além de facilitar a leitura dos
dados, ela também é fundamental para a limpeza destes, por meio de comandos

simples, sem haver a necessidade de analisar dado por dado para fazer a filtragem.

Figura 6- Exemplo de DataFrame utilizando a biblioteca Pandas

RA_ANONIMIZADO ANO PERIODO NOME_ATIV_CURRIC NOME_CURSO_DIPLOMA SITUACAO STATUS_MATRICULA
ALUNO_001410 2018 3 Circuitos Elétricos |  Engenharia de Informagdo Aprovado Aluno Regular
ALUNO 001451 2018 3 Circuitos Eletricos |  Engenharia de Informagdo  Aprovado Aluno Regular
ALUNO 003242 2020 1 Circuitos Elétricos |  Engenharia de Informagdo Aprovado Aluno Regular
ALUNO_004696 2018 3 Circuitos Elétricos |  Engenharia de Informagdo Aprovado Aluno Regular
ALUNO_005565 2021 3 Circuitos Elétricos |  Engenharia de Informagdo Aprovado Aluno Regular

Fonte: Autoria propria
2.3.3- Scikit-learn
O Scikit-Learn € uma biblioteca em Python amplamente utilizada para

modelagem de dados. Além disso, ela também é utilizada para a criagcdo de modelos
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de aprendizado de maquina, separacao entre os dados de treinamento e dados de
teste. Além disso, por meio desta biblioteca, € possivel calcular facilmente algumas

métricas do modelo como sensibilidade, especificidade e acuracia.

3. DESENVOLVIMENTO

O intuito do sistema de analise de matriculas criado neste trabalho é fornecer
uma visualizagdo da necessidade do corpo discente mais proxima da realidade. Pois
como mencionado anteriormente, uma das causas da retengcdo de alunos € o
problema da quantidade de vagas ofertadas para uma disciplina ndo ser o suficiente
para a real demanda.

O sistema explicado ao longo do desenvolvimento utiliza um grafo para
representar as dependéncias entre as disciplinas e mostrar as proximas matérias
que um aluno deve realizar. E conta com um algoritmo de aprendizado de maquina
para prever a partir das matérias que os alunos estido realizando quais eles irdo ser
aprovados ou nao e, novamente, um grafo para identificar as préximas disciplinas
que os alunos devem cursar.

Os passos de programagao para este item estdo disponiveis no GitHub, um
site onde as pessoas podem acompanhar mudangas e compartilhar o codigo. Para
visualizar os codigos dos processos listados abaixo com comentarios explicativos é
possivel acessar o] repositorio através do link:
https://qithub.com/lipebpereira/TG-UFABC

3.1- Estudo da organizagao do sistema de matricula na universidade

Considerando as particularidades relacionadas a UFABC, mostrou-se
necessario analisar as matriculas nas disciplinas pela perspectiva administrativa.

Por conta dessa complexidade, tornou-se necessario o contato com um
profissional com expertise especifica na area, para garantir o correto entendimento
dos procedimentos relacionados a matricula. Sendo assim, foram escolhidos os
professores Prof. Dr. Kenji Nose Filho, coordenador do curso de Engenharia de
Informagdo na UFABC entre os anos de 2021 e 2023 e o Prof. Dr. Murilo Bellezoni
Loiola, que atuou como coordenador entre 2015 e 2017. Apds as conversas, foi
possivel compreender o sistema de matriculas pela 6tica dos coordenadores.

Durante estas conversas, foi informado que o periodo de matriculas funciona
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da seguinte forma: antes do inicio de um quadrimestre, o coordenador do curso
avalia quais disciplinas serao ofertadas e quais professores irdo ministrar cada uma
delas. Também foi destacado o desafio de identificar com precisdo as demandas dos
alunos a cada quadrimestre. Na tentativa de solucionar esse problema, em algumas
situagdes anteriores, foi utilizada uma enquete entre os alunos para verificar quais
matérias cada um estava precisando. De fato, apds estes didlogos, a automatizagao
deste processo mostrou-se necessaria.

Dado o tempo limitado deste trabalho, foi escolhido como foco apenas o curso
de Engenharia de Informagao (El) da UFABC. Porém, ao fazer esta analise para um
curso, é possivel utilizar a mesma estrutura para a criagdo de um planejamento para

os outros cursos da UFABC.

3.2- Trabalho com os dados
3.2.1- Coleta dos dados

Com a finalidade de reunir os dados adequados para o desenvolvimento
deste trabalho, foi necessario obter o historico escolar dos alunos da universidade,
para que fosse possivel analisar a trajetéria dos alunos ao longo da graduacéo.
Assim, foi procurada a DSSI (Diviséo de Sistemas de Seguranga de Informagdes) da
universidade, que disponibilizou os dados com o registro académico dos alunos
anonimizados, por ser uma informagédo sensivel, para que a LGPD (Lei Geral de
Protecao de Dados Pessoais) fosse respeitada. Os dados fornecidos abrangem
informacdes da realizagao de disciplinas entre o primeiro quadrimestre de 2009 e o

segundo quadrimestre de 2023.

3.2.2- Limpeza e preparagao dos dados

Com o objetivo de tornar a base de dados mais precisa, foi necessario iniciar
um processo de limpeza nestes dados, visando extrair apenas as informacgdes
relevantes para a realizacdo do trabalho. A manipulacdo dos dados foi realizada
utilizando a biblioteca Pandas da linguagem de programacgéao Python.

Inicialmente havia 153 mil registros de disciplinas cursadas pelos alunos.
Sendo assim, foi necessario definir um critério de quais matérias seriam analisadas.

Optou-se por definir como foco da analise as disciplinas obrigatérias do curso de
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Engenharia de Informacgédo (El) referentes ao Projeto Pedagdgico de 2017 e nao

foram consideradas as disciplinas do Bacharelado de Ciéncia e Tecnologia e

também as chamadas disciplinas comuns das Engenharias, assim, as disciplinas

consideradas foram listadas abaixo.

Tabela 2- Disciplinas obrigatérias para a Engenharia de Informacgéo

Item Nome da disciplina
1 Fundamentos de Fotdnica
2 Circuitos Elétricos |
3 Fundamentos de Eletromagnetismo Aplicado
4 Circuitos Elétricos |l
5 Dispositivos Eletrénicos
6 Eletrénica Analogica Aplicada
7 Eletronica Digital
8 Transformadas em Sinais e Sistemas Lineares
9 Principios de Comunicagéo
10 Sistemas de Controle |
11 Redes de Computadores
12 Sinais Aleatorios
13 Processamento Digital de Sinais
14 Comunicacéo Digital
15 Teoria da Informagéo e Cddigos
16 Ondas Eletromagnéticas Aplicadas
17 Comunicagées Opticas
18 Codificagao de Sinais Multimidia
19 Sistemas Microprocessados
20 Comunicagbes Moveis
21 Teoria de Filas e Analise de Desempenho

Fonte: Autoria propria

Apos filtrar apenas os registros de realizagdo das disciplinas da Tabela 2, a

quantidade de registros foi reduzida para 29 mil, tanto de alunos da El ou ndo. Estes

dados foram importantes para o treinamento do modelo de aprendizado de maquina,

que ocorrera na proxima seg¢ao. Sendo assim, foi definido um nome para esta base
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de dados como “Dados da Realizag&o de Disciplinas Obrigatérias”, a fim de facilitar
a compreensao do desenvolvimento.

Juntamente com a organizagcdo dos dados, mostrou-se fundamental a
utilizacao de alguns critérios para definir se um aluno esta matriculado em El ou nao.
Uma das principais dificuldades nesta etapa foi compreender quando um aluno esta
cursando Engenharia de Informacéo sem estar efetivamente matriculado no curso,
pois na universidade ha a possibilidade de alunos que ainda estdo fazendo o
Bacharelado Interdisciplinar realizem disciplinas de um curso especifico sem estar
efetivamente matriculado no curso. Existem ainda alguns casos de alunos que
decidem cursar Engenharia de Informagédo enquanto estdo matriculados em outros
cursos, pois estdo esperando abrir os editais internos para efetuar a troca de
bacharelado.

Esta situagcdo cria uma inconsisténcia nos dados, e possui diversas
possibilidades de solugdo. A solucdo escolhida, neste caso foi ndo sé levar em
consideragao os alunos que estdo matriculados em El, mas também levar em
consideragcao os alunos que tivessem realizado ao menos 51% das disciplinas
obrigatérias do curso, ou seja, ao menos 11 matérias especificas, levando em conta
que ha 21 matérias obrigatérias do curso especifico (excluindo as disciplinas do
Bacharelado de Ciéncia e Tecnologia e as chamadas disciplinas comuns das
Engenharias). Com base neste critério, o sistema considera alunos que tenham
cursado ao menos 11 disciplinas obrigatérias como pertencentes ao curso de
Engenharia de Informacao.

Foi utilizado a quantidade de onze disciplinas obrigatorias, para evitar
possiveis conflitos em casos de engenharias que possuissem algumas disciplinas
especificas em comum, como €& o caso da Engenharia de Instrumentacao,
Automacgédo e Robdtica (EIAR). Com este novo critério definido, a quantidade de
dados foi para cerca de 7 mil registros.

Outro fator importante que teve de ser levado em consideragao é o fato de
que alguns alunos abandonam o curso pela metade ou trancam o curso para
continuar posteriormente. Dadas estas situagdes, foi necessario fazer uma filtragem
de alunos ativos, para isto, foi utilizado o critério de que estes alunos ativos sdo os
alunos que realizaram ao menos uma disciplina no ultimo ano (3 quadrimestres
anteriores ao atual). Apods esta filtragem, restaram por volta de 1500 registros. Note

que esta filtragem nao retira as disciplinas realizadas ha mais de 1 ano atras, apenas
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define os alunos ativos e depois seleciona todas as disciplinas realizadas por ele,

independente do ano.

Todas as etapas de pré-processamento dos dados estdo resumidas na Figura

7 a seguir:

Figura 7- Diagrama de blocos das etapas do pré-processamento dos dados

Dados dos alunos

Registros de matérias cursadas
por alunos da UFABC

n= 153833
Dados para o treinamento do modelo de
l aprendizado de maquina
Registros de matérias _Registros de matérias
obrigatérias de Engenharia de obrigatdrias de Engenharia de
Informagéo cursadas ~ trereeemesssssees > Informagao cursadas
n= 29635 n= 29635

!

Registros de alunos
matriculados em Engenharia de
Informagéo ou que realizou ao

menos 51% do curso

n= 6926

!

Registros de alunos que
realizaram uma matéria no Ultimo
ano (3 quadrimestres anteriores)

n= 1483

Fonte: Autoria Propria

Estes dados com o histérico dos alunos que fizeram ao menos uma matéria
no ultimo ano (3 quadrimestres anteriores) é o dataset que sera utilizado para definir

a real necessidade dos alunos.
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3.3- Definigao da préoxima matéria necessaria para cada aluno

Apos a filtragem de dados mencionada anteriormente, foi possivel obter uma
base de dados com as matérias realizadas pelos alunos ativos de El, com um tal de
1483 registros, como mencionado anteriormente.

Neste momento, no dataset ha as matérias ja realizadas pelo aluno. Assim, é
possivel projetar uma visualizagado de quais matérias ainda precisam ser realizadas
por cada aluno. Porém, quando essa anadlise é feita de maneira crua, apenas
visualizando todas as disciplinas que os alunos ainda nao realizaram, as matérias
que se encontram no final do curso tém uma inflagdo de demanda quando
comparada as matérias do comego e meio do curso. Contudo, isso nao reflete a
realidade, causando uma inconsisténcia nos dados.

Assim, mostrou-se necessario definir somente as matérias que o aluno
precisa realizar no proximo quadrimestre, levando em consideragao as matérias que
ele ja realizou. Para isso houve uma analise no projeto pedagogico do curso a fim de
compreender a ordem que as disciplinas seguem. Depois deste estudo, foi definida a
utilizacdo de um tipo de grafo, a arborescéncia, onde os arcos representam as
dependéncias entre as disciplinas, como demonstrado pela Figura 8, onde as cores

representam o quadrimestre ideal para realizagédo das disciplinas obrigatdrias.
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Figura 8- Grafo das disciplinas obrigatérias da Engenharia de Informacgao

Legenda:

[] 7° Quadrimestre
|:| 8° Quadrimestre
|:| 9° Quadrimestre
[] 10° Quadrimestre
. 11° Quadrimestre

[ 12° Quadrimestre
. 13° Quadrimestre

FONTE: Autoria propria.

Para a modelagem deste grafo foi utilizada a biblioteca chamada NetworkX da
linguagem de programagdo Python. Utilizando algumas funcionalidades desta
biblioteca, foi criada uma fungcdo que possui uma entrada no formato de uma lista
das disciplinas que um aluno realizou e tem como saida uma lista de disciplinas que
este aluno esta apto a realizar.

Como exemplo, um aluno que ja realizou as disciplinas Fundamentos de
Fotbénica, Circuitos Elétricos | e Redes de Computadores estaria apto para realizar
as seguintes matérias: Comunicacdes Opticas, Transformadas em Sinais e Sistemas
Lineares, Fundamentos de Eletromagnetismo Aplicado, Dispositivos Eletrénicos,

Circuitos Elétricos II. Estas disciplinas estao destacadas em ciano na Figura 9.
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Figura 9- Matérias que um determinado aluno estaria apto para realizar

Transformadas em
Funamenios da Sinais = Sistemas
Fatbnica e

Comuni Sistemas de Princlpios de
Opticas Digital de Sinais Cantrole | Comunicagio
Codificagio de Comunicagso

Sinais Multimidia Digital

] Matérias Realizadas

l:l Materias apto para realizar
Teoria da
[ Matérias ndo apto para realizar ! o

Sinais Aleatdrios

Tearia de Filas &
Analise de
Desempenho

Fundamentos de
Eletromagnetisma
Aplicado

Legenda:

Comunicagbes
Wdvaie

Fonte: Autoria propria

A imagem acima ira auxiliar na explicagédo dos conceitos que foram utilizados
para definir as proximas disciplinas que um determinado aluno esta apto para
realizar.

E preciso salientar que para cada vértice (matéria) foram definidos dois
atributos, um chamado de “visitado” (que no grafo esta com a cor roxa) e o outro
chamado de “candidato” (com a cor azul). O primeiro foi utilizado para denominar as
disciplinas que ja haviam sido realizadas pelo aluno. Ja o segundo, foi utilizado para
definir as matérias que o aluno estaria apto a fazer.

A analise do grafo foi feita da seguinte forma: para todos os vértices
(disciplinas) que nao foram visitados (n&o foram realizadas pelo aluno), foi feita uma
andlise do vértice, até a raiz do grafo. Caso todos os caminhos até a raiz do grafo
estivessem preenchidos, isto &, todas as matérias recomendadas tiverem sido
realizadas, entdo a propriedade “candidato” do vértice era alterada para “sim”, caso
contrario ela era modificada para “nao”. Assim, foi possivel visualizar com clareza se
o aluno realmente esta apto para fazer determinada disciplina.
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Note que na Figura 9 o aluno ndo esta apto para a realizagdo da disciplina
Teoria de Filas e Andlise de Desempenho (TFAD). Isto se da pelo fato de o aluno ter
realizado a disciplina Redes de Computadores (RC), porém né&o ter realizado a
disciplina Sinais Aleatérios (SA) e nao ter feito a disciplina anterior a esta, que é
Transformada em Sinais e Sistemas Lineares (TSSL). Para este aluno estar apto
para a realizagao da disciplina TFAD, ele deveria fazer as disciplinas TSSL e SA,
pois € necessario que todos os caminhos deste vértice, até a raiz estejam
preenchidos.

Com a criagdo deste grafo para cada aluno, foi possivel uma analise
adequada das proximas disciplinas a serem realizadas, de forma que seja levada em

consideragao se as matérias recomendadas nio foram cumpridas.

3.4- Algoritmo de aprendizado de maquina

Como visto na segao anterior, definir quais as préximas matérias que um
aluno esta apto para fazer é fundamental para saber a real necessidade dos alunos
em um quadrimestre.

Caso as matriculas para um quadrimestre fossem realizadas ao final do
quadrimestre anterior ao que esta sendo analisado, apenas os grafos bastariam para
se obter um retrato da realidade, pois somente seria necessario colocar as matérias
que os alunos ja realizaram e ver quais as proximas matérias que os alunos estao
necessitando.

Todavia, conforme demonstrado na Figura 10, a matricula para um
determinado quadrimestre sempre ocorre na metade do quadrimestre precedente.
Desta forma, torna-se inviavel a obtencao de informagdes sobre as disciplinas que
foram cursadas no quadrimestre anterior ao da matricula em questéao, visto que ele

ainda nao teria acabado.
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Figura 10- Exemplo de uma matricula para o 3° quadrimestre de um ano

JANEIRO

ABRIL

Inicio da matricula para o 3°
quadrimestre

\-.

JULHO
Legenda:
[] 1° Quadrimestre
B 2° Quadrimestre
] 3° Quadrimestre
OUTUBRO

FEVEREIRO

MAIO

AGOSTO

NOVEMBRO

Fonte: Autoria propria

MARGO

JUNHO

SETEMBRO

DEZEMBRO

Observando a figura acima percebe-se que, por exemplo, no momento da

matricula para o 3° quadrimestre (3Q) ainda n&o ha informagao sobre quais matérias

foram realizadas no 2° quadrimestre (2Q), pois ele ainda estd na metade. Deste

modo, sé ha informagdes sobre as disciplinas realizadas até o 1° quadrimestre (1Q)

do ano. Isto ocorre independente do quadrimestre que esta sendo analisado, sendo

que este exemplo foi utilizado a fim de facilitar o entendimento do problema.

Como é possivel notar pela Tabela 3, sempre ha uma defasagem de 1 quadrimestre

para a obtencdo atualizada de informagdo, 0 que causa uma inconsisténcia nos

dados.

Tabela 3- Dados disponiveis para cada periodo de matricula do ano
Quadrimestre da matricula Quando ocorre Dados disponiveis
1° quadrimestre Metade do 3° quadrimestre | 2° quadrimestre
2° quadrimestre Metade do 1° quadrimestre | 3° quadrimestre
3° quadrimestre Metade do 2° quadrimestre | 1° quadrimestre
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Fonte: Autoria propria

Para ilustrar alguns conceitos, sera utilizado novamente o exemplo da
matricula no 3° quadrimestre (3Q). Por conta dessa defasagem de um quadrimestre
de informagao, é necessario estimar quais disciplinas os alunos estariam realizando
no 2Q. Desta forma, foram colocadas as disciplinas realizadas até o 1Q para inferir
quais as proximas matérias que os alunos iriam realizar. Esta estratégia permite uma
aproximacao das disciplinas que os alunos provavelmente estariam cursando no 2Q.
Caso o fator de eventuais reprovacdées nas disciplinas nado fosse levado em
consideragdo, seria somente necessario colocar a estimativa de disciplinas
realizadas no grafo, mostrando assim a necessidade dos estudantes para o 3Q.

Porém, eventuais reprovacdoes devem ser levadas em consideragcao para se
ter uma estimativa mais proxima da realidade. Por conta disso, se fez necessario a
realizagdo de algum mecanismo para realizar uma predicdo se um aluno ira passar
ou ndo em uma disciplina.

Neste momento, € possivel a adog¢ao de diversas abordagens para estimar se
um determinado aluno seria aprovado ou ndo em uma matéria. A primeira
possibilidade seria uma simples multiplicacdo da quantidade de alunos que precisam
realizar uma determinada disciplina pela porcentagem histérica de aprovagéo desta
disciplina. A segunda abordagem pensada foi a criagdo de um algoritmo que leve em
consideragao a porcentagem de aprovagao das disciplinas, a disciplina que sera
realizada e o historico do aluno ao longo da graduacao para saber se ele ira passar
em uma determinada disciplina, ou ndo. Tendo em vista as opgdes viaveis, foi
escolhida a segunda abordagem, pois ela leva em consideragdo ndo somente a
disciplina, mas também o histérico escolar de cada aluno.

Para realizar a predicdo da aprovagao ou ndo de um aluno em uma
determinada disciplina, foi escolhido a arvore de decisdo. De acordo com o
embasamento tedrico apresentado na Sec¢ao 2.2.1, parte fundamental para a criagcao
de um modelo supervisionado € uma boa curadoria de dados e limpeza deles para
gue seja realizado um treinamento de maneira precisa.

Para realizar a criagcdo do dataset de treinamento, serdo utilizadas as
informacodes do dataset criado anteriormente, o “Dados da Realizacéo de Disciplinas
Obrigatérias”, porém, agora sera feito um filtro para levar em consideragao apenas

as disciplinas que tém a coluna SITUACAO como “Aprovado” ou “Reprovado”, pois
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somente estes casos serdo levados em consideragao. Sendo assim, o dataset agora

possui 28933 registros e esta no formato demonstrado pela Figura 11.

Figura 11- Estrutura dataset Dados da Realizag&o de Disciplinas Obrigatérias

RA_ANONIMIZADO NOME_ATIV_CURRIC SITUACAO ANO PERIODO
0 ALUNO_000003 Transformadas em Sinais e Sistemas Lineares  Aprovado 2009 2
1 ALUNO_000003 Sistemas de Controle |  Aprovado 2010 1
2 ALUNO_000003 Circuitos Elétricos |  Aprovado 2009 1
3 ALUNO_000009 Circuitos Elétricos |  Aprovado 2014 3
4 ALUNO_000010 Transformadas em Sinais e Sistemas Lineares  Aprovado 2014 3

Fonte: Autoria propria

Dado o tempo limitado para a realizagao deste trabalho, adotaram-se algumas
aproximacdes para que o modelo fosse capaz de realizar uma predicdo com
acuracia quanto a aprovacdo ou reprovacao de um aluno em uma disciplina
especifica. A selecéo de atributos para o treinamento do modelo se limitou a aqueles
relacionados a graduacédo do aluno. Os atributos (features) utilizados foram: o
histérico do aluno durante a graduagao (considerando quais matérias ele ja havia
feito), a disciplina que estava sendo realizada, a porcentagem de aprovagao atual
daquela determinada disciplina e um valor que ira demonstrar se o aluno foi
aprovado ou nao na realizagdo daquela disciplina, esta que € a variavel-alvo que o
modelo tentara prever.

A metodologia para a criagado das colunas do dataset de treino é descrita na
Tabela 4, sendo crucial salientar que cada linha do conjunto de dados ilustrado na
Figura 11 representa a matricula de um aluno em uma disciplina especifica. Sendo
assim, cada linha desta base de dados ira gerar uma linha no dataset de treino,

seguindo a seguinte estrutura:

Tabela 4- Colunas do dataset de treino

Colunas do Maneira de obter as Formato dos dados
dataset de informacdes destas
treino colunas
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Matérias ja
realizadas pelo
aluno

Analisar as disciplinas que
foram feitas pelo aluno
anteriormente a realizagao
da disciplina que esta sendo
examinada.

A tabela de dados possui 21
colunas, uma para cada
disciplina obrigatoria e ha o
preenchimento de zeros e uns,
onde o 0 representa as matérias
que o aluno ainda nao realizou e
1 as matérias que o aluno ja
realizou.

Disciplina que o
aluno esta
realizando
naquele
quadrimestre

Analisando a coluna
NOME_ATIV_CURRICULAR
(coluna do arquivo
disponibilizado pelo DSSI) é
possivel obter este dado.

Para esta coluna foi utilizado o
mapeamento de disciplinas com
cédigos de 1 a 21, de forma
sucessiva, assim, as disciplinas
ficaram da seguinte forma:

Fundamentos de Fotdnica: 1
Circuitos Elétricos I: 2
E assim sucessivamente.

Foram utilizados estes codigos
para que o algoritmo de
aprendizado de maquina
pudesse interpretar estes
valores.

Porcentagem
de aprovacao
da disciplina

Ao olhar para a coluna
SITUACAO de todos os
registros é possivel realizar
uma contagem da
quantidade de aprovacgoes e
reprovagoes. Com isso, é
necessario apenas realizar
uma simples divisao entre a
quantidade de aprovagoes e
a quantidade total de
registros para obter a
porcentagem de aprovacao
de cada disciplina.

E importante ressaltar que a
porcentagem de aprovagao
de cada disciplina é coletada
a partirdo ano e
quadrimestre (entdo para
todos os anos e
quadrimestres havera a
informagéo da porcentagem
de aprovacgao de
determinada disciplina de

Porcentagem de aprovacgao
daquele quadrimestre e ano
para a disciplina que esta sendo
realizada pelo aluno.
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maneira acumulativa).

Indicador se 0 | Analisando a coluna E preenchido o valor 1 caso o
aluno foi SITUACAO é possivel aluno tenha sido aprovado na
aprovado ou visualizar se o aluno foi disciplina e 0 caso ele tenha sido
nao aprovado ou néo. reprovado.

(variavel-alvo)

Fonte: Autoria propria

A tabela que sera utilizada para o treinamento do modelo, possuindo os atributos

mencionados anteriormente, tem o seguinte formato:

Figura 12- Formato da tabela para treinamento do modelo

Teoria de
Comunicagdes Filas e
Méveis Analise de

Eletrénica
Analégica

Circuitos Fundamentos de Circuitos

Fundamentos Elétricos Eletromagnetismo Elétricos
II

de Fotdnica

Dispositives

Py PORCENT_APROV MATERIA PASSOU
Eletrénicos

I Aplicado Aplicada Desempenho
0 1 0 0 0 0 0 0 0.8605 8 1
0 1 0 0 0 (1] 0 0 0.9688 10 1
0 1 0 0 0 0 0 0 0.6146 2 1
0 1 0 0 ] 0 0 ] 0.7354 2 1
0 0 0 0 0 0 0 0 0.6970 8 1
0 0 0 0 0 0 0 0 0.7097 > 0
0 0 0 0 0 0 0 0 0.8142 6 0
0 0 0 0 0 0 0 0 0.8339 10 1
0 0 0 0 0 0 0 0 0.8304 " 0
0 0 0 0 0 0 0 0 0.8640 15 1

Apos os dados estarem no formato desejado, foi utilizada a biblioteca do Python
chamada de Scikit-Learn para realizar a separacdo dos dados de treinamento e dos
dados de teste. Foi definido que 80% do dataset seria utilizado para o treinamento,
que é o dataset que possui a variavel alvo, com aproximadamente 23146 registros.
20% do dataset seria utilizado para testes, que tem por objetivo garantir que o
modelo esta ajustado para receber novos dados e definir o desempenho do modelo
para estes casos, contendo 5787 registros, com dados entre primeiro quadrimestre
de 2009 e o segundo quadrimestre de 2023. Apds a divisdo dos conjuntos de treino
e teste, a biblioteca foi utilizada novamente, agora para a construgao do classificador

de arvore de decisao.

Este algoritmo permite a realizacdo de predigbes sobre a aprovagao ou

reprovagao de alunos em uma determinada disciplina.
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3.5- Criacao do sistema de suporte a decisao

Com o Grafo feito e o algoritmo de aprendizado de maquina estruturado, é
possivel realizar a criagdo de um sistema de suporte a decisdo para dar ao
coordenador do curso de Engenharia de Informagdo uma visdo mais préxima da

realidade académica. A Figura 13 demonstra o funcionamento do sistema.

Figura 13- Estrutura do sistema de apoio a decisédo

Algoritmo de Grafo para definir as Previsdo da real
—>  Aprendizadode = —> 1o P " —> necessidade dos
) " préximas matérias
Maquina treinado alunos

Registros dos Grafo para definir as
alunos ativos préximas matérias

Fonte: Autoria propria

Ainda utilizando o exemplo da matricula para o terceiro quadrimestre do ano
para facilitar o entendimento, & necessario fazer uma projegéo, por conta da falta de
acesso aos dados das disciplinas que estariam sendo realizadas pelos alunos no
segundo quadrimestre. Para isso, é utilizado o primeiro grafo para definir as
proximas matérias, pois assim € possivel visualizar quais matérias os alunos
possivelmente estariam realizando. Novamente, esta afirmacédo pode ser replicada
para todos os periodos letivos do ano.

Ao analisar a estrutura do sistema em questdo € crucial considerar um
aspecto fundamental: o segundo grafo tem como entrada os dados das disciplinas
feitas no registro dos alunos ativos (o primeiro elemento do sistema, conforme
ilustrado na figura 13) e as que obtiveram aprovacédo a partir do algoritmo de
aprendizado de maquina.

Observando a Figura 13, nota-se que a partir de uma entrada com as
informagdes dos alunos ativos do curso de Engenharia de Informagéo é possivel
obter como saida um retrato da real necessidade dos alunos. Em suma, gera-se
uma matricula justa, levando em consideragdo os resultados encontrados pela
técnica de predicéo.

Outro fator relevante € que, assim como mencionado anteriormente, todo o
desenvolvimento descrito neste trabalho para o curso de Engenharia de Informagéao

da Universidade Federal do ABC pode ser replicado de maneira simples para os
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outros cursos da Instituicdo, com a finalidade de tentar otimizar o oferecimento de

disciplinas a um numero maior de estudantes.
4. RESULTADOS E DISCUSSAO
4.1- Resultados do modelo de aprendizado de maquina

Com o intuito de definir o desempenho do algoritmo de aprendizado de
maquina para a predicdo de aprovacao ou nao de alunos em disciplinas especificas,
foram utilizadas métricas como acuracia, sensibilidade e especificidade, além da
analise da importancia de cada variavel (feature) para o modelo.

O algoritmo apresentou resultados promissores, com uma acuracia de 80,2%,
sensibilidade de 68,9% e especificidade de 84,4%. Isso indica que o modelo foi
capaz de realizar uma boa predicdo do sucesso dos alunos na realizagdo de
disciplinas.

A analise da importancia de cada feature foi feita por meio de uma fung¢ao da
biblioteca Scikit-Learn e revelou que as mais relevantes para o modelo foram:

- Porcentagem de aprovagdo na disciplina: Essa feature obteve 27% de
importancia. Isto faz sentido, pois ela reflete como os alunos de um modo
geral se saem ao realizar aquela disciplina.

- Matéria que esta sendo realizada: Essa feature apresenta 16% de
importancia, se uma matéria sera mais densa ou mais simples.

- Realizagdo da matéria Transformadas em Sinais e Sistemas Lineares: Essa
feature, com 10% de importancia, possui porcentagem maior quando
comparada as outras disciplinas, pois esta € uma matéria recomendada para

diversas outras disciplinas, o que justifica sua relevancia.
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Figura 14- Grafico com a importancia de cada feature
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Fonte: Autoria propria

4.2- Resultados do sistema

Inicialmente, o sistema utiliza o grafo para mapear as disciplinas que os
alunos estdo cursando no quadrimestre atual. A figura 15 a seguir apresenta a
visualizagdo dessa informacgao, utilizando um grafico de barras para mostrar a quais
matérias os alunos estariam fazendo no quadrimestre anterior ao que esta sendo
feita a analise para a matricula. Como mencionado ao longo do desenvolvimento, é

necessario realizar essa aproximacgao por conta do calendario de matriculas.
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Figura 15- Niamero de alunos cursando uma determinada disciplina no segundo quadrimestre de 2023
de acordo com o sistema

Fundamentos de Fotonica

Fundamentos de Eletromagnetismo Aplicado
Transformadas em Sinais e Sistemas Lineares
Codificagao de Sinais Multimidia

Redes de Computadores

Eletronica Digital

Eletrénica Analdgica Aplicada

Circuitos Elétricos Il

Teoria de Filas e Andlise de Desempenho
Comunicagao Digital

Circuitos Elétricos |

Sinais Aleatdrios

Sistemas de Controle |

Matérias Info

Principios de Comunicagao

Ondas Eletromagnéticas Aplicadas
Processamento Digital de Sinais
Dispositivos Eletrénicos
Comunicagdes Méveis

Sistemas Microprocessados
Comunicagées Opticas

Teoria da Informagao e Cadigos

0 10 20 30 40 50
Numero de alunos cursando uma determinada disciplina no segundo quadrimestre de 2023

Fonte: Autoria propria

ApoOs a previsdo de aprovagéao pelo algoritmo de aprendizado de maquina, o
sistema utiliza novamente o grafo para identificar as proximas disciplinas que os
alunos devem cursar, levando em consideragcao as aprovagdes e reprovagdes que
foram previstas pelo modelo de aprendizado de maquina. Deste modo, a Figura 2
apresenta a visualizacdo da quantidade de alunos que estdo precisando realizar

cada disciplina

Figura 16- Numero de vagas necessarias para atender a demanda de uma determinada disciplina no
terceiro quadrimestre de 2023 de acordo com o sistema

Fundamentos de Foténica
Fundamentos de Eletromagnetismo Aplicado
Comunicagdo Digital
Codificacéo de Sinais Multimidia
Comunicagbes Opticas

Redes de Computadores
Eletrénica Digital

Eletrénica Analogica Aplicada
Circuitos Elétricos II

Sistemas de Controle |

Sinais Aleatérios

Matérias Info

Ondas Eletromagnéticas Aplicadas

Teoria de Filas e Andlise de Desempenho
Transformadas em Sinais e Sistemas Lineares
Dispositivos Eletrénicos

Principios de Comunicagao

Circuitos Elétricos |

Processamento Digital de Sinais

Sistemas Microprocessados

Comunicagdes Méveis

Teoria da Informacéo e Cédigos

T T
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Namero de vagas necessarias para atender a demanda de uma determinada disciplina no terceiro quadrimestre de 2023

Fonte: Autoria propria
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Ao analisar a figura acima, observa-se uma demanda maior pela disciplina
"Fundamentos de Fotbnica". Isso pode ser explicado pelo fato de que, durante a
pandemia de COVID-19 (2020-2022), a UFABC nao ofereceu turmas com aulas
remotas para essa disciplina, por conta de ela possuir um grande numero de aulas
praticas. Essa demanda acumulada ainda persiste até o 3° quadrimestre de 2023,
pois os dados do dataset vao até o 2° quadrimestre de 2023. Desta forma, a analise
feita da Figura 16 retrata o ultimo quadrimestre do ano de 2023.

Além disso, uma observagao importante do resultado é que, conforme
indicado pelo sistema, ndao ha alunos precisando cursar a disciplina de
Transformadas em Sinais e Sistemas Lineares. Isso ocorre porque, de acordo com o
algoritmo de aprendizado de maquina, os 8 alunos (conforme demonstrado pela
Figura 15) que estariam cursando esta disciplina no 2° quadrimestre de 2023 foram
aprovados. Apesar de ter uma meédia de solicitagdes similar as outras disciplinas,
essa matéria ndo possui recomendagdes de acordo com o grafo curricular. Assim, o
fato de os estudantes estarem cursando outras disciplinas ndo os habilita a
preencher os pré-requisitos para cursar Transformadas em Sinais e Sistemas
Lineares, ao contrario do que ocorre com outras disciplinas que possuem diversas
recomendacgdes.

Deste modo, €& possivel notar que o sistema de apoio a decisao oferece
beneficios, como:

- Melhor distribuicdo das vagas nas disciplinas: O coordenador dos cursos pode
utilizar as informagdes do sistema para distribuir as vagas nas disciplinas de forma
mais equilibrada, de acordo com a demanda real dos alunos.

- Reducdo do tempo de espera para matricula: A previsdo das matriculas permite
que os alunos consigam ter a possibilidade de realizar as disciplinas quando eles

precisarem.

4.3- Discussao sobre o sistema

O presente trabalho apresenta algumas limitagbes, em decorréncia do tempo
restrito para sua execugao e da quantidade limitada de dados disponiveis. Para
contornar essas restricdes, algumas suposi¢coes foram necessarias.

Como demonstrado na Figura 10, a matricula sempre ocorre na metade do

quadrimestre anterior ao que esta sendo realizada a matricula. Por conta disso, uma
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dessas limitacdes € a de nao possuir as informagdes das disciplinas que estido
sendo realizadas pelo aluno no 2° quadrimestre (de acordo com o exemplo da
Figura 10). Desta forma, foi assumido que os alunos estariam realizando todas as
disciplinas que eles estavam aptos para realizar, como no caso da primeira
passagem pelo grafo. No entanto, na realidade, isso nem sempre acontece. Uma
solucdo possivel para essa questdo seria obter os dados de matricula do
quadrimestre anterior ao que esta sendo planejada a matricula em questdo. Assim,
seria possivel utilizar diretamente o algoritmo de aprendizado de maquina para
analisar as aprovagoes e reprovagoes, e posteriormente o grafo, sem a necessidade
de supor quais disciplinas os alunos estavam cursando naquele determinado periodo
letivo.

Outra limitagao do sistema esta relacionada a falta de dados histéricos sobre
o desempenho dos alunos em cada disciplina. Ha apenas informagdes sobre a nota
final do aluno naquela disciplina e isso nao reflete de maneira adequada o real
desempenho do aluno ao longo do quadrimestre. Isso dificulta a criagdo de um
modelo preditivo mais preciso, pois o algoritmo atual ndo tem acesso a informacoes
sobre o comportamento passado dos alunos em relagao as diferentes disciplinas.

Com o objetivo de auxiliar o planejamento das matriculas e oferecer suporte
administrativo, o sistema implementado se provou uma ferramenta eficaz para

auxiliar os coordenadores de cursos na gestao das turmas.

5. TRABALHOS FUTUROS

O projeto em questdo poderia ser aprimorado através de algumas
modificagdes. Uma delas seria a atualizagdo do grafo, que atualmente n&o leva em
consideragao o periodo em que as disciplinas sao oferecidas. Ao considerar o
quadrimestre de cada disciplina, o grafo poderia priorizar as disciplinas iniciais do
curso, as quais servem como base para diversas outras disciplinas subsequentes.

Outro ponto de melhoria diz respeito a coleta de dados. Caso houvesse a
possibilidade de coletar informagdes no momento da matricula, mesmo diante das
evasfes que eventualmente ocorram no inicio de cada quadrimestre, seria possivel
ter uma visdo mais precisa das disciplinas que os alunos estariam inscritos em
determinado quadrimestre. Desta forma, seria possivel compreender com maior

exatidio a necessidade real dos alunos.
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Utilizando os dados de matricula, seria possivel levar em consideracdo a
entrada de novos alunos no curso. No momento, o sistema ndo considera estes
alunos, o que exige intervencdo manual na disciplina Fundamentos de Fotbnica para
adicionar os novos ingressantes. Uma solugao seria integrar os dados de matricula
ao sistema, automatizando a inclusdo dos novos alunos na disciplina inicial. Isso
simplificaria o processo e evitaria erros manuais.

O aprimoramento do modelo de aprendizado de maquina seria viavel com a
ampliacdo do conjunto de dados, por conta de 0 modelo n&o levar em consideragao
fatores externos que podem influenciar o desempenho dos alunos, como problemas
pessoais, dificuldades financeiras ou mudangas no ambiente familiar. Tais fatores
podem ter um impacto significativo no desempenho académico dos alunos e nao sao
considerados pelo sistema no momento. Incorporar esses fatores externos no
modelo preditivo faria com que ele se tornasse mais preciso.

O sistema de apoio a decisdo proposto neste trabalho tem como objetivo
fornecer ao coordenador de curso uma visdo mais proxima da realidade académica.
Através de aprimoramentos no algoritmo, a previsdo do comportamento dos alunos
se tornara ainda mais precisa, com dados que refletem com maior fidelidade a
realidade da UFABC.
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