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Resumo

A equalização baseada em aprendizagem por Teoria de Informação (ITL) é capaz de

lidar com problemas nos quais técnicas clássicas encontram dificuldade, como no caso

da equalização de canais quando o sinal transmitido é correlacionado. Isso se deve a

capacidade dos novos critérios de utilizar a informação dos sinais envolvidos de forma

mais completa, explorando suas características estatísticas no processo. Estes métodos,

no entanto, necessitam da estimação da função densidade de probabilidade dos sinais

em tempo real, um processo que é usualmente feito com estimadores baseados no uso de

kernels. Na literatura, a função kernel frequentemente utilizada é a Gaussiana, porém

esta função não é considerada ótima em relação a eficiência. Neste trabalho é proposto

o uso do kernel Epanechnikov para a estimação, assim mostramos como o desempenho

dos algoritmos pode melhorar com esta nova função.

Para realizar este estudo, foram considerados algoritmos baseados em ITL. Entre eles

temos o Stochastic Quadratic Distance (SQD) e o Modified Stochastic Quadratic Distance

(MSQD), que buscam igualar as densidades de probabilidade do sinal transmitido e do

sinal equalizado. Também analisamos a correntropia (COR), definida como uma nova

medida de correlação generalizada que pode ser utilizada no processo de equalização do

sinal, sendo particularmente interessante por conta das suas propriedades. Além disso,

incluímos na análise o Correlation Retrieval (CR), que faz uso exclusivo de momentos

estatísticos de segunda ordem. Através da modelagem e simulação do processo de equa-

lização, verificou-se o desempenho destes algoritmos utilizando os kernels Gaussiano e

Epanechnikov.

Palavras-Chave: Aprendizagem por Teoria de Informação, Kernel não-Gaussiano,

Equalização não-supervisionada, Kernel Epanechnikov, Critério da Distância Quadrá-

tica, Correntropia, Correlation Retrieval, Estatísticas de Segunda Ordem



Abstract

Information Theoretic Learning (ITL) based equalization is capable of dealing with ca-

ses in which classical techniques encounter difficulty, such as in the case of transmission

of correlated signals. This is due to the capacity of new criteria to use the informa-

tion of the signals involved in a more comprehensive manner, comparing their statistical

characteristics in the process. These methods, however, require the estimation of the

probability density function of the signals in real time, a process that is usually carried

out with estimators based on the use of kernels. In literature, the kernel function that

is frequently used is the Gaussian, yet this function is not considered optimal. In this

work, the Epanechnikov kernel is proposed for the estimation, thus we show how the

performance of the algorithms can improve with this new function.

To carry out this study, algorithms based on ITL were considered. Among them

we have the SQD and the MSQD, which seek to equate the probability densities of the

transmitted signal and the equalized signal. We also analyzed the Correntropy (COR),

which uses a new measure of generalized correlation in the signal equalization process, it

being particularly interesting because of its properties. Furthermore, we analyzed Cor-

relation Retrieval (CR), which makes exclusive use of second-order statistical moments.

Through the modeling and simulation of the equalization process, the performance of

these algorithms using the Gaussian and Epanechnikov kernels was found.

Keywords : Information theoretic learning, non-Gaussian kernels, Unsupervised equa-

lization, Epanechnikov kernel, Stochastic Quadratic Distance, Correntropy, Correlation

Retrieval, Second-order statistical moments



Lista de Figuras

1 Diagrama de blocos da estrutura de um algoritmo de equalização . . . . 11

2 Diagrama de pólos de c1(z) . . . . . . . . . . . . . . . . . . . . . . . . . 22

3 Diagrama de pólos de c2(z) . . . . . . . . . . . . . . . . . . . . . . . . . 22

4 Simulação do SQD variando o � para o canal c1(z) . . . . . . . . . . . . 23

5 Simulação do SQD variando o passo � para o canal c1(z) . . . . . . . . . 24

6 Simulação do SQD variando o � para o canal c2(z) . . . . . . . . . . . . 25

7 Simulação do SQD variando L para o canal c2(z) . . . . . . . . . . . . . 26

8 Simulação do SQD variando o passo � para o canal c2(z) . . . . . . . . . 27

9 Simulação do SQD variando o � para o canal c2 com pré-filtragem f1(z) =

1 + 0:2z�1 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28

10 Simulação do SQD variando o � para o canal c2 com pré-filtragem f2(z) =

1 + 0:5z�1 + 0:2z�2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 29

11 Simulação do MSQD variando o L para o canal c2 . . . . . . . . . . . . 31

12 Simulação do MSQD variando o � para o canal c2 . . . . . . . . . . . . . 32

13 Simulação do MSQD variando o � para o canal c2 com pré-filtragem f1(z) =

1 + 0:2z�1 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33

14 Simulação do MSQD variando o � para o canal c2 com pré-filtragem f2(z) =

1 + 0:5z�1 + 0:2z�2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34

15 Diagrama de pólos do canal m(z) . . . . . . . . . . . . . . . . . . . . . . 40

16 Simulação das superfícies de erro, fixando � = 0:25 . . . . . . . . . . . . 41

17 Simulação das superfícies de erro, fixando � = 0:75 . . . . . . . . . . . . 42

18 Simulação das superfícies de erro, fixando � = 1 . . . . . . . . . . . . . . 43

3



19 Simulação das superfícies de erro, fixando � = 5 . . . . . . . . . . . . . . 44

20 Simulação das superfícies de erro, fixando � = 20 . . . . . . . . . . . . . 45

21 Diagrama de pólos do canal h(z) . . . . . . . . . . . . . . . . . . . . . . 46

22 Simulação do COR variando o � para o canal h(z) . . . . . . . . . . . . . 47

23 Simulação do COR variando o N para o canal h(z) . . . . . . . . . . . . 48

24 Simulação do COR variando o P para o canal h(z) . . . . . . . . . . . . 49

25 Diagrama de pólos do canal g(z) . . . . . . . . . . . . . . . . . . . . . . . 50

26 Simulação do COR e CR com � = 1 para o canal g(z) . . . . . . . . . . . 51

27 Simulação do COR e CR com � = 5 para o canal g(z) . . . . . . . . . . . 52



Lista de Abreviaturas e Siglas

AMISE Asyimptotic Mean Integrated Square Error

BPSK Binary Phase-Shift Keying

COR Correntropia

CR Correlation Retrieval

dB Decibel

FIR Finite Impulse Response

IIS Interferência Intersimbólica

ITL Information Theoretic Learning

MISE Mean Integrated Square Error

MSQD Modified SQD

pdf Função Densidade de Probabilidade

RKHS Reproducing Kernel Hilbert Space

SQD Stochastic Quadratic Distance



Sumário

1 Introdução . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 7

2 Fundamentação Teórica . . . . . . . . . . . . . . . . . . . . . . . . . . . 11

2.1 Sistema em Estudo . . . . . . . . . . . . . . . . . . . . . . . . . . 11

2.2 Estimador Baseado em Kernel . . . . . . . . . . . . . . . . . . . . 13

3 Critério da Distância Quadrática (SQD) . . . . . . . . . . . . . . . . . . 17

3.1 Desenvolvimento do SQD com o kernel Gaussiano . . . . . . . . . 17

3.2 Desenvolvimento do SQD com o kernel Epanechnikov . . . . . . . 18

3.3 MSQD . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20

3.4 Resultados de Simulação . . . . . . . . . . . . . . . . . . . . . . . 20

3.4.1 SQD . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

3.4.2 MSQD . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30

4 Critérios baseados na Correntropia . . . . . . . . . . . . . . . . . . . . . 35

4.1 Desenvolvimento do método com o kernel Gaussiano . . . . . . . 36

4.2 Desenvolvimento do método com o kernel Epanechnikov . . . . . 36

4.3 Correlation Retrieval (CR) . . . . . . . . . . . . . . . . . . . . . . 37

4.4 Comparação entre Critérios . . . . . . . . . . . . . . . . . . . . . 38

4.5 Análise de Desempenho dos algoritmos . . . . . . . . . . . . . . . 45

5 Conclusão . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 53

6 Referências Bibliográficas . . . . . . . . . . . . . . . . . . . . . . . . . . . 56

Anexos 58



7

1 Introdução

Os sistemas de comunicação digitais desempenham um papel importante na atualidade,

sendo um dos pilares da sociedade moderna, que hoje é capaz de transmitir áudio, vídeo

e dados de forma quase instantânea para qualquer lugar no planeta. Mais versáteis

e robustos que os sistemas analógicos, o sistema digital mantém a qualidade do sinal

transmitido por grandes distâncias, permitindo a correção de erros [1].

Entretanto, mesmo com a evolução dos sistemas de comunicação, ainda há muitos

desafios, como por exemplo, ao transmitir um sinal, o mesmo passa por canais de trans-

missão não ideais que introduzem distorções e assim dificultando, ou até mesmo impossi-

bilitando, a recuperação do sinal pelo receptor. Dessa forma, se faz importante o estudo

acerca do processamento digital de sinais, que visa diminuir as distorções sofridas pelo

sinal original. Uma das soluções propostas é algum tipo de processamento no receptor

para compensar as distorções sofridas, como a equalização [2].

O equalizador é normalmente implementado como um filtro com resposta ao impulso

finita no receptor, o qual é responsável por compensar as distorções ocasionadas pelo ca-

nal de transmissão [2]. A equalização de canais é um fator importante para os sistemas de

comunicação modernos, tendo sido estudada há bastante tempo para recuperação de si-

nais. Assim, as técnicas utilizadas podem ser divididas em duas categorias: a equalização

supervisionada e a não supervisionada, também chamada de equalização cega.

Na equalização supervisionada há a transmissão prévia de uma sequência de símbo-

los, conhecida pelo receptor e comumente chamada de sequência de treinamento, a qual

é utilizada para ajustar os coeficientes do equalizador antes da recepção efetiva do sinal.

Entretanto utilizar sequências de treinamento possui suas desvantagens, visto que este

método é pouco eficiente em sistemas com muitos receptores, sendo necessário transmitir

a sequência de treinamento novamente para cada receptor para ajustar os coeficientes

novamente. Além disso, caso o canal seja variante no tempo, é necessário parar a trans-

missão para realizar a etapa de treinamento novamente.

A outra categoria é a equalização não supervisionada ou cega, que contorna as desvan-
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tagens da equalização supervisionada. Neste caso, não é necessário o uso de sequências

de treinamento, pois o equalizador utiliza características estatísticas do sinal transmi-

tido, as quais já são conhecidas pelo receptor. Normalmente, este método define critérios

utilizando momentos de ordem superior do sinal transmitido e recebido, assim é pos-

sível ajustar os coeficientes do equalizador através de um algoritmo do tipo gradiente

descendente, buscando o ponto de mínimo do critério [2].

A equalização cega aproveita melhor a capacidade do canal, sem a necessidade de uma

sequência de treinamento. Entretanto, critérios clássicos de equalização cega também

possuem certas desvantagens em relação à equalização supervisionada como, por exemplo,

a velocidade de convergência do algoritmo tende a ser mais lenta do que na equalização

supervisionada, por isso pode perder parte considerável das informações transmitidas,

além de não possuírem um bom desempenho frente a sinais correlacionados.

Recentemente, critérios baseados em teoria de informação [3] têm sido utilizados no

campo de equalização cega. Como tais critérios utilizam mais informação sobre os sinais

disponíveis, acabam por conseguir resolver casos que as técnicas clássicas não conseguem.

Os critérios e algoritmos desenvolvidos neste contexto são chamados de aprendizagem por

teoria da informação (ITL - Information Theoretic Learning).

Dentre os critérios de equalização baseados em ITL, temos o Critério da Distância

Quadrática (SQD), que busca comparar as funções densidade de probabilidade dos si-

nais transmitido e recebido. A partir deste critério, também temos o MSQD, ou SQD

Modificado, que é basicamente uma simplicação que visa utilizar apenas o termo que

efetivamente mede a distância entre as funções de densidade de probabilidade do critério

anterior. Por fim, temos o critério que utiliza uma nova medida de correlação generali-

zada, chamada de correntropia (COR), a qual possui um desempenho interessante frente

a sinais correlacionados [4].

Entretanto, os critérios baseados em ITL demandam a utilização da função densidade

de probabilidade dos sinais transmitido e recebido. Para isso, tem-se utilizado um método

não paramétrico baseado no uso de funções kernel, visto que assim não é necessário ter

conhecimento prévio do sinal em questão. O método da janela de Parzen [5] se encaixa
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justamente neste contexto. Tradicionalmente, o kernel mais utilizado na literatura é o

kernel Gaussiano, uma função exponencial e, portanto, fácil de ser calculada e mani-

pulada [6, 7, 8]. Porém, é possível obter melhores resultados ao estimar densidades de

probabilidade com outros kernels [9, 10]. Segundo [10], o kernel Epanechnikov é ótimo

nesse sentido.

Assim, uma primeira proposta deste trabalho foi estudar os algoritmos SQD e MSQD

implementados kernel Epanechnikov e compará-lo com o algoritmo obtido através do uso

do kernel Gaussiano. Tal estudo resultou na publicação do artigo (Anexo I): [11].

GOIS, L. e NEVES, A. "Equalização Adaptativa Cega de Sinais com Kernel Não-

Gaussiano", XXXVII Simpósio Brasileiro de Telecomunicações e Processamento de Sinais,

2019, Petrópolis - RJ, 2019.

O algoritmo baseado no uso da COR, por sua vez, não explora todos os momentos

estatísticos do sinal [4, 12], sendo os momentos considerados dependentes do kernel es-

colhido e do seu tamanho, no caso do kernel Gaussiano, por exemplo, são considerados

todos os momentos de ordem par. Por outro lado, como o kernel Epanechnikov é dado

por um polinômio de segunda ordem, a correntropia obtida com esta função leva em conta

somente estatísticas de segunda ordem.

Deste modo, com o objetivo de estudar mais a fundo o critério resultante a partir

do uso do kernel Epanechnikov, resolvemos compará-lo ao Correlation Retrieval, critério

que foi proposto em [13] e que se baseia somente nas correlações dos sinais envolvidos.

Dessa forma, pretende-se simular o algoritmo baseado na COR com o kernel Epanech-

nikov e variar seus parâmetros, de forma a encontrar a melhor combinação de parâmetros

para cada cenário de simulação considerado, e assim comparar com os melhores resulta-

dos obtidos quando utilizamos o kernel Gaussiano buscando determinar a eficiência de

cada kernel para cada situação. Por fim, faremos também uma análise teórica do crité-

rio da correntropia utilizando o kernel Epanechnikov, comparando-o ao critério obtido

usando-se o kernel Gaussiano e também ao Correlation Retrieval.

Este estudo resultou na publicação do seguinte artigo (Anexo II): [14].

GOIS, L.; FANTINATO, D. ; SUYAMA, R. ; NEVES, A. "Relações entre Critérios
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baseados na correntropia e Estatísticas de Segunda Ordem para Equalização de Canais de

Comunicação", 2020 Brazilian Technology Symposium, 2020, Campinas - SP, Proceedings

of the 2020 Brazilian Technology Symposium, 2020.
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2 Fundamentação Teórica

2.1 Sistema em Estudo

A equalização é um método utilizado na correção de distorções sofridas por um sinal

transmitido em um canal não ideal, buscando compensar as distorções ocasionadas. Este

método pode ser implementado de forma adaptativa, acompanhando as mudanças do ca-

nal, sendo dividido em dois grupos: a equalização supervisionada e a não supervisionada,

também chamada de equalização cega. Na Figura 1 a seguir, vemos a representação de

um sistema de equalização:

Figura 1: Diagrama de blocos da estrutura de um algoritmo de equalização

Neste sistema, temos o sinal transmitido, s(n), através de um canal com resposta ao

impulso, h = [h0; h1; h2; :::; hLh�1], onde Lh é o número de elementos em h e hi são os

coeficientes do canal. A saída do canal é descrita como:

x(n) =

Lh�1X
i=0

his(n� i) (1)

Para recuperar a informação do sinal transmitido s(n), consideramos um equaliza-

dor como um filtro FIR (Finite Impulse Response - FIR), com coeficientes dados por

w = [w0; w1; w2; :::; wM�1], onde M é o número de elementos de w. O sinal de saída do

equalizador é definido como:

y(n) =
kw�1X
i=0

wix(n� i) = wTx(n) (2)

sendo wi o elemento de ordem i do filtro. Assim, os efeitos ocasionados pelo canal h devem
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ser minimizados ou anulados pelo filtro w, cujos coeficientes são ajustados iterativamente.

Na equalização supervisionada há conhecimento do canal ou a utilização de uma

sequência de símbolos previamente conhecida pelo receptor, a sequência de treinamento.

O algoritmo ajusta o vetor de coeficientes do equalizador através desta sequência, e assim

minimizando o erro entre esta sequência e o sinal de saída do equalizador, levando aos

coeficientes ótimos dados pela equação de Wiener-Hopf [2]:

w0 = Rx
�1p (3)

onde Rx é a matriz de autocorrelação do vetor x(n) = [x(n)x(n� 1):::x(n�M + 1)], que

apresenta uma janela de amostras do sinal de entrada do equalizador x(n) no instante n,

M o número de coeficientes do equalizador, portanto o mesmo tamanho de w0, e p é o

vetor de correlação cruzada entre x(n) e o sinal desejado s(n). A equação (3) é conhecida

como Solução de Wiener [2], que no campo da equalização é a solução ótima quando

o erro quadrático médio é usado como critério. Apesar disso, a equação (3) é inviável

na prática, pois seria necessário estimar Rx e p em tempo real, o que demandaria uma

quantidade enorme de amostras para conseguir estimar estas grandezas.

Em certas situações, a equalização supervisionada possui algumas desvantagens. Quando

existe a necessidade da utilização de uma sequência de treinamento, não há de fato a

transferência de informação, visto que a sequência já é conhecida pelo receptor. Ou-

tra desvantagem é quando há a presença de vários receptores e apenas um transmissor,

dessa forma seria necessário interromper o fluxo de dados para reiniciar a transmissão

sempre que um novo receptor se conectasse, o que envolveria transmitir a sequência de

treinamento novamente e utilizar mais recursos de transmissão [6].

Para situações em que a equalização supervisionada se torna inviável, ou até mesmo

impossível, é necessário definir outra forma de adaptação dos coeficientes. Assim, adota-

se a equalização cega, na qual o receptor não conhece o sinal transmitido e utiliza apenas

as características estatísticas deste sinal no processo de equalização [2, 9, 10].

Os principais critérios de equalização cega seguem os teoremas de Benveniste-Goursat-

Ruget e o teorema de Shalvi-Weinstein [15]. O teorema de Benveniste-Goursat-Ruget
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afirma que a equalização é obtida ao igualarmos as densidades de probabilidade do sinal

transmitido e o do sinal de saída do equalizador. O conhecimento da densidade de

probabilidade implica no conhecimento de todos os momentos estatísticos do sinal. Já o

teorema de Shalvi-Weinstein utiliza apenas a variância e a curtose. [15, 9]

Os sistemas de equalização cega possuem certa dificuldade frente a sinais correlacio-

nados ou com ruído impulsivo, por isso vem sendo propostos novos critérios que utilizam

teoria da informação no processo de ajuste dos coeficientes, buscando melhorar o de-

sempenho dos algoritmos em cenários não favoráveis. Estes novos critérios em filtragem

adaptativa são chamados de aprendizagem baseada na teoria de informação (ITL - In-

formation Theoretic Learning) [3, 9].

Os algoritmos baseados em ITL a serem estudados neste trabalho, utilizam uma fun-

ção kernel para estimação das densidades de probabilidade necessárias. Os trabalhos

existentes na literatura, comumente, utilizam o kernel Gaussiano por ser fácil de ser

calculado e manipulado. Visto que poucos estudos abordam a eficiência de kernels não-

Gaussianos, este trabalho propõe a adoção do kernel Epanechnikov, uma vez que é o

kernel de melhor eficiência na estimação de densidades de probabilidade [10], enquanto

que o kernel Gaussiano é o mais utilizado em estatística e machine learning [10].

2.2 Estimador Baseado em Kernel

Uma das formas de se estimar densidades de probabilidade consistem em utilizar funções

kernel. Por ser uma forma não-paramétrica de estimar a função densidade de proba-

bilidade, não há a necessidade de conhecer previamente nenhuma outra característica

da variável aleatória. Além disso, a estimação baseada em kernel permite que esta seja

executada em tempo real, o que torna esta abordagem interessante no contexto de pro-

cessamento de sinais e imagens [16].

O estimador baseado em kernel (KDE - Kernel Density Estimator) pondera cada

observação de acordo com a distância de um valor central, dessa forma, um ponto mais

próximo de outro terá mais influência do que outros pontos mais distantes [10]. A fun-

ção densidade de probabilidade estimada pelo kernel é, normalmente, simétrica, assim
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atribuindo o mesmo peso para todas as observações situadas à mesma distância do valor

central [9].

A função de densidade de probabilidade estimada deve satisfazer a seguinte condição:

Z +1

�1
K(u)du = 1 (4)

Desta forma, para estimar a função densidade de probabilidade do sinal, que passa-

remos a chamar de pdf, é utilizado o método da Janela de Parzen [5]:

f̂z(z) =
1

L�

LX
i=1

K

�
z � zi
�

�
=

1

L

LX
i=1

K�(z � zi) (5)

onde L é o número de símbolos utilizados para estimar a densidade de probabilidade, z

é um processo estocástico estacionário discreto, � é a largura do kernel e, por fim, K(:)

é a função utilizada como kernel. A pdf estimada herda as propriedades de continuidade

e diferenciabilidade da função K(:) [9]. Assim, a função K(:) determina o formato e o

tamanho da curva, através de �, que assume o papel de variância da pdf para o kernel

Gaussiano.

Em [10], é proposto a eficiência do kernel baseada na proximidade da pdf estimada com

a pdf real. Para isso, a eficiência é medida através da média da integral do erro quadrático

AMISE (Asymptotic Mean Integrated Square Error) [10, 9], obtida ao expandir em série

de Taylor e eliminar os termos de ordem superior da MISE (Mean Integrated Square

Error).

MISE = E[I(x)] = E

Z h
f̂(x)� f(x)

i2

dx (6)

Na Tabela 1 podemos ver os kernels seguidos de suas respectivas equações, variância

elevada a ordem do kernel, �2
k, e a AMISE.
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Kernel Equação �2
k AMISE

Epanechnikov 3
4

(1� x2) 1
5

1

Uniforme U(�1; 1) 1
3

1.0758

Biweight 15
16

(1� x2)
2 1

7
1.0061

Triweigth 35
32

(1� x2)
3 1

9
1.0135

Triângulo (1� jxj) 1
6

1.0143

Normal 1p
2�
e�

x2

2 1 1.0135

Tabela 1: Alguns dos kernels utilizados para estimação de funções densidade de proba-
bilidade, considerando � = 1 [10]

Em [5, 6, 8] e nos trabalhos encontrados na literatura, a função comumente utilizada

é a Gaussiana, que corresponde a uma distribuição normal padrão e possui uma boa

eficiência. Assim, de acordo com [10], o kernel Gaussiano é dado por:

KG(z� zi) =
1p
2��

e�
(z�zi)

2

2�2 (7)

onde � é o desvio padrão. O parâmetro � também é chamado de tamanho ou largura

do kernel, o seu valor impacta diretamente no desempenho do estimador, por isso deve

ser analisado com cuidado. Além disso, se trata de uma função exponencial, o que torna

mais fácil de ser trabalhado nos critérios baseados em ITL.

O kernel Epanechnikov é utilizado com frequência em estatística e machine learning

[9], sendo o kernel mais usual além do Gaussiano. Ademais, este kernel é ótimo no

sentido de minimizar a AMISE. O kernel é definido como um polinômio de segundo grau,

ajustado para corresponder com uma função de densidade, além de ser analiticamente
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simples, como podemos ver na seguinte equação:

KE(z � zi) =
3

4�

 
1�

�
z � zi
�

�2
!
;�� < z � zi < � (8)

onde � é a largura do kernel. Neste trabalho focaremos especificamente na utilização

destes dois kernels, buscando entender como critérios baseados em ITL se comportam e

comparando o desempenho obtido pelos respectivos algoritmos utilizando os dois kernels

definidos aqui. A seguir detalharemos os critérios implementados, os quais utilizaremos

na comparação dos kernels Gaussiano e Epanechnikov.
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3 Critério da Distância Quadrática (SQD)

Sendo um dos mais populares dentre os métodos baseados em ITL, o SQD (sigla em inglês

de Stochastic Quadratic Distance) utiliza um critério baseado na distância quadrática

entre as pdfs do sinal de saída do equalizador e do sinal transmitido. Dessa forma, a

função custo é dada como [5, 17]:

JSQD(w) =

Z +1

�1
(fy(z)� fs(z))2dz (9)

onde fy e fs são, respectivamente, as pdfs do sinal de saída do equalizador e do sinal

transmitido inicialmente, s(n).

3.1 Desenvolvimento do SQD com o kernel Gaussiano

Em (9), podemos notar que se trata de uma função custo quadrática, dessa forma, ao

expandir a equação, se faz necessário calcular a convolução entre dois kernels. Neste caso,

o kernel Gaussiano (7) é extremamente vantajoso por conta da seguinte propriedade:

Z +1

�1
KG(y � A1)KG(y � A2)dy = KG�p

2
(A1 � A2) (10)

onde �p2 passa a ser o tamanho do kernel. Logo, estimando as pdfs em (9), utilizando

a janela de Parzen (5) e a propriedade (10), chegamos na seguinte função custo com o

kernel Gaussiano [5, 17]:

JSQD�Gau(w) =
1

L2

L�1X
i=0

L�1X
j=0

KG�p2
(jy(n� j)j2�jy(n� i)j2)+

+
1

NS
2

NSX
i=1

NSX
j=1

KG�p2
(jdjj2�jdij2)�

� 2

LNS

NSX
i=1

L�1X
j=0

KG�p2
(jy(n� j)j2�jdij2) (11)
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onde NS é o número de símbolos da constelação do sinal transmitido, enquanto que

di são os símbolos na posição i de um vetor d que contém os símbolos da constelação

do sinal transmitido, s(n). À vista disso, o primeiro termo é o estimador de informação

relacionado à entropia de Renyi de segunda ordem, o segundo termo não depende do vetor

w, por isso pode ser descartado no processo de otimização, e por fim o terceiro termo

efetivamente calcula a distância entre as pdfs, encaminhando a saída do equalizador para

a pdf desejada [6, 9].

Logo, chegamos à equação de atualização dos pesos, onde é utilizado o Método do

Gradiente Descendente:

w(n+ 1) = w(n)� ��p2
rwJSQD(w) (12)

Aplicando o kernel Gaussiano ao critério, temos:

rwJSQD�Gau(w) =

1

L2

L�1X
i=0

L�1X
j=0

(jy(n� j)j2�jy(n� i)j2)(y(n� j)x�(n� j)� y(n� i)x�(n� i))�

�KG�p
2
(jy(n� j)j2�jy(n� i)j2)�

� 2

LNS

NSX
i=1

L�1X
j=0

(jy(n� j)j2�jdij2)y(n� j)x�(n� j)KG�p
2
(jy(n� j)j2�jdij2) (13)

Denominaremos este algoritmo como SQD-Gau, afim de facilitar o entendimento das

simulações.

3.2 Desenvolvimento do SQD com o kernel Epanechnikov

A implementação do kernel Epanechnikov no SQD foi primeiramente estudada em [9], que

foi aprofundado e levou a publicação do artigo [11]. Entretanto, antes de podermos aplicar

o kernel à estimação do critério SQD, precisamos calcular o resultado da convolução entre

os dois kernels, de forma equivalente ao que foi feito em (10) para o kernel Gaussiano.
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Com (8) e considerando o caso real, temos:

Z +�

��

3

4�

 
1�

�
y � y(n� i)

�

�2
!

3

4�

 
1�

�
y � y(n� j)

�

�2
!
dy

=
9

8�3

�
8�4

15
� 2�2

3
(jy(n� j)j2�jy(n� i)j2)2 + (y(n� i)y(n� j))4

�
(14)

Assim, poderíamos reescrever (11) usando a expressão acima:

JSQD�Epa(w) =

1

L2

L�1X
i=0

L�1X
j=0

9

8�3

�
8�4

15
� 2�2

3
(jy(n� j)j2�jy(n� i)j2)2 + (y(n� i)y(n� j))4

�
+

+
1

N2
S

NSX
i=1

NSX
j=1

9

8�3

�
8�4

15
� 2�2

3
(jdjj2�jdij2)2 + d4

i d
4
j

�
�

� 2

LNS

NSX
i=1

L�1X
j=0

9

8�3

�
8�4

15
� 2�2

3
(jy(n� j)j2�jdij2)2 + (y(n� j)di)4

�
(15)

Novamente, a atualização dos coeficientes do equalizador utiliza o método gradiente

descendente, como em (12). Derivando (15), obtemos a seguinte expressão:

rwJSQD�Epa(w) =

1

L2

L�1X
i=0

L�1X
j=0

9

8�3

�
�4�2

3
(jy(n� j)j2�jy(n� i)j2)(y(n� j)x(n� j)� x(n� i)y(n� i))+

+ 4y4(n� j)y3(n� i)x(n� i) + 4y4(n� i)y3(n� j)x(n� j)
�
�

� 2

LNS

NSX
i=1

L�1X
j=0

9

8�3

�
�4�2

3
(jy(n� j)j2�jdij2)(y(n� j)x(n� j)) + 4y3(n� j)d4

ix(n� j)
�
(16)
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Este algoritmo será denominado SQD-Epa.

3.3 MSQD

A versão modificada do SQD, a qual chamaremos de MSQD (Modified Stochastic Qua-

dratic Distance), leva em consideração apenas o termo cruzado da função custo do SQD

(11), visto que é o termo que mede efetivamente a distância entre as pdfs do sinal de saída

do equalizador e do sinal transmitido [5, 8, 18], além de diminuir o custo computacional

do algoritmo. Dessa forma, a função custo é definida como:

JMSQD�Gau(w) = � 2

LNS

NSX
i=1

L�1X
j=0

KG(jy(n� j)j2�jdij2) (17)

O gradiente de (17) é dado por:

rwJMSQD�Gau(w) = � 2

LNS

NSX
i=1

L�1X
j=0

(jy(n�j)j2�jdij2)y(n�j)x�(n�j)KG(jy(n�j)j2�jdij2)

(18)

Aplicando (18) na equação de atualização dos coeficientes, como foi feito anteriormente

com o SQD em (12), temos o algoritmo que denominaremos MSQD-Gau.

Assim como ocorreu no MSQD-Gau (18), consideraremos apenas o último termo de

(16). O MSQD-Epa será determinado pelo gradiente:

rwJMSQD�Epa(w) = � 2

LNS

NSX
i=1

L�1X
j=0

9

8�3

�
�4�2

3
(jy(n� j)j2�jdij2)(y(n� j)x(n� i))+

+ 4y3(n� j)d4
ix(n� j)] (19)

3.4 Resultados de Simulação

Nesta seção, será feita uma análise do desempenho do SQD e MSQD com o kernel Epa-

nechnikov, a partir dos valores de seus parâmetros. Nas simulações usamos um vetor de
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pesos w de tamanho 21. As simulações com o kernel Epanechnikov serão denotadas por

Ke, enquanto que Kg indica as simulações utilizando o kernel Gaussiano. Os vetores de

peso foram iniciados com um center spike. Em todas as figuras apresentadas foi feita

uma média de 20 simulações e utilizado o maior passo de convergência possível.

Iniciamos a análise dos algoritmos utilizando um sinal s(n) descorrelacionado, dado

pela modulação BPSK (Binary Phase Shift Keying), que utiliza símbolos extraídos da

constelação �1;+1. Em seguida, passamos para o uso de um sinal correlacionado, onde

o mesmo sinal BPSK passa por uma pré-filtragem.

Como medida de desempenho, utilizamos a interferência intersimbólica residual (IIS)

definida como:

IIS(n) =

P
jj#j(n)j2�maxj(j#j(n)j2)

maxj(j#j(n)j2)
(20)

onde #(n) = [#0(n)#1(n):::#M(n)] é a resposta combinada entre o canal e o equalizador

no instante de tempo n.

3.4.1 SQD

Foram modelados dois canais para simulações de desempenho: um canal de fase mista

c1(z) = 0:2 + z�1 + 0:5z�2 e um canal de fase mínima c2(z) = 1 + 0:5z�1 + 0:1z�2. As

simulações consistem em utilizar cada um desses canais para analisar a variação do passo

de adaptação, o tamanho do kernel e o tamanho da janela. Nas Figuras 2 e 3 veem-se os

diagramas de pólos e zeros dos canais c1 e c2 respectivamente.
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Figura 2: Diagrama de pólos de c1(z)

Figura 3: Diagrama de pólos de c2(z)

A fim de analisar o desempenho do algoritmo com relação aos seus parâmetros como:

passo de adaptação (�) e largura do kernel (�), começamos variando estes parâmetros e
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observando o desempenho do algoritmo. Como o sinal s(n) é descorrelacionado (BPSK),

mantivemos L = 2 nestas primeiras simulações. Posteriormente, será utilizado um sinal

correlacionado.

Todas as figuras mostram também o desempenho obtido pelo algoritmo com o kernel

Gaussiano. Os melhores parâmetros, neste caso, foram obtidos do trabalho realizado em

[6], onde este kernel foi explorado mais detalhadamente. A notação Kg foi usada para

simulações com o kernel Gaussiano e Ke para o kernel Epanechnikov.

Sinais descorrelacionados

Para um sinal BPSK, o vetor de pesos w utilizado tem 21 coeficientes, iniciado com

um center spike, e foi feita uma média de 20 simulações.

Figura 4: Simulação do SQD variando o � para o canal c1(z)

Com c1, a Figura 4 ilustra como o SQD, com o kernel Epanechnikov e Gaussiano, se

comporta conforme variamos o tamanho do kernel, no caso � = 15 e 20 para o SQD-Epa
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e � = 1 para o SQD-Gau, o melhor caso obtido. Mantivemos o passo fixo em � = 1�10�5

no SQD-Epa e � = 0:01 no SQD-Gau, para ambos utilizamos L = 2.

Para o SQD-Epa, o uso de valores bem maiores, chegando a � = 20, leva o algoritmo

a apresentar melhores desempenhos. Para valores abaixo desse, a velocidade de conver-

gência do algoritmo tende a diminuir.Diferentemente do SQD-Gau, para o qual � = 1

leva aos melhores resultados, como visto no trabalho realizado em [6].

Figura 5: Simulação do SQD variando o passo � para o canal c1(z)

A Figura 5 mostra como a variação do passo afeta o desempenho do SQD para o canal

c1 mantendo � fixo igual a 20 para Ke, obtido na Figura 4, pois apresentou um melhor

desempenho, o passo � foi aumentado gradualmente até o o maior valor que o algoritmo

converge, no caso � = 1 � 10�5. No SQD-Gau, foi utilizado � = 1 e � = 0:01. Para os

dois algoritmos L = 2.

Vemos que, em geral, o passo necessário para que o SQD-Epa convirja é bem menor do

que o passo usado para o SQD-Gau. Ainda assim, a Figura 5 já mostra como o SQD-Epa

pode apresentar um desempenho melhor do que o algoritmo com o kernel Gaussiano,
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necessitando menos amostras para convergir. O passo � = 1� 10�5 é o maior valor que

pode ser usado para o SQD-Epa que ainda garante a convergência do algoritmo.

Figura 6: Simulação do SQD variando o � para o canal c2(z)

Utilizando c2, a Figura 6 apresenta a variação do parâmetro � com o algoritmo SQD-

Epa, comparando-o ao SQD-Gau, utilizando L = 2 para ambos. Em SQD-Epa, o passo

foi fixado em � = 1�10�5, verificando o resultado para � = 10, 15 e 20. Para o SQD-Gau,

� = 1 e � = 0:01.

O resultado encontrado foi similiar ao da Figura 4, onde � = 20 apresentou o melhor

desempenho em relação à velocidade de convergência, chegando a ser mais rápido que o

melhor caso encontrado com o SQD-Gau.
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Figura 7: Simulação do SQD variando L para o canal c2(z)

A Figura 7 ilustra o desempenho do algoritmo SQD-Epa, conforme variamos o tama-

nho da janela temporal, L = 2, 4, 6, 8 e 10, para o caso do canal c2, fixamos � = 1�10�5

e � = 20, o melhor caso alcançado ao variar o � na Figura 6. Com o SQD-Gau, utilizou-se

� = 1, � = 0:01 e foi fixado L = 2.

Como o sinal utilizado aqui é descorrelacionado é de se esperar que o algoritmo consiga

bons desempenhos com valores baixos para L, lembrando que este parâmetro está ligado

à quantidade de atrasos usados na estimativa da pdf de y(n). Conforme mostra a Figura

7, o melhor desempenho é obtido para L = 2, tanto para o caso com kernel Gaussiano

como para o caso com kernel Epanechnikov. Por estarmos utilizando neste caso um

canal de fase mínima, o desempenho das duas versões do algoritmo conseguem atingir

desempenhos bastante semelhantes, com o SQD-Epa sendo ligeiramente mais veloz.
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Figura 8: Simulação do SQD variando o passo � para o canal c2(z)

A Figura 8 mostra como a variação do passo afeta o desempenho do SQD para o canal

c2 mantendo � fixo igual a 20 para o SQD-Epa, obtido na Figura 4, pois apresentou um

melhor desempenho, o passo � foi incrementado até o valor máximo, no caso � = 1�10�5.

No SQD-Gau, foi utilizado � = 1 e � = 0:01. Para os dois algoritmos L = 2.

Assim como ocorreu na Figura 5, além de manter as mesmas condições, na Figura 8

vemos que o passo necessário para que o SQD-Epa convirja é bem menor do que o passo

usado para o SQD-Gau no canal c2. Novamente, a Figura 7 mostra como o SQD-Epa

pode apresentar um desempenho melhor do que o algoritmo com o kernel Gaussiano,

convergindo de forma mais rápida. O passo � = 1 � 10�5 é o maior valor que pode ser

usado para o SQD-Epa que ainda garante a convergência do algoritmo.

Sinais correlacionados

Com o objetivo de controlar a correlação do sinal transmitido, filtramos o sinal BPSK

por um pré-codificador, f(z), a fim de gerar o sinal s(n) correlacionado que, na sequência,
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será transmitido pelo canal. Assim, com o processo de equalização continuamos querendo

recuperar o sinal s(n).

Os filtros utilizados como pré-codificadores foram f1(z) = 1 + 0:2z�1 e f2(z) = 1 +

0:5�1+0:2z�2. É importante notar que o filtro f1(z) introduz correlação entre as amostras

nos instantes n e n�1 de s(n), enquanto que f2(z) introduz entre as amostras nos instantes

n, n� 1 e n� 2. Para todas as simulações a seguir, foi utilizado o canal c2 e utilizamos

o melhor valor de passo de adaptação encontrado. Para o caso em que utilizamos o pré-

codificador f1(z), consideramos L = 2 e para os casos com f2(z), utilizamos L = 4. Vale

ressaltar que o vetor de pesos w utilizado tem 21 coeficientes, iniciado com um center

spike, e foi feita uma média de 20 simulações e utilizado o maior passo de convergência

possível.

Figura 9: Simulação do SQD variando o � para o canal c2 com pré-filtragem f1(z) =
1 + 0:2z�1

Considerando primeiramente o pré-codificador f1(z) e o SQD, a Figura 9 mostra o

resultado obtido considerando vários valores possíveis para � no caso do kernel Epanech-

nikov. Dessa forma, fixamos L = 2 para ambos os kernels, encontrando o melhor passo
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para cada �, sendo � = 0:000015 para � = 5, � = 0:000004 para � = 10, � = 0:000002

para � = 15 e � = 0:0000009 para � = 20. Já para o SQD-Gau, utilizamos � = 1 e

� = 0:007, o melhor caso para esse kernel.

Podemos observar que as variações de � não mudam muito o desempenho do algoritmo

e praticamente temos o mesmo desempenho utilizando o SQD-Gau e o SQD-Epa. Aqui,

� = 5 levou ao melhor desempenho, levando o algoritmo a convergir mais rápido do que

o SQD-Gau, revertendo a tendência em obter melhores desempenhos com valores de �

mais altos, como aconteceu nas Figuras 4 e 6.

Figura 10: Simulação do SQD variando o � para o canal c2 com pré-filtragem f2(z) =
1 + 0:5z�1 + 0:2z�2

A Figura 10 ilustra o desempenho dos algoritmos com o uso do pré-codificador f2(z).

Neste caso, fixamos L = 4 em ambos os kernels, variando o � no SQD-Epa e utilizando o

maior � para cada caso. Assim, utilizamos � = 2�10�6 para � = 1, 2, 5 e 10, � = 1�10�6

para � = 15 e 20, e � = 5�10�7 para � = 30. Enquanto que para o SQD-Gau, utilizamos

� = 1 e � = 0:004.

Primeiramente, comparando com a Figura 9, podemos ver que existe uma perda de
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desempenho neste caso. Na Figura 9, com f1(z), havia sido possível obter IIS residuais

abaixo de -20dB. Neste caso, o menor valor atingido fica em torno de -10dB. Assim, temos

uma situação mais difícil de ser equalizada. Os melhores desempenhos obtidos pelo SQD-

Epa foram com � = 20 e � = 30. Apesar do SQD-Gau apresentar uma oscilação maior,

ele consegue atingir um patamar de IIS residual menor que o SQD-Epa.

3.4.2 MSQD

Será analisado o desempenho do algoritmo com relação ao passo de adaptação (�) e lar-

gura do kernel (�), variando estes parâmetros e observar seu desempenho. Novamente

utilizaremos o sinal s(n) (BPSK), primeiramente descorrelacionado e, por fim, correlaci-

onado. Mantivemos L = 2 nestas primeiras simulações. Também será utilizado o mesmo

canal c2(z) = 1 + 0:5z�1 + 0:1z�2 na análise de desempenho do SQD.

Todas as figuras incluem o melhor desempenho obtido pelo algoritmo com o ker-

nel Gaussiano. Os melhores parâmetros foram obtidos do trabalho realizado em [6].

A notação Kg foi usada para simulações com o kernel Gaussiano e Ke para o kernel

Epanechnikov.

Sinais descorrelacionados

Para o MSQD , começamos novamente considerando a transmissão de um sinal des-

correlacionado BPSK. A Figura 11 ilustra a variação do tamanho da janela. Para o

MSQD-Epa, fixamos � = 20, já considerando o melhor valor de passo para cada caso

em c2, no caso utilizando � = 8 � 10�6 para L = 2, � = 1 � 10�5 para L = 4, 6, 8 e

10. Enquanto que mantivemos � = 1 e L = 2 para o MSQD-Gau. As figuras também

incluem o melhor desempenho obtido pelo SQD-Epa, com L = 2, � = 20 e � = 1� 10�5,

para facilitar a comparação entre os algoritmos. As curvas geradas são resultado de uma

média de 20 simulações.
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Figura 11: Simulação do MSQD variando o L para o canal c2

Na Figura 11 podemos ver que o MSQD-Epa possui um desempenho superior ao

MSQD-Gau independente do valor de L utilizado, convergindo mais rapidamente para o

mesmo patamar de IIS. Além disso, também é possível perceber que o melhor caso do

SQD-Epa, quando L = 2, possui um desempenho inferior, em termos de velocidade de

convergência, a todas as simulações do MSQD.
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Figura 12: Simulação do MSQD variando o � para o canal c2

Na Figura 12, com L = 2 fixo e o canal c2, foi variado o parâmetro �, utilizando

� = 7 � 10�4 para � = 5, � = 4 � 10�5 para � = 10, � = 2 � 10�5 para � = 15,

� = 1� 10�5 para � = 20 e � = 8� 10�6 para � = 30, no caso, o melhor passo para cada

curva do MSQD-Epa. Na Figura também é possível encontrar a curva correspondente ao

MSQD-Gau, com � = 1, L = 2 e � = 0:01.

Vemos que o desempenho MSQD-Epa foi praticamente o mesmo para � maiores que

10. Além do mais, se mostrou superior em termos de velocidade de convergência em

comparação com o melhor caso do MSQD-Gau. E, novamente, o sinal convergiu no

mesmo patamar de IIS para todos os casos.

Sinais correlacionados

Considerando agora o caso correlacionado, a Figura 13 ilustra o desempenho dos al-

goritmos utilizando o pré-codificador f1(z) e o canal c2. Fixando L = 2 e variando o

tamanho do kernel � para o MSQD-Epa, com os passos � = 5 � 10�6 para � = 5,
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� = 1:2 � 10�6 para � = 10, � = 5 � 10�7 para � = 1:5, � = 3 � 10�7 para � = 20 e

� = 15 � 10�7 para � = 30. Já a curva do MSQD-Gau, foi feita com � = 1, L = 2 e

� = 0:0007. Por fim, compararemos com a curva do SQD-Epa, gerada com � = 5, L = 2

e � = 1:5� 10�5.

Podemos notar um comportamento bem semelhante ao obtido pelo SQD e mostrado

na Figura 9. A variação no valor de � influi pouco no desempenho do algoritmo MSQD-

Epa. Independentemente do valor de �, o MSQD-Epa converge mais rapidamente do

que o MSQD-Gau, sendo que o melhor desempenho é obtido com � = 30. Assim como

no caso de sinais descorrelacionados (Figura 9), aqui também podemos observar que o

MSQD possui um desempenho superior ao SQD, convergindo mais rapidamente.

Figura 13: Simulação do MSQD variando o � para o canal c2 com pré-filtragem f1(z) =
1 + 0:2z�1
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Figura 14: Simulação do MSQD variando o � para o canal c2 com pré-filtragem f2(z) =
1 + 0:5z�1 + 0:2z�2

Utilizando o pré-codificadorf2(z), L = 4 e c2 para ambos os kernels, o resultado é

mostrado na Figura 14 ao variarmos o tamanho do kernel no MSQD-Epa, �. Neste caso,

as curvas foram geradas com � = 2� 10�8 para � = 10, � = 1� 10�8 para � = 15 e 20,

� = 5� 10�9 para � = 30. Comparando com o desempenho do MSQD-Gau, com � = 1

e � = 0:07.

Neste caso, independente do kernel utilizado, o MSQD não conseguiu atingir um bom

desempenho. Ainda assim, o MSQD-Epa conseguiu convergir para um patamar de IIS

residual cerca de 2 dB abaixo do atingido pelo MSQD-Gau.
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4 Critérios baseados na Correntropia

A correntropia (COR) pode ser vista como uma nova medida de correlação generalizada,

a qual está relacionada à estimativa da entropia quadrática de Renyi utilizando a janela

de Parzen. Esta medida, proposta pela primeira vez em [5], vem despertando interesse

de diversas áreas de especialização, principalmente por possuir como vantagem a caracte-

rização estatística dupla: a capacidade de explorar diferentes momentos estatísticos dos

sinais envolvidos e também sua estrutura temporal [14, 4].

Assim como na correlação, a correntropia considera diferentes atrasos entre as amos-

tras. Pelo fato de utilizar uma função kernel, a medida mapeia os dados para um espaço

de dimensão maior (Reproducing Kernel Hilbert Space – RKHS) de acordo com o ker-

nel utilizado, sendo que as operações são feitas neste espaço e retornam para o espaço

original dos dados [14, 4]. Dito isso, o formato da função kernel utilizada é um fator

muito importante a ser considerado, visto que influencia o espaço de maior dimensão e os

momentos estatísticos que serão levados em conta [14, 19]. Além disso, diferentes kernels

levarão a critérios com características diferentes.

Em [5] os autores consideram a aplicação da medida em um critério que pode ser

aplicado na equalização cega de sinais. Os resultados mostram como a correntropia é

sensível às características temporais do sinal, o que torna o critério adequado para lidar

com sinais correlacionados.

A definição da medida de correntropia é dada por:

VA(m) = E [K(A(n)� A(n�m)] (21)

onde E[:] denota a esperança matemática, K é a função kernel, A é um processo estocás-

tico qualquer e m é o intervalo entre as amostras desta variável.

A equação (21) pode ser aproximada pelo cálculo atráves de uma média temporal

utilizando N amostras da seguinte forma:

V̂A(m) =
1

N �m+ 1

N�mX
i=1

K (A(n� i)� A(n�m� i)) (22)
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onde N �m+ 1 é a janela de amostras que usamos para estimar a correntropia.

4.1 Desenvolvimento do método com o kernel Gaussiano

Na estimação da COR, escolhe-se comumente o kernel Gaussiano pelo fato de conseguir

representar de forma satisfatória as características dos sinais envolvidos. A fim de utilizar

a correntropia para equalização de canal, é possível propor um critério que visa minimizar

a diferença entre as Correntropias do sinal original e do sinal na saída do equalizador,

assim, a função custo é dada pela equação (23).

JCOR(w) =
PX

m=1

(Vs[m]� Vy[m])2 (23)

onde P é o número de intervalos usados, Vs é a correntropia do sinal transmitido s(n) e Vy

é a correntropia do sinal de saída do equalizador y(n). Utilizando um algoritmo baseado

no gradiente descendente para otimizar (23), a atualização dos pesos w é dada por:

w(n+ 1) = w(n) + �
PX

m=1

(Vs[m]� Vy[m])
@Vy[m]

@w
(24)

onde

@Vy[m]

@w
= � 1

N �m

nX
i=n�N�m+1

KG (y(i)� y(i�m)) (y(i)� y(i�m)) (x(i)� x(i�m))

(25)

Este algoritmo será denominado COR-Gau, por utilizar o kernel Gaussiano.

4.2 Desenvolvimento do método com o kernel Epanechnikov

A utilização do kernel Epanechnikov no cálculo na correntropia muda todo o critério que

estamos considerando, visto que (23) será dada por uma expressão bastante diferente do

que a utilizada na seção anterior, na qual utilizou-se o kernel Gaussiano. Dessa forma, as

equações (22) e (25) são, respectivamente, reescritas com o kernel Epanechnikov como:
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VA(m) =
1

N �m+ 1

NX
n=m

3

4�

 
1�

�
A(n)� A(n�m)

�

�2
!

(26)

@Vy[m]

@w
= � 1

N �m

nX
i=n�N�m+1

3

2�

�
y(n� i)� y(n�m� i)

�2

�
(x(n� i)� x(n�m� i))

(27)

Por conta do kernel Epanechnikov, este algoritmo será denominado COR-Epa.

Este critério pode ter soluções (mínimos locais e globais) diferentes das obtidas com o

critério que utiliza o kernel Gaussiano. Por isso, pretendemos estudar este novo método,

considerando tanto uma análise teórica para avaliar as soluções apresentadas por este

novo critério, como também o desempenho obtido pelo algoritmo correspondente.

4.3 Correlation Retrieval (CR)

O critério Correlation Retrieval (CR), proposto em [13], faz o uso exclusivo de momentos

estatísticos de segunda ordem, explorando a correlação dos sinais para vários atrasos entre

amostras diferentes, sendo eficiente diante de sinais correlacionados. A função custo do

CR compara as funções de autocorrelação do sinal transmitido e recebido:

JCR(w) =
PX

m=0

jry(m)� rs(m)jq (28)

onde rs(m) = Ejsns�n�mj e ry(m) = Ejyny�n�mj são as funções de autocorrelação com

atraso m, sendo P o máximo atraso arbitrário e q um valor positivo não nulo, equivalente

ao da equação (23). Geralmente assume-se q = 2. Como o canal é desconhecido, é

necessário estimar a correlação do sinal recebido utilizando uma média temporal entre as

amostras:

r̂y(m) =
1

N

N�1X
i=0

yn�iy
�
n�m�i (29)
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onde N indica o número de pares usados na estimação. Dessa forma, é possível definir a

função de atualização dos coeficientes como:

w(n+ 1) = w(n) + �
PX

m=0

(ry[m]� rs[m])
@ry[m]

@w
(30)

onde � é o passo de adaptação e:

@ry[m]

@w
=

1

N �m

nX
i=n�N�m+1

y(n� i)x(n�m� i) + y(n�m� i)x(n� i) (31)

4.4 Comparação entre Critérios

A Correntropia, implementada com o kernel Gaussiano, considera apenas os momentos

pares. Assim, quando aumentamos o �, os momentos de ordem superior decrescem e os

momentos de segunda ordem se destacam [4, 19, 20]. Isto pode ser verificado ao expandir

a equação (7) em série de Taylor:

V G
A =

1p
2��

1X
k=0

(�1)k

2k�2kk!
E
�
A2k
�

(32)

onde A é um processo estocástico qualquer. Assim, considerando apenas até a expansão

de segunda ordem em torno de zero, temos:

V G
A �

1p
2��

�
1� 1

�2

�
�2
A � rA(m)

��
(33)

onde �2
A é a variância do sinal e rA a autocorrelação com atraso m. Ou seja, estamos

comparando as variâncias e as autocorrelações dos sinais s(n) e y(n) em diversos atrasos

entre as amostras.

Já o kernel Epanechnikov se trata de um polinômio de segunda ordem e, por conta

disso, levará em consideração somente os momentos de segunda ordem. Utilizando (26),

a correntropia com o kernel Epanechnikov é definida como:
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V E
y (m) = E

"
3

4�

 
1�

�
y(n)� y(n�m)

�

�2
!#

=
3

4�
� 3

2�3
E
�
y2(n)

�
+

3

2�3
E [A(n)y(n�m)]

=
3

4�
� 3

2�3

�
�2
y � ry(m)

�
(34)

É possível entender o termo constante em (34) e a variância do sinal como uma

restrição de amplitude, assim chegando na seguinte aproximação:

V E
y � ry(m) (35)

Considerando que esta aproximação também é válida para s(n), a função custo do

COR-Epa (23) se torna aproximadamente equivalente à função custo de CR (28). Desta

forma podemos esperar que os dois critérios apresentem soluções semelhantes.

Já comparando a correntropia com o kernel Gaussiano e a correntropia com o kernel

Epanechnikov, pode-se notar a semelhança entre as equações (33) e (34). Dito isso, é es-

perado que os dois algoritmos alcancem resultados parecidos a medida que aumentamos

� [9], visto que quanto maior a largura do kernel, menor é a contribuição dos momentos

de ordem superior em (33). Entretanto, vale ressaltar que (33) representa uma aproxi-

mação até segunda ordem, ou seja, as superfícies de erro de COR-Gau e COR-Epa serão

diferentes e os pontos de mínimos podem não coincidir.

Dentro deste contexto, faremos uma comparação das superfícies de erro de COR e

CR, buscando analisar as soluções encontradas, os mínimos locais e globais, baseando-se

no momento estatístico utilizado por ambos durante o processo de equalização.

Para isso, nas funções custo (23) e (28), foi necessário fixar o máximo atraso arbitrário

P = 5 para todos os critérios, visto que a utilização de valores mais altos ocasionaria

na redução de mínimos locais. Vale ressaltar que todas as amostras do sinal foram

consideradas na estimação das funções custo. Dessa forma, o único parâmetro variável é

o tamanho do kernel � no algoritmo COR. Nas simulações de superfície de erro, o canal
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utilizado foi m(z) = 1+0:6z�1, um canal de fase mínima , cujo diagrama de polos e zeros

pode ser encontrado na Figura 15.

Figura 15: Diagrama de pólos do canal m(z)

Nas figuras a seguir, há a sobreposição das superfícies de erro para os três casos:

COR-Epa, COR-Gau e o CR. Os pontos de mínimos de cada caso são indicados pelo

asterisco. As superfícies de erro são geradas ao utilizar um vetor de pesos w de tamanho

2, e assim variar os dois coeficientes para obter o valor da função custo, sendo possível

encontrar os mínimos globais e locais.
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Figura 16: Simulação das superfícies de erro, fixando � = 0:25

Na Figura 16 vemos as superfícies de erro do COR e do CR para equalização de um

sinal BPSK, com � = 0:25. Percebe-se que a superfície de erro do COR-Gau possui uma

amplitude diferente das demais, o que ocorre devido ao baixo valor de �. Podemos notar

no entanto que, traçando uma reta que passa pelas soluções globais do critério, esta é

próxima das soluções apresentadas pelo critério CR. Assim, fazendo uma correção de

ganho, estas soluções se mostram relativamente próximas.
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Figura 17: Simulação das superfícies de erro, fixando � = 0:75

A Figura 17 mostra as superfícies de erro do COR e do CR para equalização de um

sinal BPSK, com � = 0:75. Nota-se a proximidade dos pontos mínimos dos critérios

COR-Epa e CR, que se encontram ainda mais próximos do que foi visto na Figura 16,

enquanto que os mínimos do COR-Gau continuam mais afastados. Entretanto, obser-

vando as Figura 16 e 17, é possível perceber que a superfície de COR-Gau se aproximou

consideravelmente das outras quando aumentamos o tamanho do kernel.
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Figura 18: Simulação das superfícies de erro, fixando � = 1
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Na Figura 18 encontramos as superfícies de erro do COR e do CR para equalização de

um sinal BPSK, com � = 1. Em contraste com a Figura 17, nota-se que a superfície de

erro do COR-Gau está ainda mais próxima dos demais algoritmos, assim como os pontos

de mínimo. Porém, percebe-se que os mínimos dos algoritmos COR-Epa e CR continuam

mais próximos em comparação ao COR-Gau. Apesar disso, o COR-Gau assumiu um

formato mais semelhante ao do COR-Epa, indicando que o aumento do tamanho kernel

está aproximando cada vez mais as duas superfícies de erro e, consequentemente, a forma

como a informação está sendo explorada [12].

Figura 19: Simulação das superfícies de erro, fixando � = 5

Na Figura 19 encontramos as superfícies de erro do COR e do CR para equalização

de um sinal BPSK, com � = 5. Aumentando ainda mais o tamanho do kernel, nota-se

que os pontos de mínimos dos dois algoritmos estão bem próximos, como já era esperado

do COR-Gau ao aumentarmos o valor de �. Outro ponto importante a se notar, é como

os mínimos dos algoritmos COR-Epa e COR-Gau, que já eram próximos para � menores

nas Figuras 16, 17 e 18, passam a coincidir.
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Figura 20: Simulação das superfícies de erro, fixando � = 20

Na Figura 20 encontramos as superfícies de erro do COR e do CR para equalização

de um sinal BPSK, com � = 20. Com o tamanho do kernel bem maior que as demais

simulações realizadas nas Figuras 16, 17, 18 e 19, percebe-se que os mínimos dos três

algoritmos passam a coincidir. Isso significa que podemos esperar resultados semelhantes

para os três algoritmos.

4.5 Análise de Desempenho dos algoritmos

Nesta seção, será feita uma análise do desempenho do algoritmo baseado na COR com o

kernel Epanechnikov, comparando-o com o mesmo algoritmo utilizando o kernel Gaussi-

ano e o critério CR. Nestas simulações utilizaremos um vetor de pesos w de tamanho 3.

Vale ressaltar que os vetores de peso foram iniciados com um center spike. Em todas as

figuras apresentadas foi feita uma média de 50 simulações e utilizado o maior passo de

convergência encontrado.
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Sinais descorrelacionados

Inicialmente, analisaremos as curvas de convergência quando utilizado o kernel Epa-

nechnikov, em todos os casos há a comparação com o melhor caso para o kernel Gaus-

siano. Para as simulações de desempenho, utilizaremos um canal de fase mista h(z) =

0:1856 � 0:9650z�1 + 0:1856z�2, ilustrado pela Figura 21, para introduzir distorções no

sinal. O sinal utilizado durante a análise terá modulação BPSK (Binary Phase Shift

Key), que consiste de símbolos extraídos da constelação �1;+1.

Figura 21: Diagrama de pólos do canal h(z)

Nas simulações usamos um vetor de pesos w de tamanho 3. As simulações com o

kernel Epanechnikov serão denotadas por Ke, enquanto que Kg indica as simulações

utilizando o kernel Gaussiano. Vale ressaltar que os vetores de peso foram iniciados com

um center spike. Em todas as figuras apresentadas foi feita uma média de 50 simulações

e utilizado o maior passo de convergência possível.
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Figura 22: Simulação do COR variando o � para o canal h(z)

A Figura 22 mostra o desempenho do COR-Epa em comparação com o melhor caso

utilizando o COR-Gau, variando entre diferentes tamanhos de kernel (�) na equalização

de um sinal BPSK e obtendo a curva com o maior passo de adaptação (�) possível, sendo

estes � = 8� 10�7 para � = 0:1, � = 2� 10�5 para � = 0:25, � = 2� 10�4 para � = 0:5,

� = 4 � 10�4 para � = 0:75, � = 2 � 10�3 para � = 1, � = 8 � 10�3 para � = 2 e

� = 8 � 10�2 para � = 5. Mantivemos P = 4 e N = 10 para as simulações utilizando o

kernel Gaussiano, de onde foi obtido � = 0:25 como o melhor resultado. Já para o kernel

Epanechnikov, foram utilizados � = 0:02, N = 100 e P = 50, estes últimos valores são

intermediários escolhidos para uma análise inicial.

Observando os resultados da Figura 22, notamos que o valor da IIS residual que

conseguimos atingir não variou muito, entretanto, a velocidade de convergência foi a

mais afetada ao variar o tamanho do kernel. Nota-se que o COR-Epa converge mais

rapidamente para � pequenos, sendo o melhor resultado entre 0:25 e 0:5. Entretanto, o

algoritmo utilizando o kernel Gaussiano mostrou atingir um patamar de IIS mais baixo
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que todos os casos de Ke.

Figura 23: Simulação do COR variando o N para o canal h(z)

Na Figura 23 vemos o desempenho do COR-Epa utilizando o kernel Epanechnikov

em comparação com o melhor caso utilizando o COR-Gau ao variarmos o tamanho da

janela de amostras utilizadas para estimação (N). Fixamos o P = 4 e � = 0:25 nas

simulações utilizando o COR-Gau, pois foi o melhor caso ao variarmos o tamanho do

kernel, assim encontramos que N = 10 apresenta a maior velocidade de convergência

com o passo � = 0:02. Para o kernel Epanechnikov, foi usado P = 4 e � = 0:25, já que

este último é o melhor resultado encontrado quando variamos o kernel na Figura 23. Os

passos utilizados para cada curva são, � = 1 � 10�5 para N = 10, � = 2 � 10�5 para

N = 20, � = 5 � 10�5 para N = 40, 80, 100 e 140, � = 7:5 � 10�5 para N = 200,

� = 1� 10�4 para N = 400 e 800.

É interessante observar que, tal como ocorreu na Figura 22 onde variamos o �, a IIS

residual não variou consideravelmente com os valores de N e a variação deste parâmetro

influenciou apenas a velocidade de convergência. Apesar de o algoritmo convergir mais
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rapidamente para N maiores no caso do kernel Epanechnikov, esses valores exigem um

custo computacional muito maior, demandando mais tempo de processamento, dessa

forma acaba por não ser vantajoso utilizar uma janela de amostras muito grande para

estimação. Enfim, pode-se perceber que o algoritmo com o kernel Gaussiano se mostrou

mais rápido do que todos os casos utilizando o kernel Epanechnikov.

Figura 24: Simulação do COR variando o P para o canal h(z)

A Figura 24 mostra o desempenho do COR-Epa em comparação com o melhor caso

utilizando do COR-Gau, variando o número de intervalos usados na função custo (P ) entre

5 e 100, todos as curvas com o passo � = 1�10�5. No caso do kernel Epanechnikov, optou-

se usar � = 0:25 por ser o melhor resultado apresentado na Figura 22 e N = 200, apesar

de não ser o melhor caso, como podemos notar na Figura 23, os valores de P tornam-se

restritos ao valor de N , sendo que P deve ser menor do que N , por isso foi escolhido

um valor relativamente alto, mas que ao mesmo tempo não tornasse o processamento

demorado. Para o kernel Gaussiano, foi fixado N = 40 e � = 0:25, onde se encontrou o

melhor resultado quando P = 30 com � = 0:02.
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Examinando as curvas, notamos que a IIS residual não teve uma variação significativa,

mas pode-se notar como a velocidade de convergência aumenta notavelmente à medida

que o valor de P é incrementado para o kernel Epanechnikov, convergindo de forma

mais rápida para valores próximos ao limite máximo. Entretanto, o kernel Gaussiano

apresentou uma velocidade de convergência maior do que todos os casos simulados usando

o kernel Epanechnikov, além disso, é possível notar que o algoritmo converge mais rápido

quando é utilizado um valor de P próximo de N , para ambos os casos.

Sinais correlacionados

Nesta seção, analisaremos o desempenho do COR-Epa, variando os seus parâmetros

e comparando com o COR-Gau e o critério CR. Utilizaremos novamente o sinal s(n)

dado por um sinal BPSK pré-filtrado por f(z) = 1 + 0:5z�1. O canal é dado por g(z) =

0:2 + 1z�1 + 0:4z�2 + 0:1z�3, ilustrado pela Figura 25. O equalizador será um vetor w

de tamanho 21, iniciado como um vetor center spike. As figuras mostram uma média de

30 simulações.

Figura 25: Diagrama de pólos do canal g(z)
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Na Figura 26, temos o desempenho do COR-Epa e do COR-Gau com o critério Cor-

relation Retrieval (CR), ao fixarmos N = 50 para todos e � = 1 para o COR, variamos

P para os três algoritmos. Para P = 5 e 10, utilizamos �CE = 4 � 10�6 (COR-Epa),

�CR = 1�10�5 (CR). Já para P = 20, �CE = 1�10�6, �CR = 1�10�5 e �CG = 1�10�4

(COR-Gau). Vale ressaltar que os passos foram escolhidos de forma que os algoritmos

apresentassem a mesma velocidade de convergência.

Figura 26: Simulação do COR e CR com � = 1 para o canal g(z)

É possível notar na Figura 26 que os melhores desempenhos foram do CR, indepen-

dente do valor de P, obtendo uma IIS residual bem menor no geral. Tanto COR-Epa

quanto COR-Gau convergiram num patamar de IIS residual não satisfatório, ainda as-

sim, COR-Gau apresentou um desempenho superior, chegando em torno de -10 dB. Isso

nos indica que a informação explorada pelos algoritmos é diferente, alcançando resultados

distintos.
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Figura 27: Simulação do COR e CR com � = 5 para o canal g(z)

Na Figura 27, o desempenho dos algoritmos foi obtido usando-se N = 50 e � = 5.

Para P = 5, utilizamos �CE = 8�10�4 e �CR = 1�10�5. Já para P = 10, �CE = 2�10�3

e �CR = 8 � 10�6. Enquanto que para P = 20, �CE = 4 � 10�4 e �CR = 8 � 10�6 e

�CG = 1� 10�3.

Neste caso, tanto para o COR-Epa como para o COR-Gau, vemos que os dois con-

vergem para patamares de IIS similares, mostrando como, neste caso, os dois algoritmos

convergem para a mesma solução ao aumentarmos o �, algo já esperado. Além disso, o

COR-Epa e o COR-Gau se aproximaram mais do resultado de CR.
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5 Conclusão

Critérios de equalização não supervisionados baseados em ITL têm sido bastante uti-

lizados para tratar situações nas quais as técnicas clássicas falham, como no caso da

transmissão de sinais correlacionados. Neste trabalho, abordamos algoritmos baseados

em critérios que buscam estimar densidades de probabilidade utilizando kernels no pro-

cesso de equalização do sinal.

Estimadores baseados em kernel têm sido muito utilizados com este fim, apresen-

tando bons desempenhos. No entanto, dentro do contexto de equalização, a literatura

apresenta somente o uso de kernels Gaussianos. Como tal função não é ótima para a esti-

mação de funções densidade de probabilidade, neste trabalho, propomos o uso do kernel

Epanechnikov. Deduzimos novamente os algoritmos SQD, MSQD e COR a partir desta

nova função kernel e mostramos, dentro de alguns contextos com sinais correlacionados

e descorrelacionados, como o uso desta nova função pode melhorar o desempenho dos

algoritmos.

Em relação à variação dos parâmetros do SQD e do MSQD com o kernel Gaussiano,

não é possível determinar uma relação clara entre seus valores e os desempenhos dos

algoritmos, apenas podemos afirmar que o SQD possui resultados mais estáveis e uma

boa velocidade de convergência para � próximo de 1 e L próximo de 2 com sinais descor-

relacionados. Por outro lado, o MSQD que não apresentou mudanças quando variou-se

o tamanho da janela. Tendo em vista que a variação do tamanho da janela ocasionou

poucas mudanças no IIS residual, deve-se ressaltar que o algoritmo é mais lento para

valores de L altos, por isso nem sempre é favorável utilizar janelas grandes.

Ao implementar o kernel Epanechnikov no SQD e MSQD, vemos que o desempenho

do algoritmo é melhor na maioria dos casos estudados, entretanto houve uma mudança

significativa na relação entre o tamanho do kernel e a velocidade de convergência, visto

que agora ambos SQD-Epa e MSQD-Epa convergem mais rapidamente para � próximos

de 20. Além disso, é possível perceber que o passo de adaptação é muito menor do que

o utilizado para o kernel Gaussiano. No entanto, o algoritmo continua mais lento para
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convergir com valores altos de L, sendo que o melhor caso persiste em L = 2.

Já nas simulações com sinais correlacionados, percebeu-se que, ao variarmos o � do

SQD-Epa, o algoritmo converge mais rapidamente e atinge um patamar de IIS mais alto.

O MSQD-Epa, por outro lado, apresentou mais dificuldades para convergir ao utilizarmos

o filtro f2, mas no geral, convergiu de forma mais rápida e com uma IIS residual menor.

Na sequência, estudamos também a medida de correntropia calculada com o kernel

Epanechnikov. Neste caso, é importante notar que, ao comparar com a correntropia

usando o kernel Gaussiano, estamos considerando um critério diferente. Isto se deve ao

fato de que a escolha do kernel influi diretamente na função custo do critério considerado.

Por este motivo, iniciamos estudando os critérios resultantes, tanto de forma teórica,

buscando aproximações para suas funções custo como através de suas superfícies de erro.

Como o kernel Epanechnikov é um polinômio de segunda ordem, levando a correntropia a

explorar somente estatísticas de ordem superior, achamos interessante também comparar

o critério resultante com o correlation retrieval, o qual se baseia somente nas correlações

entre os sinais envolvidos.

Através desta análise pudemos verificar as semelhanças existentes entre o critério da

correntropia com o kernel Epanechnikov e o correlation retrieval, como esperado. Além

disso, visto que a correntropia com o kernel Gaussiano também explora mais fortemente

os momentos de segunda ordem a partir do momento que se aumenta o valor da largura

do kernel, vimos como, nesta situação, suas soluções também se aproximam das obtidas

pelos dois outros critérios.

Já com relação ao estudo do desempenho do algoritmo baseado na COR utilizando o

kernel Epanechnikov para sinais descorrelacionados, no geral, vimos que variar os parâme-

tros afeta principalmente a velocidade de convergência do algoritmo. Assim, o tamanho

do kernel afeta o algoritmo, de forma que o mesmo converge mais rapidamente à me-

dida que o � está em torno de 0:25 e 0:5. Quanto ao efeito do tamanho da janela de

amostras utilizadas para estimação, podemos notar que o algoritmo converge mais rapi-

damente para N maiores. No entanto, tal situação torna o processamento do algoritmo

mais lento, não sendo recomendável utilizá-los. Além disso, a curva tende a ter menos
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oscilações quando aumentamos o valor de N .

Em contrapartida, a velocidade de convergência aumenta consideravelmente quando

aumentamos o número de intervalos usados na função custo, mesmo comportamento

verificado também para o kernel Gaussiano. Ademais, vale ressaltar que o valor de P

depende do valor de N , por isso utilizar um valor alto de P significa também ter que usar

um valor ainda maior para N , o que tornará o processamento do algoritmo mais lento.

Podemos concluir que o desempenho do algoritmo baseado na COR utilizando o kernel

Epanechnikov, diante sinais descorrelacionados, chega a ser satisfatório, alcançando a um

patamar de IIS residual próximo ao Gaussiano. Porém, o kernel Epanechnikov possui um

desempenho abaixo em termos de velocidade de convergência, que é um fator importante

se tratando de equalização cega.

Implementando o COR-Gau e o COR-Epa com sinais correlacionados, também foi

feita a comparação com o CR. Neste caso, o algoritmo tende a ter uma dificuldade para

convergir com � baixos, sendo que o COR-Epa atingiu um patamar de erro alto em

relação ao COR-Gau e ao CR com � = 1. Aumentando o � = 5, tanto o COR-Epa

quanto o COR-Gau passam a atingir um patamar de erro menor e a se aproximar, como

previsto em [9, 20] .
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A. Correntropia com o Kernel Gaussiano  

Em [1,2] e na maioria dos trabalhos encontrados na 
literatura, a correntropia é calculada utilizando o kernel 
Gaussiano, dado por: 
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O desvio padrão �ê, também conhecido como tamanho ou 
largura do kernel, é um dos parâmetros fundamentais no 
cálculo da correntropia, influindo fortemente no desempenho 
do critério dado por (2), como será apresentado 
posteriormente.  

A adaptação dos coeficientes do equalizador baseada no 
critério dado por (2) pode ser efetuada pelo algoritmo do 
gradiente descendente, que resulta na seguinte regra de 
atualização dos parâmetros do equalizador:  
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onde �P representa o passo de adaptação, �8�æ
�À e �8�ì

�À representam 
as correntropias de s(n) e y(n) respectivamente, ambas 
calculadas utilizando-se o kernel gaussiano e: ��
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Este algoritmo será denominado COR-Gau, por utilizar o 
kernel gaussiano. 

 

B. Correntropia com o Kernel Epanechnikov 

O kernel Epanechnikov é dado por [11,12]: 
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onde �V é a largura do kernel.  

Mantendo o mesmo critério dado por (2) e considerando o 
algoritmo do gradiente descendente para a otimização dado 
por (6), podemos simplesmente substituir o kernel Gaussiano 
pelo kernel Epanechnikov, dado por (8), o que resulta em: 
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Por conta do kernel Epanechnikov, este algoritmo será 
denominado COR-Epa. 

 

IV. EQUALIZAÇÃO BASEADA NA CORRELAÇÃO 

Proposto em [10], o Correlation Retrieval (CR) faz uso 
exclusivo de momentos estatísticos de segunda ordem, 
explorando a estrutura temporal do sinal. O critério CR foi 
proposto inspirado em técnicas utilizadas no problema de 
separação cega de fontes, baseadas exclusivamente em 
estatísticas de segunda ordem como o AMUSE ou o SOBI [14, 
15, 16]. Tais métodos exploram a estrutura temporal do sinal 
para conseguir separar as fontes sem usar estatísticas de ordem 
superior. O mesmo acontece com o critério CR: explorando-se 
a correlação dos sinais para vários atrasos entre amostras 
diferentes, tem-se informação suficiente para equalizar o 
canal. A função custo busca medir a diferença entre as 
autocorrelações do sinal transmitido e o sinal obtido na saída 
do equalizador,  para diferentes atrasos entre amostras: 
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L �' �>�U�:�J�;�U�:�J
F
�I �;�?, sendo �2 o valor máximo do atraso e considerando sinais 
reais. As correlações necessárias em (10) podem ser estimadas 
a partir de médias temporais: 
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onde N denota o número amostras utilizadas para estimação. 
A função custo pode ser minimizada utilizando-se o 

método do gradiente descendente: 
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V. COMPARAÇÃO ENTRE OS CRITÉRIOS  

Podemos iniciar comparando o critério baseado na 
correntropia implementada com o kernel Epanechnikov 
(COR-Epa) e o critério CR. Através da equação (2), podemos 
notar que o primeiro busca igualar as correntropias do sinal 
transmitido com a do sinal de saída do equalizador.  
Utilizando (3) e (8), a correntropia com o kernel 
Epanechnikov é definida como: 
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ou seja, a medida leva em conta a variância e a autocorrelação 
do sinal com atraso m. 

Assim, ao utilizar a correntropia com o kernel 
Epanechnikov na definição da função custo em (2), 
basicamente estamos comparando as variâncias e as 
autocorrelações dos sinais s(n) e y(n), considerando diversos 
atrasos entre as amostras, m.  

Como podemos entender o termo constante em (13)  
(termo 

�7

�8��
�; e a variância do sinal (�ê�º

�6�; como sendo 
simplesmente uma restrição de amplitude, podemos considerar 
a seguinte aproximação: 
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Considerando que esta mesma aproximação vale também 
para �8�æ

�¾�:�I �; 
N�N�æ�:�I �;,  a função custo do COR-Epa (2) acaba 
sendo aproximadamente equivalente à função custo CR, dada 
por (10). 

Já com relação à correntropia utilizando o kernel gaussiano, 
conforme análise realizada em [1] e [2], através da expansão 
em série de Taylor de (5), é possível se verificar que a medida 
leva em conta todos os momentos de ordem par do sinal em 
questão [1,2]. 
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Por outro lado, considerando só a expansão até segunda-
ordem, em torno de zero, obtém-se [10]: 
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A semelhança de (15) com (13) é bastante direta e mostra 
que, independente do kernel escolhido para o cálculo das 
correntropias em (2), as funções custo resultantes terão 
algumas similaridades. No entanto, como (15) representa uma 
aproximação até segunda ordem para �8�ì

�À�:�I �;, as superfícies de 
erro serão diferentes e os pontos de mínimo não 
necessariamente serão os mesmos entre os critérios COR-Gau e 
COR-Epa. Além disso, a partir de (14) é possível perceber que 
quanto maior o valor da largura do kernel �1���� �P�H�Q�R�U�� �p�� �D��
contribuição dos momentos de ordem superior em �8�º

�À. Sendo 
�D�V�V�L�P���� �p�� �G�H�� �V�H�� �H�V�S�H�U�D�U�� �T�X�H�� �D�X�P�H�Q�W�D�Q�G�R�� �R�� �Y�D�O�R�U�� �G�H�� �1�� �D��
semelhança entre os critérios COR-Gau e COR-Epa aumente. 
Isto poderá ser visto na seção VI através da análise das 
superfícies de erro. 

VI. SUPERFÍCIES DE ERRO 

Após a discussão sobre as semelhanças entre os critérios 
sendo estudados aqui, buscaremos ilustrar as relações 
discutidas na Seção V através das superfícies de erro dos 
critérios COR-Gau, COR-Epa e CR. 

Iniciamos o nosso estudo considerando um sinal s(n) 
independente e identicamente distribuído, ou seja, sem 
estrutura temporal, dado por um sinal BPSK (Binary Phase 
Shift Keying) no qual os símbolos variam entre -1 e +1 com 
igual probabilidade. Para podermos visualizar mais facilmente 
a superfície de erro, foi considerado um equalizador com dois 
coeficientes e o canal �* �:�V�; 
L �s
E�r�ä�x�V�?�5. As figuras foram 
obtidas usando-se P=5. 

Considerando, primeiramente, os critérios COR-Epa e CR, 
a Fig. 2 mostra a superfície de erro dos dois, considerando, no 
caso do COR-Epa, ů=1. Podemos observar a grande 
semelhança entre as duas superfícies com relação à posição 
dos mínimos globais e locais. No entanto, também fica clara a 
diferença no formato das superfícies. 
 

 
         Fig. 2. Superfícies de erro COR-Epa e CR, BPSK, �ê��
L ���s 
 

Já comparando o COR-Epa com o COR-Gau, para ů=1, 
conforme mostrado na Fig. 3, vemos como existe uma 
diferença na posição dos mínimos. Por outro lado, como 
mostra a equação (14), conforme se aumenta o valor de ů, 
espera-se que a semelhança entre os dois critérios aumente. 
Isto pode ser visualizado comparando-se as Figuras 3 e 4.  

Na Fig. 4 foi utilizado ů=5. Aqui mostramos só a parte 
superior da superfície de erro, para facilitar a visualização. 
Neste caso os pontos de mínimo das duas superfícies 
praticamente se sobrepõem. 

 

 
 Fig. 3: Superfícies de erro COR-Epa e COR-Gau, BPSK, �ê��
L ���s. 
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 Fig. 4: Superfícies de erro COR-Epa e COR-Gau, BPSK, �ê��
L ���w. 

 
Considerando agora o caso em que a fonte é um sinal 

correlacionado, consideramos novamente um sinal BPSK e 
filtramos por um pré-codificador dado por �(�:�V�; 
L �s
E
�r�ä�w�V�?�5. O resultado deste processo de filtragem será o sinal 
s(n). As Figs. 5 (ů=1) e 6 (ů=5) mostram os resultados obtidos. 
Neste caso a diferença entre as posições dos mínimos é maior 
do que no caso dos sinais descorrelacionados. Ainda assim, 
aumentando o valor da largura do kernel ů, vemos que as 
posições dos mínimos se aproximam. 

 
Fig. 5: Superfícies de erro, sinal correlacionado, �ê��
L ���s. 

 
Fig. 6: Superfícies de erro, sinal correlacionado, �ê��
L ���w. 

VII.  RESULTADOS DE SIMULAÇÃO  

Nesta seção, analisaremos o desempenho do algoritmo 
COR-Epa, variando os seus parâmetros e comparando com o 
algoritmo baseado no CR e no COR-Gau. A interferência 
intersimbólica residual (IIS), medida de desempenho utilizada, 
é definida como: 
 

�+�+�5�:�J�; 
L��
�Ã �+�ô�Ý�:�J�;�+

�6
�Ý 
F �I�=�T�Ý�:�+�ô�Ý�:�J�;�+

�6
�;

�I�=�T�Ý�:�+�ô�Ý�:�J�;�+
�6
�;

�����������������������:�s�x�; 

 
 

onde �Ö�:�J�; =�>�ô�4�:�J�;�����ô�5�:�J�;���®�ô�Æ�:�J�;�? é a resposta combinada 
entre o canal e o equalizador (obtida através da convolução de 
h(n) com w(n)) no instante de tempo n. 

Utilizaremos novamente o sinal s(n) dado por um sinal 
BPSK filtrado por �(�:�V�; 
L �s
E�r�ä�w�V�?�5. O canal é dado por 
�* �:�V�; 
L �r�ä�t 
E�s�V�?�5 
E�r�ä�v�V�?�6 
E�r�ä�s�V�?�7. O equalizador será 
um vetor w de tamanho 21, iniciado como um vetor center 
spike, ou seja, o vetor é todo nulo a menos do elemento central 
(posição 11) que é definido como sendo igual a 1. As figuras 
mostram uma média de 30 simulações. 

Na Fig. 7, vemos os resultados obtidos utilizando-se N=50, 
P=10 e P=20 para os algoritmos COR-Epa, COR-Gau e CR. 
Os passos de adaptação utilizados foram: para P=10, ɛCE=0.02 
(COR-Epa), ɛCR=1e-5 e ɛCG=0.05 (COR-Gau). Já para P=20, 
foram utilizados ɛCE=0.0007, ɛCR=1e-5 e ɛCG=0.004. Com um 
valor de ů=5 tanto para o COR-Epa como para o COR-Gau, 
vemos que os dois algoritmos convergem para patamares de 
IIS similares, o que já era esperado visto que os pontos de 
mínimos das funções custo, conforme visto as seções III, se 
aproximam conforme o valor de ů aumenta. Por outro lado, as 
superfícies de erro possuem formatos diferentes, o que faz 
com que os dois algoritmos tenham comportamentos 
diferentes: o COR-EPA converge mais rápido considerando 
P=10, mas a situação se inverte quando consideramos P=20. 
Os passos de adaptação foram escolhidos de forma que os 
algoritmos convergissem para o mesmo patamar de IIS. Além 
disso, podemos observar que o aumento no valor de P 
favorece mais o desempenho do COR-Gau do que o do COR-
Epa.  

Já o algoritmo CR converge para patamares de erro bem 
menores do que os outros dois algoritmos, chegando a uma 
diferença de cerca de 3 dB no caso de P=20. Neste caso, o 
passo de adaptação foi escolhido de forma que o algoritmo 
apresentasse a mesma velocidade de convergência obtida 
pelos algoritmos baseados na correntropia. Como pode ser 
visto na Fig. 7, a solução encontrada pelo algoritmo CR se 
mostra melhor para resolver o problema em questão. 

Na Fig.8, o desempenho dos algoritmos foi obtido usando-
se N=100, P=10, �V=5, ɛCE=0.002, ɛCR=1e-5 e ɛCG=0.3. Neste 
caso vemos como o COR-Epa e o CR convergem para o 
mesmo patamar de IIS, ainda que o segundo convirja mais 
rápido, mostrando como, neste caso, os dois algoritmos 
convergem para a mesma solução, conforme discutido na 
seção III. Neste caso, não foi possível obter um desempenho 
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melhor para o algoritmo COR-Gau, que acabou convergindo 
para um patamar de IIS superior ao dos demais algoritmos. 
       

 
Fig. 7: Desempen�K�R���G�R�V���D�O�J�R�U�L�W�P�R�V�����1� �������1� ���� 

 
�)�L�J�����������'�H�V�H�P�S�H�Q�K�R���G�R�V���D�O�J�R�U�L�W�P�R�V�����1� �������1� �����������3� ���� 

 

VIII.   CONCLUSÃO 

Dentro do contexto de equalização cega, algoritmos 
baseados em ITL são utilizados para alcançar resultados que 
técnicas clássicas não conseguem. Um destes critérios de 
equalização utiliza uma nova medida de correlação 
generalizada, chamada de correntropia. Na literatura é comum 
encontrarmos a correntropia sendo calculada com o uso de um 
kernel gaussiano. Neste trabalho, analisamos as características 
da correntropia calculada utilizando-se o kernel 
Epanechnikov. Como este é dado por um polinômio de 
segunda ordem, vimos como, neste caso, a correntropia passa 
a explorar basicamente as estatísticas de segunda ordem dos 
sinais envolvidos. Por este motivo, comparamos o critério 
resultante com o correlation retrieval, critério que é baseado 
somente nas correlações e também explora a estrutura 
temporal dos sinais. Mostramos como realmente os dois 
critérios possuem soluções bastante próximas, mas as 
superfícies de erro são diferentes, o que leva o desempenho 
dos algoritmos baseados no gradiente descendente deste dois 
critérios a também serem diferentes. No caso da correntropia, 
a superfície depende fortemente do valor da largura do kernel. 

Por outro lado, vimos que, dependendo do valor de �V, estes 
critérios também se aproximam das soluções apresentadas pela 
correntropia obtida com o kernel gaussiano. 
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